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RESUMEN

El manejo adecuado de los inventarios es uno de los aspectos determinantes para
la rentabilidad de una empresa manufacturera, en especial, del sector lacteo, con
tantas variaciones en su demanda y el corto ciclo de vida de sus productos. Este
trabajo parte de estimar modelos de prondstico de demanda para tres productos
elaborados por una empresa del sector lacteo de Antioquia, comparando entre
algunos métodos clasicos y redes neuronales, con el fin de encontrar el método
mas eficiente y acertado para efectuar predicciones de ventas. Estas son entradas
para proponer un modelo de optimizacion de inventarios, que permita determinar
una politica adecuada para su manejo.

Se describen y se utilizan los modelos de prondstico: Suavizacion exponencial
simple, Suavizacion exponencial Holt, modelos dinamicos y de Box-Jenkins, por
medio de los programas estadisticos Statgraphics y R. Se muestra el proceso
como se desarrollan cada uno de ellos, su respectivo andlisis y se determina cual
es el modelo clasico mas eficiente.

Seguido a esto, se formula un modelo de red neuronal artificial (RNAS), para cada
una de las series, usando el software MATLAB y se compara con el modelo
clasico elegido. Se detalla el proceso de estimacion de las RNA y se selecciona el
modelo de prondstico final.

Por ultimo se realiza el modelo de optimizacion de inventarios, en el software
LINGO, usando los prondsticos obtenidos de los modelos de RNAs, que resultaron
los mas eficientes. Se propone finalmente un esquema de pedidos y
almacenamiento de inventarios a costo 6ptimo.
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INTRODUCCION

Los inventarios son considerados el amortiguador de los procesos de produccion y
distribucion; gracias a ellos se pueden disponer de insumos o de productos
terminados en las cantidades necesarias en el momento oportuno (Vidal &
Gutiérrez, 2008); una inadecuada administracion de ellos conllevaria a la
inmovilizacion de capital en mercancias, reflejado en la liquidez de las compaiiias,
ademas de sobrecostos de operacion.

Una inadecuada planeacion puede llevar a excesos o agotamientos de producto
para el abastecimiento. Tener inventarios al alza puede generar sobrecostos,
pérdida de productos, baja en precios, y por lo tanto, una reduccion en el margen
de utilidad; por otro lado, tener inventarios a la baja, por limitaciones de almacén o
presupuesto, causaria pérdidas en ventas, y en el mercado a largo plazo.

Ambos aspectos son conflictivos, reduciendo el inventario se minimiza la inversion,
pero se corre el riesgo de no poder satisfacer la demanda de las operaciones de la
empresa. Si se tienen grandes cantidades de inventario, se disminuye la
posibilidad de generar agotados e interrumpir lineas de produccién continuas, pero
también se aumenta la inversion. Por ello es imprescindible explorar modelos més
adecuados para administrar adecuadamente los inventarios, integrando con estos,
técnicas estadisticas para el pronéstico de la demanda (Correa & Gdémez, 2009;
Simchi-Levi, Kaminsky & Simchi-Levi, 2008).

Los pronésticos aunque no aseguran una prediccion exacta, si permiten una
disminucién de la incertidumbre, ya que se anticipan a hechos futuros basados en
la historia del comportamiento de la demanda, o en andlisis cualitativo,
permitiendo asi tomar decisiones para la planeacion de la produccion.

En la industria de alimentos, los modelos de inventarios que contemplan una
adecuada prediccion de la demanda son de gran ayuda para la gestion éptima del
abastecimiento, especialmente en los productos perecederos como los lacteos,
debido a su corta vida Gtil y la importancia de su calidad relacionada con la salud
humana (Doganis, Alexandridis, Patrinos, & Sarimveis, 2006).

En este trabajo, se parte de la comparacion del prondstico de las ventas de tres
productos lacteos elaborados por la empresa ubicada en el Oriente Antioguefio
"Auralac”, generado por los modelos clasicos de Suavizacion exponencial simple,
Suavizacién exponencial Holt, modelos dindAmicos y de Box-Jenkins, frente a

11



pronésticos estimados mediante un modelo de redes neuronales artificiales. Su
desempefio se probara con la debida verificacion de supuestos respectivos y los
indicadores del error como: el Error cuadratico medio (MSE sus siglas en inglés) y
el error absoluto medio relativo (MAPE sus siglas en inglés).

El prondstico de ventas derivado de estos modelos sera utilizado como insumo
para un modelo de optimizacion, usando, revision peridédica que permita encontrar
la forma de emision de pedidos con minimo costo acorde con la logistica interna
antes del abastecimiento.
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1. OBJETIVOS
1.1 Objetivo General

Optimizar el sistema de inventarios de la empresa Auralac, basado en la
estimacion de demanda eficiente.

1.2 Objetivos especificos

e Realizar revision y descripcion bibliografica sobre los modelos de prondstico
de Suavizacion exponencial simple, Suavizacion exponencial Holt, modelos
dindmicos, de Box-Jenkins y de RNAs.

e Realizar exploraciéon del modelo de revisién periddica, para minimizacion de
costos de inventarios.

e Realizar analisis y seleccion de los datos proporcionados por la empresa
Auralac.

e Estimar el prondstico de demanda mediante los modelos clasicos y determinar
el mas eficiente.

e Estimar el pronéstico de demanda mediante un modelo de RNAs y compararlo
con el més eficiente de los modelos clasicos.

e Aplicar un modelo de optimizacion de inventarios donde se emita un pedido a
minimo costo, basado en la demanda estimada y en una técnica de revision
periddica.
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2. ANTECEDENTES

Las series de tiempo son métodos estadisticos que permiten predecir la demanda
futura a partir de datos historicos de ventas (Alonso & Villegas, 2005). Dichos
modelos dependen de factores como el tiempo, patrones de tendencia,
estacionalidad y el comportamiento de la demanda.

Los métodos prondésticos se han vuelto necesarios para enfrentar la aleatoriedad
inherente a demandas variables como la de los productos lacteos, enfrentadas a la
apertura de nuevos mercados muy competitivos. Son de gran ayuda para planear
cantidades a producir diariamente, facilitando la integracion de la informacién
compartida con proveedores y cliente y con ello, el abastecimiento en la cadena
lactea. A continuacion se revisan elementos asociados a técnicas para el
modelamiento de inventarios.

Las caracteristicas de las RNAs permiten la modelacién de procesos complejos,
como es el caso de pronésticos de demanda con alta variabilidad, que se presenta
en este trabajo. Cuando la complejidad del problema lo amerita, o0 no es posible
obtener una solucion exacta, los modelos heuristicos permiten a través de un
conjunto de estrategias de busqueda, dar soluciones particulares a estos casos
donde se tienen altos niveles de incertidumbre. Entre estas técnicas se encuentran
las redes neuronales artificiales (Tabares & Hernandez, 2006).

Doganis et al., (2006) unificaron dos métodos heuristicos para la prevision de
ventas en el sector lacteo: una arquitectura de red neuronal radial y un algoritmo
genético. Estas nuevas metodologias de series de tiempo para la prevision de
volumenes de ventas diarias en productos de corta vida util como es el caso de la
leche, resultan mucho mas eficientes en los prondsticos de demanda respecto a
modelos sencillos como los lineales y exponenciales con una diferencia alrededor
del 6%.

Watson (1987), afirmdé que los prondsticos de demanda y los subsistemas de
reordenamiento no son independientes entre si. Patrones de demanda desiguales
pueden causar fluctuaciones en los parametros de la demanda pronosticada, lo
que implica un aumento en el costo promedio anual de ordenar y almacenar, y una
discrepancia entre el nivel de servicio esperado y el logrado.

Este algoritmo computacional puede facilitar la solucibn de problemas de
inventarios ya que permite la optimizaciéon de cualquier proceso que transforme
variables de entrada en variables de salida. Las RNAs han mostrado aplicaciones
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exitosas, como: la planificacion de lotes de produccién y requerimiento de
materiales (MRP) plantado por Lotfi & Choueiki (2000); la fiabilidad de una red de
suministros Srivaree-ratana, Konak & Smith (2002), el mantenimiento y la
clasificacion de inventarios para una empresa que realiza costeos (Partovi &
Anandarajan, 2002); en este mismo afio, Koh, Hwang, Sohn & Ko (2002),
desarrollaron un modelo para obtener la cantidad de pedidos y el nivel de
inventario 6ptimos para una empresa que abastece su demanda estacionaria por
medio de productos nuevos y reciclados, al igual que la debida politica de
recuperacion de esta ultima.

Los modelos RNAs se han utilizado para la prediccion en casos en que la
demanda presenta variabilidad y estacionalidad. Au, Choi & Yu (2008) realizaron
un modelo de redes neuronales basado en los datos histéricos de una empresa de
confecciones; el cual su capacidad de prediccion para la produccion a corto plazo,
fue muy acertado frente a otros modelos tradicionales como el SARIMA,
especialmente cuando la serie de datos presenta incertidumbre y una demanda
con estacionalidad y tendencia. Gutierrez, Solis & Mukhopadhyay (2008) aplicaron
prondsticos con RNAs para demanda, comparando su desempefio frente a
meétodos tradicionales de series de tiempo tales como: suavizado exponencial
simple, Croston, y aproximacion Syntetos-Boylan; en esta comparacion se
concluy6 que los modelos de redes neuronales funcionan mejor que los métodos
tradicionales. También han sido aplicados para pronosticar demanda de energia
diaria y horaria (Medina & Garcia, 2005; Rueda, Velasquez & Franco, 2011).

Vaklieva-Bancheva, Shopova, Espuiia, & Puigjaner (2006) proponen un modelo
qgue responde a las fluctuaciones de las demandas rapidamente, desde una
mirada de la cadena de suministro del sistema de produccioén y la importancia de
integrar la capacidad de produccion y los tiempos cortos de respuesta,
caracteristicos en los productos perecederos; para ello definieron variables como
costos de transporte, produccién, demandas, capacidades de distribucion,
distancias entre las plantas, mercados y centros de distribucion. El tiempo de
respuesta para éste tipo de alimentos debe estar acompafiado de una adecuada
administracion del inventario.

En lo relacionado a la formulacién de inventarios se muestran a continuacion los
temas logisticos considerados en el trabajo presentado.

Chiu (2003) determiné el tamafio del lote 6ptimo de inventario para minimizar los
costos de produccién, considerando variables como: una tasa aleatoria de
productos defectuosos, su proceso de reparacion y el retrasos en los pedidos;
siguiendo la misma linea en el 2009 Wee & Chung desarrollaron un modelo
integrado que optimizaba los inventarios deteriorados y las debidas politicas para
Su reposicion. Los autores se apoyaron en un modelo de revision periddica que
relacionaba la produccién de los proveedores y los tiempos de almacenamiento,
asi consideraron a partir de inventarios imperfectos y con escases de pedido, un
modelo 6ptimo de inventario.
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Vidal & Londofio (2004) revisaron técnicas de modelos de inventarios, de
pronésticos de demanda y su integracion para la optimizacion de estos. Dentro de
las estrategias investigadas por los autores para la optimizacion de inventarios en
una cadena de suministros, se encuentra la obtencidn y transmision de
informacion en tiempo real de los puntos de consumo y las respectivas lineas de
productos; la consolidacion de centros de distribucion y bodegas con
estandarizacion de productos, lo cual evita el mantenimiento de una diversidad de
inventarios que solo difieren en aspectos menores de estructura fisica como: el
peso, el tamafio y la forma. Segun los autores el principal problema de los
modelos es la estimacion de inventarios de seguridad y los puntos de re-orden,
s6lo como un simple promedio de la demanda, ignorando su variabilidad y
especialmente en los tiempos de reposicion, los cuales en la mayoria de los
casos, no coincide con el valor adecuado obtenido a través de un andlisis
estadistico formal.

Benseman (1986), desarroll6 un modelo de programacion lineal para los planes de
produccién a mediano plazo de la compafiia lactea més grande de nueva Zelanda,
donde se muestran las fluctuaciones en la disponibilidad y calidad de la leche
entera, los costos, la capacidad instalada, la productividad de los productos y sus
precios. Gracias a la implementacion del modelo la compafia ha ahorrado mas de
un millon de dolares por afio. El autor concluye que los modelos matematicos
permiten considerar mas informacion y tomar mejores decisiones.

Rob & Broekmeulen (2009) proponen y evalian una nueva politica de
reaprovisionamiento utilizando un modelo de simulacién del proceso de venta al
por menor de productos perecederos, en el cual integran un factor que no se tenia
en cuenta con anterioridad en ambientes estocasticos, la edad del inventario. Los
autores concluyen que tener este factor en cuenta conduce a una reduccién
significativa en los costos, pero que para ello se requieren registros informacién
detallada por medio de tecnologias modernas.

En el recorrido de la utilizacién de prondsticos para la optimizacion de inventarios
a través del tiempo, es apreciable que algunos modelos resultan ser mas
eficientes que otros dependiendo de las variables consideradas. Integrar el modelo
mas eficiente de prondsticos con la optimizacion de inventarios de producto
terminado y lograr una reduccion de costos asociados a €l, en un caso aplicado,
resulta de gran interés para la industria lactea, y es alli donde este trabajo desea
apuntar.
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3. MARCO TEORICO

3.1 Estadistica descriptiva

Cuartiles

Los cuartiles son tres valores que dividen el conjunto de datos en cuatro partes
iguales, conteniendo cada una de ellas el 25% de las observaciones. El tercer
cuartil constituye el cuarto superior del conjunto de datos, el segundo cuartil es
idéntico a la mediana, que deja el 50% por debajo de las observaciones y el primer
cuartil separa el cuarto inferior de los tres cuartos superiores.

Rango intercuartil

Una medida de dispersion resistente a los valores apartados es la dispersion de
los cuartiles f, dada por:

f = CuartilSuperior — Cuartilinferior

Diagrama de caja y bigotes

Es una representacion gréfica de un conjunto de datos o valores, que permite
visualizar la dispersion, el grado y la direccion del sesgo. El grafico comprende: la
media, la mediana, el primer y tercer cuartiles, y por ende el rango intercuartil, el
maximo y el minimo de los valores y los datos que estan muy alejados de la
mayoria, llamados datos atipicos, que quedan localizados fuera del tercer cuartil
mas 1.5 veces el rango intercuartil y fuera del primer cuartil menos 1.5 veces el
rango intercuartil (Ruiz & Morillo, 2004).

3.2 Series de tiempo

Una serie de tiempo o serie temporal, se conoce como el conjunto de datos que
son obtenidos y registrados de forma sucesiva con intervalos fijos en un periodo
determinado, de esta forma se realizan observaciones a través del tiempo a una
variable particular.

Tal como lo afirma Pepi6 (2001), el objetivo del andlisis de una serie temporal es
la identificacion de patrones de comportamiento para prever la evolucion futura,
asociadas a fenémenos aleatorios; de esta forma el estudio del comportamiento
pasado permite crear un modelo probabilistico para la prediccion del futuro, los
cuales son denominados procesos estocasticos. Para identificar y posteriormente
evaluar ese patron, es conveniente analizar varios componentes dentro de la
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serie, lo cual se conoce como “descomposicion”, entre estos componentes se
encuentran: Tendencia, ciclo, estacionalidad y fluctuaciones irregulares.

Tendencia

La tendencia es el componente que se encarga de representar el crecimiento (o la
declinacién) subyacente en una serie de tiempo evaluado generalmente a largo
plazo.

Ciclo

El comportamiento ciclico es una serie de fluctuaciones de mas de un afo de
duracion, son generalmente asociadas a las condiciones econdmicas cambiantes.
“En la préactica resulta dificil identificar ciclos y con frecuencia se le considera parte
de la tendencia (...) es conocido como ciclo-tendencia” (Hanke & Wichern, 2006).

Estacionalidad

Las variaciones estacionales se conocen a las oscilaciones que se producen y
repiten en periodos cortos de tiempo, las cuales son asociadas a factores
dindmicos en el tiempo, por ejemplo: clima, costumbres, sucesos relativos al
calendario, como periodos de vacaciones, dias feriados, entre otros (Bowerman &
O’Connell, 2007).

Fluctuaciones irregulares

Consiste en las fluctuaciones impredecibles o aleatorias, dichas fluctuaciones
representa lo que “resta” en una serie temporal después de ser explicados la
tendencia, los ciclos y las variaciones estacionales (Bowerman & O’Connell,
2007).

3.3 Prondsticos

Los prondsticos son las predicciones de los hechos y condiciones futuras, su
aplicaciéon en los procesos de toma de decisiones son de gran importancia para
algunas empresas, en especial si son comerciales, tal como lo afirma Bowerman &
O’Connell (2007). Simchi-Levi et al., (2008) afirman que prondsticos permiten
reaccionar con rapidez en los procesos administrativos de planeacion,
programacion, producciéon y control, logrando asi un incremento en la eficiencia
operaciones.

Los prondsticos se pueden hacer a corto, mediano y largo plazo, a través de dos
enfoques, tal como existen en todos los modelos decisiones, uno es el analisis
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cuantitativo y otro es el enfoque cualitativo. Render (2004) define los prondsticos
cualitativos como aquellos que incorporaran factores intuitivos, basados en la
experiencia y el sistema de valores de los encargados de la toma de decisiones;
por otro lado, los pronésticos cuantitativos se apoyan de modelos mateméaticos
basados en datos historicos o variables causales para pronosticar

3.4 Modelos de pronéstico

3.4.1 Modelos de suavizacion

Suavizacion exponencial simple

El método de suavizacion exponencial usa un promedio ponderado de los valores
pasados de la serie de tiempo, asi lo afirma Anderson & Sweeney (2008), en este
modelo solo se elige un peso para la observacion mas reciente, los demas datos
se calculan de forma automatica.

La ecuacion para el modelo de suavizacién exponencial es:

Fiyp=a¥i+ (1 - a)F,
Donde,
Fiw1: Pronostico de la serie de tiempo para el periodo t+1
Y Valor real en el periodo t de la serie de tiempo
Ft. Prondstico para el periodo t de la serie de tiempo
a: Constante de suavizamiento, varia de 0 a 1

Segun Hanke & Wichern (2006), la constante de suavizamiento determina la
medida en que un dato actual influye en la siguiente observacion de la serie
temporal; por ello entre mas préximo sea a la unidad, el nuevo prondstico sera
mas cercano la observacion actual, y de forma contraria, entre mas cercano a
cero, serd similar a la prediccion del periodo inmediatamente anterior.

La eleccion de la constante a, se realiza con base a un proceso iterativo para
minimizar el error cuadratico medio (MSE).

Suavizacién exponencial Holt

El método de suavizacion exponencial simple no tiene en cuenta la tendencia, es
por ello que el método de Holt (en honor a su creador) la incluye, lo cual permite
integrar las tendencias lineales locales en evolucion dentro de una serie de
tiempo.
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Para Hanke & Wichern (2006), el modelo de Holt suaviza el nivel y la pendiente
de manera directa, a través de dos constantes de ponderacion: a (alfa) y B (beta)
respectivamente. Segun los autores una de las ventajas del modelo es la
flexibilidad al seleccionar los coeficientes anteriormente mencionados.

Para la estimacion del prondstico con este modelo es necesario resolver las
siguientes ecuaciones:

e Estimacion nivel actual:
Ly=aYi+ (1 —a)Le—q + Tp-q)

e Estimacion de latendencia
Te =P(Le—Le—1) + (A =BT

¢ Pronostico en el periodo “p”
?t+p = L + pT;

Donde,
L:: Valor nuevo suavizado
Y Valor real de la serie en el periodo t (actual)
Ty Tendencia estimada
p: Periodo a pronosticar
?Hp: Prondstico para el periodo p
a: Constante de suavizamiento para el nivel, varia de 0 a 1
B: Constante de suavizamiento para la tendencia, varia de 0 a 1

3.4.2 Modelos de regresion lineal

La relacién entre dos o mas variables relacionadas de un modo no deterministico,
se conoce como analisis de regresion (Devore, 2004), en la cual se estudian las
variaciones de una variable respuesta en funcion de una o mas variables
independientes o predictivas, dependiendo del numero de estas variables pueden
ser regresion simple (una variable) o regresién mdaltiple (mas de una variable).
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Modelo de regresion lineal simple

Es la relacion mateméatica mas simple entre dos variables (una dependiente y otra
independiente), en un modelo probabilistico el valor esperado de Y (variable
dependiente) es una funcioén linea de la variable independiente X, (Montgomery,
Peck, & Vining, 2006).

La ecuacion que define este modelo es:

Y=ﬁ0+ﬁ1X+£

Donde,

Y: Variable respuesta o variable dependiente

X: Valor de la variable predictora

B,: Valor de la variable dependiente cuando la variable predictora (X) es cero

B1: Coeficiente de la regresion lineal, indica el incremento en la media de la
variable respuesta por cada unidad de aumento en la variable independiente

¢: Desviacion aleatoria o término de error aleatorio

Modelos de regresion multiple

Como se explico anteriormente este modelo incluye mas de una variable
independiente, estas variables pueden ser de muchos tipos, para nuestro caso se
evaluaran modelos tentativos de prondsticos como: regresion multiple con
componentes: lineales, polinémicas, trigonométricas (senoidales o cosenoidales),
auto-regresivos y variables categoricas (Bowerman & O’Connell, 2007).

Regresion multiple con componente lineal

Al igual que la regresion lineal simple, las variables son una funcién lineal, pero en
este caso se incluyen mas de una variable regresora (Montgomery et al., 2006)

En general se puede relacionar la respuesta con k regresores o variables
predictoras con el siguiente modelo:

Y =B+ B1X1+ B2 Xo+ -+ BrXi + €
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Donde Y es la variable respuesta, X;conj=0,1,..,k son las variables
independientes, los coeficientes f; conj = 0,1, ...,k se conocen como coeficientes
de regresion o coeficientes de regresion parcial, los cuales representan el cambio
esperado en la respuesta si se mantienen las demas variables independientes
constantes, y al igual que el modelo de regresion simple se tiene un error aleatorio
E.

Regresion con componente polindmico

Esta regresion se analiza de forma analoga a los dos modelos anteriores. El
modelo puede ser nombrado segun el grado del polinomio, por ejemplo si el
polinomio es de grado dos, se habla de un modelo de segundo orden.

La ecuacién para un modelo de regresion polinomial de k-ésimo grado es:

Y=8,+ B X+BX*+ -+ B X+

En este caso el valor esperado de Y es una funcion polinomial de X de k-ésimo
grado, con coeficientes de regresion y error aleatorio similar a la regresion
multiple.

Para Montgomery et al (2006) los modelos polinomiales son utiles como funciones
de aproximacion a relaciones no lineales, desconocidas o en algunos casos
complejas.

Regresion multiple con componente senoidal

Combinar términos polinomiales y trigonométricos son convenientes para los
modelos, segun Montgomery et al (2006) en especial cuando la serie temporal
presenta estacionalidad.

Al modelo de regresion se le incluye las variables:

s (Znnt)
en I

Donde,

n: Numero entero que determina la cantidad de armodnicos en la funcion
trigonométrica

L: Periodo en el cual la serie temporal es estacional

t: Variable de tiempo
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La funcion seno, puede ser cambiada por la funcion coseno. Con este tipo de
funciones es posible describir movimientos ondulatorios mas complejos (Aguirre,
1994), donde el tiempo es la variable independiente para el componente senoidal,
como todo modelo de regresion tiene asociado un coeficiente que en el modelo
determina la amplitud de la funcion trigopnométrica.

Regresion multiple con componente autorregresivo

La autocorrelacion dentro de las series temporales hace que los valores de la
variable dependiente en un periodo estén relacionados linealmente con los valores
de la variable dependiente en otro periodo, asi lo afirma Hanke & Wichern (2006).
De esta forma es posible resolver el problema de autocorrelacion que se
presentan en las series de tiempo.

Los modelos de regresidbn que incluyan éste componente se conocen como
modelos autorregresivos. Los modelos de primer orden se comportan de forma
genérica con la siguiente ecuacion:

Yo =PBo+B1Ye-1+ €

En la ecuacidén anterior se presenta el rezago para el periodo inmediatamente
anterior (Y;_;), el cual puede ser remplazado por Y;_,, para realizar un rezago en
el n-ésimo periodo.

Regresion multiple con variable indicadora

Las variables independientes cuantitativas pueden ser agregadas a los modelos
dindmicos a través de niveles, los cuales son descritos con variables ficticias o
también llamadas indicadoras, el efecto que estas variables tienen sobre el
modelo dindmico puede ser analizado gracias a las pruebas de significancia
(Bowerman & O’Connell, 2007).

De forma analoga, los modelos econométricos dinamicos al igual que los modelos
de regresion lineal, también estdn formados por una o varias ecuaciones en las
que la variable explicada (variable enddgena), la cual es influida por alguna otra
variable del modelo (variables explicativas). Los modelos dinamicos se diferencian
de los modelos de regresion cuando ademas de incluir variables explicativas o
llamadas exdgenas, también se incluyen variables endogenas retardadas las
cuales incluyen al modelo valores del pasado de la serie temporal, tal como lo
afirma Caridad y Ocerin (1998).
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3.4.3 Modelos Box Jenkins- ARIMA

Un modelo Box Jenkins es una declaracion algebraica que muestra como una
variable (Z;) de la serie de tiempo esta relacionada con sus propios valores
pasados (Z.1, Zi.2, ..., Zin)-

Es especialmente adecuado para realizar prondsticos a corto plazo de series con
variacion estacional, incluyendo cambios en los patrones estacionales y cuando la
serie de tiempo es estacionaria. (Pankratz, 1983)

Entre los modelos Box Jenkins se encuentra:

e Modelo autorregresivo de orden p, AR (p):

Zt = ‘90 +¢1th1 +¢2Zt72 +"'+¢pzt—p +a,

Donde,
0o: Constante.
¢1: Parametro que relaciona a z; con z;.

a;. Choque aleatorio estadisticamente independiente, y con distribucién normal,
también llamado ruido blanco.

e Modelo de media mévil de orden q, MA (q):

Zi=u+a —6a_-0,a_,—-.-62a_
Donde,
u: Constante.

01: Pardmetro que relaciona a a; con ay.1.

ar. proceso estocastico llamado ruido blanco, el cual tiene media cero, varianza
constante e incorrelacion.

e Modelo autorregresivo y de medias moviles, ARMA(p, q):

Zi=G+HL +PL ,+.+P L +a—0a, 08 ,-..—0a,
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Esta clase de modelo es una alternativa natural cuando el nimero de parametros
necesitado puede ser excesivamente grande, frente al numero disponible de datos
recolectados para el analisis (Bowerman & O’Connell, 2007).

Para identificar cual de estos modelos se ajusta mejor a los datos, se seleccionan
tentativamente uno o varios modelos Box Jenkins por medio de las gréficas de
autocorrelacion (ACF) y de autocorrelacion parcial (PACF), ambas derivadas de
los datos de la serie. Estas representan un correlograma de rezagos de la serie
de tiempo, que explican el grado de autocorrelacion en la serie rezagada K
periodos.

La seleccion del tipo de modelo depende de funciones de autocorrelacion
especificas, como se muestra a continuacion:

Tabla 1. Identificacion tentativa para los Modelos Box Jenkins.

Modelo Funcién de autocorrelacion |[Funcion de autocorrelacion parcial
(ACF) (PACF)
MA(Q) Decrece con rapidez a cero Decrece exponencialmente,
g después del orden g. senoidalmente o lentamente.
AR(p) Decrece exponencialmente, Decrece con rapidez a cero después
P senoidalmente o lentamente. |del orden p.
ARMA(p, q) Decrece exponencialmente, Decrece exponencialmente,
P- 9| senocidalmente o lentamente. | senoidalmente o lentamente.

Fuente: Bowerman & O’Connell, 2007

Cuando la serie de tiempo no es estacionaria se puede recurrir a una
transformacién llamada diferenciacion, frecuentemente aplicada a los datos para
inducir una media estacionaria. Asi la denominacién de los modelos se modifica a
ARI, MAI o ARIMA segun el caso.

La estacionalidad puede ser modelada con los modelos ARIMA estacionales
multiplicativos, quedando un modelo que describe una parte no estacional
combinada con una estacional (Bowerman & Oconnell, 2007), de tipo:

SARIMA (p, d, g) X (P, D, Q) [L]
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Donde,

L: Periodo estacional

p: Orden AR no estacional

d: Orden de diferenciacién en componente no estacional
g: Orden MA no estacional

P: Orden de SAR o componente autorregresivo estacional
D: Diferenciacién del componente estacional

Q: Orden SMA o media movil del componente estacional

3.44 Redes Neuronales Artificiales (RNAS)

Una red neuronal es un centro de procesamiento de informacién de cuyas
interacciones locales depende el comportamiento del conjunto del sistema.

Las RNAs son una de las ramas mas destacadas del campo cientifico de la
Inteligencia Avrtificial. Estas tratan de simular el proceso de razonamiento humano,
caracterizado por el aprendizaje a través de la experiencia y la extraccion de
conocimiento a partir de un conjunto de datos, e imitan esquematicamente la
estructura neuronal del cerebro.

El elemento fundamental de los sistemas neuronales biolégicos es la neurona, ya
que es la clave para el procesamiento de la informacién. De su cuerpo celular
parte un denso arbol de ramificaciones compuesto por dendritas, donde llega la
informacion, se procesa y se emite una sefial por medio del axén o rama principal.

La estructura de la red estd conformada por una capa de entrada, de salida y
capas ocultas. Estas Ultimas reciben estimulos y emiten salidas dentro del
sistema. En ellas se lleva a cabo el procesamiento basico de la informacion.
(Fl6rez & Fernandez, 2008).
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Capa de entrada Capaoculta 1 Capaoculta2 Capadesalida
b’
I:L
I:E
l:i-
Hoow  O—> o,
|:\'
k=1 k Wi h=1,....H =]
Entradas Des0s Neuronas ocultas Salidas
enlacapal

Figura 1. Estructura de una RNA Elaboracion propia

En la primera etapa se agrega la informacion con una combinacion lineal de los
pesos asignados y neuronas de entrada y en la segunda etapa se aplica una

funcién de transferencia hacia las neuronas de salida.

En cada neurona ocurren dos procesos, hay entradas y hay un umbral o sefal
minima que se transmite a las otras neuronas, la cual esta dada por:

bnob; = f(Wy,.I;, + by)
Los pesos W, pueden representarse matricialmente como:

Wll W12 nen Wlk
. . . IW21 —

W =1 : : :
Whe Wha o Wi Wi W

La capa oculta 1 esta definida por la funcion:

Netth = b,h + Wh1lt1 + thltz + -+ thltk

Wy, Wi, ..

Win

Win
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Un ejemplo de una funcién de transferencia para las neuronas que salen de la
capa oculta 1, es la funcion logistica:

_ 1
ch - 1+ e—Netth

La capa oculta 2 esté definida por la funcion:
— h2
Nett]. — b] + Vl/letl + Vl/sztz + -+ Vl/ijtH

La funcion logistica de transferencia para las neuronas que salen de la capa oculta
2sera entonces:

1

—Nete.
tj

Htj=1+e

Generalmente en la capa final de salida se usa una funcion lineal:

n
W;(w,x) = z Wi, X;
—

J

La funcion de salida de la red es:

Oy, = f2[b2 + W2 (£'(b" + 1wer,,) )|

3.5 Pruebas de validacion

Las pruebas de validacion o la validacion de supuestos; se conocen como
aguellas pruebas que se realizan sobre los residuales del modelo, donde se
formulan algunos supuestos, los cuales son precisos verificarlos; esto permite que
a la hora de hacer inferencias sobre los datos estimados, se tenga una validez
estadistica que lo sustenta, pero aun asi con los riesgos inherentes que se tiene
con estas decisiones estadisticas.
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Con estas pruebas también es posible verificar cualquier anomalia que s tenga
sobre el ajuste de los modelos de prondstico.

Los supuestos generales que se contemplan para los modelos son: la
independencia, la normalidad, la media cero y la varianza constante.

Para nuestro caso, se desarrollan las siguientes pruebas:
Prueba de normalidad Jarque-Bera

Con esta se determina la bondad de ajuste a la distribucion normal de una variable
aleatoria. La prueba realizada por C.M. Jarque y A.K. Bera se basa en el estudio
de la forma de la distribucién, examinando las discrepancias respecto a la
campana uniforme que siguen la distribucion normal; estas discrepancias se
evallan con respecto a la simetria y la kurtosis.

Esta prueba se realiza sobre los residuos de un modelo estimado a través de un
proceso de maxima verosimilitud, el cual se obtiene con la ecuacion:

st (kK -3)?]. ,
fB—N*[TTl X

Donde N es el tamafio de la muestra, S es el coeficiente de asimetria y K es la
kurtosis o apuntamiento. La prueba se realiza bajo la hipotesis nula de normalidad,
el cual para ser aceptada, el estadistico de Jarque-Bera debe ser mayor al grado
de significancia.

Prueba de incorrelacién de Box-Pierce

Permite determinar si todos los coeficientes de autocorrelacion del conjunto son
cero, es decir si son independientes. Para los residuales de un modelo de
pronéstico la estadistica Q de Box-Pierce tiene una distribucion chi cuadrada con
los grados de libertad iguales a m, menos el nUmero de pardmetros estimados en
el modelo. Esté definida por:

m 2
Tk
Q=nn+2) E
n—k
k=1

En esta ecuacion, n es el numero de observaciones en la serie de tiempo, k el
retraso del tiempo, m el nimero de retrasos de tiempo a ser probados y r¢ la
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funcion de autocorrelacion de la muestra de los residuales retrasados k periodos.
(Hanke & Wichern, 2006)

De manera alterna se puede calcular e interpretar el valor p generado mediante el
estadistico Q de prueba. Si éste es superior al grado de significancia se confirma
gue hay incorrelacién en los residuales.

3.6 Criterios de evaluacion

Gracias a los criterios de evaluacion, es posible comparar los valores
pronosticados frente a los valores reales de una serie de datos; de esta forma se
evalla comparativamente la efectividad entre diferentes modelos de prondsticos,
al igual que permite realizar un seguimiento y verificacion de su desempefio.

Siempre se busca el valor menor en los criterios de evaluacion, entre los cuales se
encuentran:

Error cuadratico medio (MSE)

Es una forma de medir el error global del prondstico. Consiste en el promedio de
los cuadrados de las diferencias entre los valores pronosticados y observados.
(Render, 2004). La funcion que lo define es:

Errores de pronostico)?
vsE = 2 p )

n

Error porcentual absoluto medio (MAPE)

Es otra forma de medir el error global del prondstico. EIl MAPE es el promedio de
las diferencias absolutas entre los valores pronosticados y los reales, expresado
como porcentaje de los valores reales (Ramirez, 2013). Su formula es:

m |real; — prondstico;|/real;
mapg = Zizlreak pn il/reali 0o

30



3.7 Modelos de inventarios

Los inventarios son uno de los mayores rubros en los estados financieros de las
compainiias, razon por la cual una acertada administracion permite un adecuado
nivel de servicio a un costo razonable. Los inventarios permiten amortiguar las
diferencias que se presentan entre la oferta y la demanda, segun lzar (1996), entre
otras ventajas de tener un adecuado nivel de inventarios se encuentran:

e Satisfacer la demanda aun durante los tiempos de entrega - lead time -

e Oportunidad de descuentos por la compra de insumos en lotes de
mercancias mayores

e Regular la carga de produccion ante una demanda estacionaria

Para responder las preguntas de cuando y cuanto siempre buscando el minimo
costo para la compafiia y el minimo capital ocioso, es posible usar modelos de
inventarios que pueden ser deterministicos en los cuales se conoce con
certidumbre la demanda de los productos o un modelo estocasticos en los cuales
se pueden describir con una distribucion de probabilidad.

Para la estimacion del inventario, se tienen asociados algunos componentes que
son generales e independientes del modelo seleccionado para su determinacion,
los cuales son:

e Demanda

e Costos de ordenar

e Costos de mantener o almacenar

e Costos de penalizacion por faltantes
e Tiempo de entrega

Otro tipo de clasificacion para los inventarios se relaciona con la forma en que se
revisa el inventario (Hillier & Liberman, 2002) puede ser de revision continua, en el
cual se hace un pedido en el momento en que el inventario baja de un punto de
reorden establecido o un modelo de revision peridédica en el cual se verifica el nivel
de inventarios con intervalos discretos. Este Ultimo modelo seré el empleado para
realizar el modelo de inventarios.

Modelo deterministico de revision periodica

En un modelo deterministico con revision periédica la demanda varia entre dos
limites: un limite superior y otro inferior, en el cual se deben planear para los
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siguientes n periodos respecto a cuanto producir u ordenar para reabastecer el
inventario al principio de cada periodo.

La demanda se denota con la variable r;la cual varia para el periodo i = 1,2, ...,n
Las variables de costos son:

K = Costo de preparacion para producir u ordenar articulos para reabastecer el
inventario al inicio del periodo

¢ = Costo unitario de producir u ordenar cada articulo
h = Costo de mantener en inventario cada articulo que queda al final del periodo

El objetivo del modelo es minimizar el costo total durante los n periodos, el cual se
logra solo si se ignoran los costos fijos que afectan la produccion.

La solucion del modelo se logra mediante una férmula basada en una politica
Optima de un programa de produccion en el cual sélo se produce cuando el nivel
de inventario es cero. Ademas, en la restriccion de los pedidos no necesariamente
debe producirse el valor de demanda diaria, sino que puede aumentarse el lote de
produccion hasta maximo la suma de demandas de los n periodos, dependiendo
del tipo de proceso (Taha, 2004)

4. METODOLOGIA

El trabajo parte de un analisis descriptivo, seguido de una aplicacion de modelos
estadisticos clasicos y Redes Neuronales Artificiales para realizar pronésticos de
ventas de 3 productos de la empresa Auralac, seleccionando el mejor de estos
con base en los criterios MAPE y el MSE; seguido a esto, se usan los mejores
prondsticos para un modelo de optimizacion de inventarios, basado en revision
periodica, que definird las decisiones para programar pedidos y almacenamiento
de inventarios al minimo costo.

Para comenzar, se explicara el proceso de analisis descriptivo.

Se utilizaron los datos historicos de salidas por facturaciéon, consideradas ventas,
desde el primero de enero de 2010 hasta el 24 de diciembre de 2012, de tres
productos elaborados por la empresa Auralac, proporcionados por ellos, de
manera confidencial, sin dar sus nombres.

Para identificar los datos atipicos se realiz6 un diagrama de caja y bigotes para la
serie de datos de salidas por facturacion de cada una de las referencias, en el
software Statgraphics. Luego se hizo una ponderacion de cada uno de ellos con
sus dos datos anteriores, con el fin de evitar sesgos en los prondésticos.
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Para la identificacion de patrones en la series se generaron, mediante el software
R, las graficas ACF y PACF; se grafico la serie de tiempo solo para los dos ultimos
meses de cada una de las referencias, con el objetivo de tener una mejor
visualizacion de la correlacion y estacionalidad; asi como graficos de tendencia y
variabilidad. Ademas se realizd la prueba de autocorrelacion Box-Pierce para
completar el analisis de estacionariedad.

4.1. Estimacion de modelos de prondstico

Para los siguientes siete dias, se estimaron modelos dindmicos, de Suavizacion
exponencial y de Box-Jenkins para pronosticar las ventas de los siguientes siete
dias, por medio de los programas estadisticos Statgraphics y R. Ademas se
elabor6 una RNA para cada una de las series, mediante la herramienta de
software matematico MATLAB.

Inicialmente se realizd6 un modelo de Suavizacion exponencial simple y
Suavizacién exponencial Holt para cada una de las referencias, mediante la
funcién automatica del software Statgraphics.

Para la definicion de variables del modelo dinamico (las variables son diferentes,
segun el comportamiento de cada serie), se utilizdé el analisis descriptivo y las
graficas ACF y PACF. Debido a los cambios estructurales que presentan de forma
general en las tres series y las evidencias de estacionalidad cada 7 dias, se
incluyeron variables ficticias al modelo como: dia de la semana y nivel. Luego de
la estimacién de los modelos, se seleccionaron aquellas que presentaron
significancia inferior al 5% o 10% (encima del 95% o 90% de confianza) y se
estimé el prondstico.

Se analizaron las graficas ACF y PACF para cada una de las series y a partir de
ello se definieron los modelos Box Jenkins que mas se ajustaran a los datos.
Ademas se hizo uso de la funciébn automatica del software Statgraphics para
generar mas modelos en cada uno de los productos.

Verificacion de supuestos

Se realiz6 la prueba de validacién de normalidad Jarque-Bera, de autocorrelacion
Box-Pierce y el MSE, para cada uno de los modelos. Pero el criterio final de
seleccion del modelo mas indicado para la estimacion del pronostico fue el MAPE.

Segun esto se determind que de los modelos clasicos, los mas eficientes son los
modelos dindmicos y por lo tanto se prosiguié con la comparacion de éstos con las
RNAs.
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Proceso de entrenamiento y simulacion de la Red neuronal

El proceso para la estimacion de las RNAs se explica en la figura 2, partiendo de
las variables mas significativas derivadas del proceso anterior.

Identificar variables

|

Fijar variables de entrada
y nimero de nueronas

Definir nimero de
nueronas de salida

Definir nimero de
capas ocultas

Lineales

Seleccionar la
funcién de transferencia

6 No Lineales
(Definlr grupos de entrenamiento

y pruebas de los datos

v

[lmportar datos de entradas y]

de salidas

v

[Deﬂnir pardmetros de] > [Numero de iteracionesJ

simulacion Convergencia

(Estimar indicador de error]

Ajustar parametros
de simulacion
Pronosticar

Figura 2. Metodologia para entrenar y simular una red Neuronal. Elaboracién propia

Las variables significativas tomadas de los modelos dindmicos, constituyen las
entradas de los modelos, los datos histéricos de ventas las salidas. Se crearon
bases de datos en Microsoft Excel para cada una de las referencias y se
ingresaron a MATLAB.
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Figura 3. Asignacién de variables de entrada y de salida a MATLAB

Se dividen las entradas y las salidas en tres subgrupos y se importan para la
creacion de la red.

4% Neural Netmrh"D:ta Manager (nntool) . | (=] 2 ]

[k Input Data: ¥ Networks +J| Qutput Data:
entradas

trainp
testp
valp

@ Target Data: u Error Data:
sntrp
stest
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Figura 4. Importacion de entradas y salidas para la creacion de la RNA en MATLAB
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Para la creacion de la red se ingresaron el niumero de neuronas y de capas

ocultas, la funcion de rendimiento, de entrenamiento, de aprendizaje y de
transferencia.

' Create Network or Data — . - - - l =1 23 .|‘
Metwork | Data
Name
redl

Network Properties

Network Type: Feed-forward backprop -
Input data: :tramp hd
Target data: .sntrp -
Training function: TRAINLM =
Adaption leaming function: :LEARNGDM -
Performance function: :MSE -
Number of layers: 2

Properties for :Layarl hd

Number of neurons: |3

Transfer Function: PURELIN
[ [ View ] [ ¥ Restore Defaults ]

Figura 5. Creaciéon de la RNA en MATLAB

Luego se realizé el entrenamiento de la red. Se definieron el numero de
iteraciones y se evalué el rendimiento de la red por medio del MSE, para
compararlos en una primera instancia con los modelos dindmicos.
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Figura 6. Entrenamiento de la RNA en MATLAB
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Figura 7. Simulacion de la RNA en MATLAB

Por ultimo se ingresaron las entradas de los préximos siete dias, se simuld la red y
se llevaron los pronésticos al programa Microsoft Excel para estimar el MAPE de
ajuste y de prondstico y a partir de éstos elegir el mejor modelo.
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Por dltimo se integré el prondstico del mejor modelo a un modelo de revision
periodica, realizado en el programa LINGO, con el fin de optimizar el sistema de
inventarios de la empresa.

4.2. Modelo de optimizacion basado en revision periddica

El objetivo del modelo de revision periddica fue determinar las cantidades Optimas
a producir en la semana del 25 al 31 de diciembre de 2012, de cada una de las
referencias, de manera que se minimicen los costos de los inventarios,
asegurando que se cumpla con la utilidad operacional minima esperada por la
empresa.

Para la estimacion del modelo se tuvo en cuenta los siguientes componentes
asociados a los inventarios, para cada una de las referencias:

Demanda.

Costo de produccion.

Costo de mantener.

Utilidad.

Niveles maximos a almacenar semanalmente por referencia.

Las cantidades Optimas a producir deben cumplir con la demanda minima de los
siete dias o periodos siguientes (prondstico) y no deben superar el tope designado
por politica de la empresa para cada una de las referencias. Ademas se debe
asegurar que éstas no superen la capacidad de produccién diaria.

Definicién de parametros y variables
Sean

x;j: Cantidades de venta del i-ésimo producto (i= 1, 2, 3) para el j-ésimo periodo
(=1, 2,..., 7). Estas son cantidades pronosticadas con el modelo mas eficiente.

P;j: Unidades a pedir para ser producidas del producto i en el periodo j.
I;j - Unidades a guardar en inventario del producto i en el periodo j.
Cp;: Capacidad de produccion de la planta en el periodo j.

N;;: Nivel maximo de inventario para el producto i en el periodo j.

CM:;: Costo unitario de mantener inventario para el i-ésimo producto, igual en todos
los periodos.

CP;. Costo unitario de produccion para el para el i-ésimo producto, igual en todos
los periodos.
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Funcién objetivo:

Minimizar ¥.7_, ¥.7_, CM;1;; + CP;P;;
Sujeto a:
Restriccion de inventarios para cada periodo:

lij = Pij + Iy — x5
Restriccién de almacenamiento por producto:
Jolij < ¥ N Parai=1,2y3.
Restriccion de produccion por periodo:
>, Pj<Cp; Paraj=12,..,7.

La programacion debe cumplir con la minima demanda:

7
Z P; < Zuij

j=1 j=1

xij’Pij’ Iij>0

Se ingresaron la funcién objetivo y restricciones escritas en extenso en el software
LINGO y se estim6 el modelo de revisidon periodica.

5. RESULTADOS

En este capitulo se presentaran los analisis exploratorios descriptivos, realizados a
las series de ventas de las tres referencias y posteriormente se mostraran las
estimaciones de la demanda mediante modelos estadisticos, las debidas pruebas
de validacion y criterios de comparacion, los cuales permiten seleccionar el
modelo mas eficiente de prondstico, usando los criterios de menor MSE y MAPE.
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5.1 Analisis exploratorio

5.1.1 Datos extremos por producto

Referencia 1200

£3000,0
Ventas (X 1 ’ )

Figura 8. Cajay bigotes para la serie de datos de la referencia 1200

En la figura 8 es posible notar una pequefia asimetria a derecha, ya que el
rectangulo de la izquierda es menor al rectangulo del lado derecho, y la media
(cruz roja entro de los recuadros) es mayor que la mediana (linea que separa en
dos los rectangulos). Lo que indica una mayor dispersion de la mediana al cuartil
3, que del cuartil 1 a la mediana. Ademas la presencia de un mayor niumero de
valores atipicos por encima del limite superior, indica una alta dispersién de los
datos por arriba del tercer cuartil. Esto muestra una mayor acumulacién de los
datos por debajo de la mediana, en un menor rango de ventas y una larga cola de
datos dispersa hacia los valores altos de ventas.
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Referencia 1400
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Figura 9. Cajay bigotes para la serie de datos de la referencia 1400

De acuerdo con la anterior figura se puede afirmar que la distribucién de las
ventas esta sesgada levemente a la derecha, ya que la media es un poco mayor
gue la mediana. Todos los valores atipicos se encuentran por encima del limite
superior, lo cual evidencia una alta dispersion de los datos por encima del tercer
cuartil. Esto muestra una mayor acumulacion de los datos por debajo de la
mediana, en un menor rango de ventas y una larga cola de datos dispersa hacia
los valores altos de ventas.

Referencia 4100
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Figura 10. Caja y bigotes para la serie de datos de la referencia 4100

El diagrama es simétrico debido a que la media y la mediana son iguales, pero la
mayoria de los datos atipicos se encuentran por encima del limite superior, por lo
que se puede afirmar que hay mayor dispersion de los datos por arriba del tercer
cuartil. Esto evidencia una acumulacion equitativa de los datos por debajo y por
arriba de la mediana y una larga cola de datos dispersa hacia los valores altos de
ventas.

Los altos picos de facturaciones por ventas, para las tres referencias, generan
ruido en la estimacion de los modelos de prondstico; por lo tanto se realiza una
ponderacion mediante un promedio ponderado de estos datos extremos para
asegurar que la serie tenga un comportamiento mas normal.

5.1.2 Analisis descriptivo de las series

Referencia 1200

Se utilizo la serie de la demanda diaria durante tres afios desde el 2010 hasta
2012, que equivale a 1089 datos, por lo tanto no se muestra la grafica de la serie
completa ya que no permitiria hacer un andlisis descriptivo de la referencia; en la
figura 11 se observa el comportamiento para los ultimos dos meses en esta
referencia.

Se puede apreciar alta variabilidad de los datos y presencia de puntos extremos,
representados en valores muy altos o muy bajos de ventas.
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Figura 11. Salidas por facturacion de la referencia 1200 en los Gltimos dos meses

La siguiente figura muestra una tendencia no lineal. Se explorara si una variable
polindmica o componente senoidal, pueden ser incluidas en la estimacion del

modelo dinamico.

Tenderncia

Figura 12. Comportamiento de la tendencia en la referencia 1200

La siguiente figura muestra la descomposicion estacional al eliminar componente

de tendencia en la serie.

g g

Figura 13. Estacionalidad en la referencia 1200
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Como se visualiza en la figura 13, debido a la cantidad de datos de la serie, no es
facil de visualizar un patron estacional en la serie en esta gréafica, solo se aprecia
una variabilidad alta. Por lo tanto, se recurre a la ayuda de tablas dinamicas para
encontrar el valor de ventas promedio que se presenta para cada dia de la
semana, las cuales se aprecian en la siguiente figura:

5600
1
—

Ventas
5200 5400

5000

/f\ /
/ .
| /f \v//

4600 4800

Domingo  Lunes  Martes Miércoles  Jueves  Viernes  Sabado
Dias

Figura 14. Facturacion promedio segun el dia de la semana

En la figura se evidencia el aumento de la facturacion por ventas a finales de la
semana especificamente después del dia miércoles hasta el sabado y valores muy
bajos en los dias domingo y martes, entre estos dos dias se observa un alto pico
de facturacion para el lunes.

También se analizan las figuras de la funcién de autocorrelacién (ACF) y la funcion
de autocorrelacion partcial (PACF) para determinar comportamiento
correlacionado en la serie y deteccion de estacionalidad posible en la serie.
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Figura 15. Funcién de autocorrelacion, referencia 1200

PACE

Figura 16. Funcién de autocorrelacion parcial, referencia 1200

En las figuras 15 y 16 para la Funcion de autocorrelacion AFC y PACF
respectivamente, obtenidas del software R, se observa valores de autocorrelacion
muy altas los cuales se encuentran por fuera de las bandas, se aprecia como el
patron se repite cada 7 rezagos, lo cual nos indica la estacionalidad en la serie
para esta referencia; los rezagos de orden 1 y 2 también son significativamente
diferentes de cero. La prueba de Box-Pierce con un valor p de 2,2x10™*®indicando
una alta autocorrelacion en la serie confirmando el andlisis anterior.
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Referencia 1400

Similar a la anterior referencia, se muestra en la figura 17 las ventas diarias de los
altimos dos meses del afio 2012, debido al gran volumen de datos que presenta la
serie; se puede observar una variabilidad alta en la serie, con presencia de altos
picos de facturacion, seguido de bajos niveles de facturacion.

Ventas

Figura 17. Salidas por facturacién de la referencia 1400 en los Gltimos dos meses

20 3
Dias

40 50 &0

Para determinar un posible comportamiento estacional se recurre a un grafico de
los promedios de ventas por dia de la semana, que permite realizar un mejor
andlisis. Las facturaciones muestran un aumento acelerado hacia el final de la
semana después del dia miércoles hasta el dia sdbado, este ultimo dia y los dias
lunes tienen los picos mas altos de ventas.
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Figura 18. Facturacion promedio segun el dia de la semana, referencia 1400

Terndencia

Figura 19. Comportamiento de latendencia en la referencia 1200

En la figura anterior es posible evidenciar una cierta tendencia no lineal para la
serie temporal la cual crece paulatinamente, es posible incluir una tendencia

polinémica tentativamente para la estimacion del modelo dindmico.
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Figura 20. Funcidén de autocorrelacion, referencia 1400

[T

Figura 21. Funcién de autocorrelacién parcial, referencia 1400

La prueba de Box-Pierce con un valor p de 2,2x10%° indica una alta
autocorrelaciéon en la serie, por lo que se puede afirmar que la serie no presenta
estacionariedad. Las graficas ACF y PACF evidencian lo mismo. Muestran
ademas altos valores de autocorrelacion que salen de las bandas de confianza, en
especial, altos valores cada 7 rezagos, lo que indica la presencia de
estacionalidad de orden 7; de estos, los rezagos 3 y 4 se encuentran por dentro de
las bandas de confianza. Estas dependencias tan marcadas con el pasado de la
serie pueden ser incluidas como variables enddgenas rezagadas en el modelo
dinamico.
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Referencia 4100

Similar a las anteriores referencias, se grafican los valores de ventas diarias de los
altimos 2 meses del afio 2012 de la referencia 4100. Se observa que la serie
presenta un comportamiento aleatorio con picos altos y bajos no tan grandes
como las referencias anteriores.
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Figura 22. Salidas por facturacién de la referencia 4100 en los Gltimos dos meses

La prueba de Box-Pierce con un valor p de 2,2x10% indica una alta
autocorrelaciéon en la serie, por lo que se puede afirmar que la serie no presenta
estacionariedad.

En la figura 23 se muestran los promedios de ventas diarias segun el dia de la
semana, evidenciando un patrén similar a las referencias anteriores.
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Figura 23. Facturacion promedio segln el dia de la semana, referencia 4100

El comportamiento de las salidas por facturacion promedio crecen al final de la
semana, desde el dia miércoles hasta el dia sdbado. El domingo presenta un nivel
bajo de facturacion al igual que el dia miércoles presenta una pequefia
disminucién en el nivel de facturacion.

Figura 24. Comportamiento de latendencia, referencia 1400

La figura de tendencia, muestra un crecimiento lineal solo al principio de la serie,
posteriormente es no lineal. En los primero registros de la facturacién por ventas,
con el tiempo, se evidencia un cambio de comportamiento de la serie
posiblemente senoidal.
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Figura 25. Funcién de autocorrelacion, referencia 1400
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Figura 26. Funcién de autocorrelacién parcial, referencia 1400

La fuerte autocorrelacion de la prueba de Box Pierce y las anteriores graficas de la
ACF y la PACF, muestra los fuertes ciclos que se repite cada 7 periodos. Las
dependencias tan marcadas con el pasado de la serie, especialmente en los
rezagos 1, 6 y 7 pueden ser incluidas como variables endégenas en el modelo
dindmico al encontrarse por fuera de las bandas de seguridad.

5.2 Modelos de pronésticos

En esta seccion se muestra la estimacion de modelos clasicos para las tres series
de tiempo de ventas: Suavizacion exponencial simple y Holt, Box-Jenkins,
Dinamicos y de RNAs, con el analisis respectivo, validacion de supuestos e
indicadores de error. Se calcul6 MAPE de ajuste con los datos usados para
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estimar el modelo, y MAPE de prondstico, para 7 dias siguientes de la serie,
indicador mas adecuado para la eleccién del mejor modelo.

5.2.1 Modelos de suavizamiento exponencial

Referencia 1200

¢ Modelo de suavizamiento exponencial simple

El modelo es estimado a través de una minimizacion del error SSE, para encontrar
la constante de suavizamiento, con la ayuda del software StatGrapics. Dicha
constante es alfa (a) = 0.0267, con base en ella y los deméas términos de la
ecuacion descrita en el marco tedrico, se obtienen los valores ajustados (ver figura
27)
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Figura 27. Demanda real vs prondstico con suavizacion exponencial simple, referencia 1200

Como se observa en la figura 27 el ajuste (linea punteada) no se ajusta
adecuadamente al comportamiento demanda real (linea continua) para la semana
siguiente pronosticada.
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El valor de MAPE de ajuste aproximado de 9.65%y un MSE de 433014.26, pero
en la tabla 2 se muestra el MAPE de prondstico, con 7 dias de prondstico, el cual
es el mas importante a la hora de evaluar la efectividad del modelo:

Tabla 2. Demanda real vs prondéstico con suavizacién exponencial simple, referencia 1200

Fecha Real Pronostico | Error relativo MAPE
25/12/2012 3233 4712.84 45.8%
26/12/2012 4120 4547.83 10.4%
27/12/2012 | 4561.35 4662.68 2.2%
28/12/2012 | 5473.62 4883.99 10.8%| 20.47%
29/12/2012 | 6385.89 5685.28 11.0%
30/12/2012 6081.8 4442.34 27.0%
31/12/2012 | 7906.34 5042.32 36.2%

Fuente: Elaboracién propia

Validaciéon de los residuales

La prueba de incorrelacion como parte de la validacion de los residuales del
modelo, se obtiene con la ayuda de StatGraphics, en los primeros 24 rezagos un
valor p equivalente a 1.34x10°, el cual es menor al nivel de significancia del 5%,
permite rechazar la hipétesis sobre incorrelacion, por lo tanto los residuales se
encuentran correlacionados.

La prueba de normalidad de Jarque-Bera arroja un valor p <2.2x10™*°, por lo tanto
con una significancia del 5% se concluye que los residuales del modelo no
provienen de una distribucion normal

Debido a las pruebas de validacion de los residuales y al alto MAPE de prondstico,
este modelo no es confiable para realizar prondsticos.

e Suavizacion exponencial Holt

Este modelo se caracteriza por tener dos parametros (de nivel y de tendencia) que
posibilitan adecuarse con mayor facilidad a los pronosticos de una serie, en
especial cuando poseen tendencia, con el software StatGraphics es posible hallar
la constante de suavizamiento para el nivel (alfa) y la constante de suavizamiento
para la tendencia (beta), con las cuales se minimice el error MSE.

Para esta referencia se tiene un valor alfa= 0.052 y un beta = 0.0056.

53



o
o
(=]
oo
o
o _|
(]
-
(o]
S 4
L‘g w
[
=
o
o _|
(=]
L
o
o _|
Q
— Real
---= Prondstico
| | | | | | |
1 2 3 4 5 6 7
Dias

Figura 28. Demanda real vs prondstico con suavizacién exponencial Holt, referencia 1200

La figura 28 se muestra un ajuste del pronostico (linea punteada) muy similar al
modelo de suavizacion exponencial simple, de igual forma, esta serie no captura

de forma correcta el comportamiento que presenta la serie real (linea continua).

El porcentaje de error porcentual absoluto medio para el ajuste es de 9.66% y un
MSE de 435022.12, pero en base a los prondsticos hallados para la semana del
25 al 31 de diciembre, se tiene un MAPE de prondstico del 20.45% tal como se
muestran en la siguiente tabla:

Tabla 3. Demanda real vs prondstico con suavizacion exponencial Holt, referencia 1200

Fecha Real |Prondstico Error relativo| MAPE
25/12/2012 3233 4675.58 44.62%
26/12/2012 4120 4511.07 9.49%
27/12/2012 | 4561.35 4624.16 1.38%
28/12/2012 |5473.62 4842.76 11.53%|20.45%
29/12/2012 |6385.89 5636.28 11.74%
30/12/2012| 6081.8 4403.26 27.60%
31/12/2012 | 7906.34 4997.06 36.80%

Fuente: Elaboracién propia
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Validacion de los residuales

Para los 24 primeros rezagos, se tiene un valor p de 1.077x10®, el cual no es
mayor al nivel de significancia, por lo tanto no cumple con la prueba de Box-Pierce
con una significancia del 5%, corroborando que los residuales se encuentran
correlacionados.

La prueba de Jarque-Bera estima un valor p <2.2x10™*°, por lo tanto no hay
criterios para aceptar la hipoétesis nula, los residuales del modelo no siguen una
distribucién normal.

Con un MAPE de pronéstico tan alto y las pruebas de validacion inaceptables, el
modelo de suavizacion exponencial de Holt no es un modelo confiable para la
estimacion de datos en el futuro, al generarse posibles sesgos en las predicciones.

Se concluye de lo anterior que los modelos de suavizacidn exponencial no son
buenos para el prondstico de la demanda en la referencia 1200, tal como se
muestra en las tablas 2 y 3, especialmente en los dias 25 y 31 de diciembre donde
mas se encuentran alejados el prondéstico de los datos reales.

Referencia 1400

e Modelo de suavizamiento exponencial simple

Con una constante de suavizamiento exponencial alfa = 0.0677 se realiza el
prondstico (linea punteada) para la referencia de producto terminado 1400, en la
cual es posible observar la carencia del modelo para seguir el comportamiento real
de la serie temporal (linea continua).
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Figura 29. Demanda real vs prondéstico con suavizacion exponencial simple, referencia 1400

La estimacion del modelo genera un MAPE de ajuste aproximado del 11.65% y un
MSE de 242877.19. Los prondésticos del modelo se encuentran en la siguiente
tabla:

Tabla 4. Demanda real vs pronéstico con suavizacion exponencial simple, referencia 1400

Fecha Real Prondstico rsgt(i)\:o MAPE
25/12/2012 2984.25 3303.67 10.7%
26/12/2012 3979 2985.8 25.0%
27/12/2012 3780.05 3151.52 16.6%
28/12/2012 5045.52 3575.57 29.1%| 22.92%
29/12/2012 5465.98 4291.85 21.5%
30/12/2012 4625.06 3617.99 21.8%
31/12/2012 5886.44 3780.81 35.8%

Fuente: Elaboracién propia
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Analizando cuantitativamente el error porcentual entre los valores reales de la
serie y las observaciones calculadas con el modelo, se obtiene para la semana del
25 al 31 de diciembre un MAPE de pronodstico del 22.92%, el cual excede
alrededor de 10 puntos respecto al MAPE de ajuste, corroborando la poca
eficiencia del modelo para capturar el comportamiento de la serie de tiempo.

Validacion de los residuales

El estadistico de prueba que se realiza sobre los residuales, arroja para los
primeros 24 rezagos un valor p equivalente a 1.32x10®, el cual al ser menor del
nivel de significancia (5%) corrobora que hay correlacién en los residuales del
modelo.

A su vez la prueba de normalidad de Jarque-Bera arroja un valor p <2.2x10%°, lo
gue permite concluir que los residuales no provienen de una distribucién normal.

Basados en el MAPE y las pruebas de validacion sobre los residuales, se concluye
qgue el modelo no es confiable para determinar los niveles de demanda para la
referencia 1400.

e Suavizacion exponencial Holt

La figura 30 presenta un comportamiento similar al modelo de suavizamiento
exponencial simple, en este caso se realiza una doble suavizacion de alfa =
0.1047 y beta = 0.0051 como constantes para el suavizamiento del nivel y la
tendencia respectivamente.

57



5000 5500 6000
|

Yentas
4500

[an]
o
[an]
=T
(]
o
u
[xs]
. R — Real
o Tel e ---- Prondstico
g | .
(]
«@ T T T T T T
1 2 3 4 5 6 7
Dias

Figura 30. Demanda real vs pronéstico con suavizacion exponencial Holt, referencia 1400

Con este modelo se logra un MAPE de ajuste aproximadamente de 11.66% y un
MSE de 245292.02; con la ecuacién resultante se realiza el pronéstico para los
siete datos siguientes, los cuales se resumen en la Tabla 5

Tabla 5. Demanda real vs prondstico con suavizacion exponencial Holt, referencia 1400

Fecha Real Prondstico rflgt(i)\:o MAPE
25/12/2012 2984.25 3359.48 12.57%
26/12/2012 3979 3037.07 23.67%
27/12/2012 3780.05 3206.52 15.17%
28/12/2012| 5045.52 3638.98 27.88% | 22.04%
29/12/2012 5465.98 4369.16 20.07%
30/12/2012| 4625.06 3684.18 20.34%
31/12/2012 5886.44 3851.04 34.58%

Fuente: Elaboracién propia
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El MAPE de prondstico es del 22.04%, mostrando un ajuste inadecuado, si se
desea realizar un prondstico para la referencia 1400.

Validaciéon de los residuales

En los 24 primeros rezagos se obtuvo un valor p de 1.115x10°, el cual nos
asegura que hay correlacion en los residuales y la prueba de normalidad Jarque-
Bera calcula un valor p <2,2x10™® por lo tanto el modelo no es confiable.

Con base al MAPE de pronéstico y las pruebas de incorrelaciéon de Box-Pierce, se
concluye que los modelos de suavizacion exponencial simple y Holt no son
adecuados para el pronéstico de la demanda en la referencia 1400, tal como se
muestra en las tablas 4 y 5, especialmente en los dias 25 y 31 de diciembre donde
mas se encuentran alejados el prondéstico de los datos reales.

Referencia 4100

e Modelo de suavizamiento exponencial simple

La constante de suavizamiento en la cual la serie temporal tiene el menor error
cuadratico medio MSE, después de realizar varias iteraciones, corresponde a un
alfa de 0.0432, un MAPE de ajuste del 9.24% y un MSE de 3067585.64.

En la siguiente figura se muestran los prondsticos (linea punteada) versus los
datos reales (linea continua) para el periodo comprendido entre el 25 y el 31 de
diciembre del 2012; se evidencia como el modelo no captura de forma eficiente el
comportamiento de la serie estacional.
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Figura 31. Demanda real vs prondstico con suavizacién exponencial simple, referencia 4100

En la siguiente tabla se muestran los valores puntuales del prondstico de la
demanda para cada dia, el cual arroja un MAPE de pronostico correspondiente al
20.53%.

Tabla 6. Demanda real vs pronéstico con suavizacion exponencial simple, referencia 4100

Fecha Real Prondéstico relzzlgt?\;o MAPE
25/12/2012 | 11017.4175 15177.4 37.8%
26/12/2012 16123.05 13961.3 13.4%
27/12/2012| 13104.815 15881.8 21.2%
28/12/2012 | 18004.0725 15684.2 12.9%| 20.53%
29/12/2012 | 14532.2424 17061 17.4%
30/12/2012 15048.18 12243.2 18.6%
31/12/2012 19657 15246.4 22.4%

Fuente: Elaboracién propia
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Validacion de los residuales

Para los 24 primeros rezagos, el estadistico de prueba que se realiza sobre los
residuales calcula un valor p equivalente a 0.000431, el cual al ser menor que el
grado de significancia (5%) corrobora que hay correlacion en los residuales del
modelo. En la prueba Jarque-Bera, se estima un valor p <2,2x10*°

e Suavizacion exponencial Holt

Las constantes de suavizamiento que posee este método corresponden a un
alfa=0.058 y un beta equivalente a 0.0054, como constante para el nivel y la
tendencia respectivamente.

Con ayuda del programa StatGraphics se calcula un MAPE de ajuste
aproximadamente del 9.30%y un MSE de 3086120.82; en la siguiente tabla se
muestran los prondésticos para la semana siguiente de la serie original con el
respectivo error relativo, y el MAPE de pronéstico.

Tabla 7. Demanda real vs prondstico con suavizacion exponencial Holt, referencia 4100

Fecha Real Prondstico reEI;rt(i)\:o MAPE
25/12/2012|11017.4175 15508.2 40.76%
26/12/2012 16123.05 14272.1 11.48%
27/12/2012| 13104.815 16242.9 23.95%
28/12/2012 | 18004.0725 16048.2 10.86% | 20.63%
29/12/2012 | 14532.2424 17465 20.18%
30/12/2012 15048.18 12538.8 16.68%
31/12/2012 19657 15621.7 20.53%

Fuente: Elaboracién propia

En la figura 32 se muestra el valor pronosticado (linea) punteada contra la serie
real (linea continua), se observa como el modelo no tiene la capacidad de capturar
el comportamiento de la serie a traves del tiempo.
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Figura 32. Demanda real vs pronéstico con suavizacion exponencial Holt, referencia 1400

Prueba de Incorrelacién de Box-Pierce

Para los primero 24 rezagos se obtuvo un valor p equivalente a 0.000159 para la
prueba de Box-Pierce, este valor al ser menor el grado de significancia, se afirma
gue los residuales estan auto-correlacionados, lo cual podria generar sesgos en
las predicciones. La prueba de Jarque-Bera arroja un valor p<2,2x10™°, por los
tanto los residuales no proviene de una distribucion normal.

El MAPE de prondstico tan alto (alrededor del 20%) muestra que los modelos de
suavizacion exponencial simple y Holt no son eficientes al momento de realizar
predicciones de demanda para la referencia 4100, tal como se muestra en las
tablas 6 y 7, especialmente en los dias 25 y 31 de diciembre donde mas se
encuentran alejados el pronéstico de los datos reales.

5.2.2 Modelos dinamicos

Para cada referencia se hicieron varias estimaciones con base en el proceso
descrito en el capitulo 5.1, Las pruebas de significancia ayudaron a la
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incorporacion o no de las variables que afectan con mayor proporcion el
pronoéstico de la demanda.

Para corregir la correlacion en los residuales, validacion importante cuando se
trata de una serie temporal, se ensayaron correctivos como:

e Transformaciones sobre la variable respuesta

e Incorporacion de variables del pasado (variables autorregresivas -
endogenas)

e Incorporar variables explicativas o de nivel (exdgenas)

En especial esta ultima técnica, tuvo el mayor impacto en la mejora de la
estimacion del modelo dinamico final.

Debido a la deteccion de patrones estacionales encontrados, asi como el juicio de
quienes trabajan en la planeacion de la produccién de la empresa Auralac, afirman
que los niveles en la demanda son fuertemente marcados por el dia de la semana
y las fechas especiales del afio, se incluyeron estas dos variables exdgenas: dias
de la semana y nivel de demanda para cada dia, las cuales pueden justificar los
posibles cambios estructurales en la serie.

La alta dispersion que presenta la serie de datos entre los afios 2010 y 2012,
permitié establecer 6 niveles de demanda en las tres referencias, tomando como
punto de division los percentiles, de esta forma se logra la agrupacion de los datos
de forma estratificada: Los niveles 1y 6 para los datos mas extremos, los niveles 2
y 3 cuando los datos se encuentran por debajo de la media y los niveles 4 y 5
cuando se encuentran por encima de la media; tal como se muestra en la tabla
namero 8.

Tabla 8. Asignacion de niveles segun valor del percentil

NIVEL | PERCENTIL
Nivel 1 | 0-5

Nivel 2 | 5-25

Nivel 3 | 25 - 50

Nivel 4 | 50- 75

Nivel 5 | 75 - 95

Nivel 6 | 95 -100

Fuente: Elaboracién propia
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La inclusion de estas variables (especialmente el nivel) fue de gran ayuda para la
disminucion del MAPE y corregir la correlacion en los residuales.

Para mostrar el acierto de incluir el nivel en un modelo dinamico se tomaré la
referencia 1400 como base, y el procedimiento realizado fue el mismo para las
referencias restantes.

En el analisis descriptivo de la serie 1400 se tiene variables tentativas como:

e Tendencia polindmica
e Componente senoidal
e Variables autorregresivas de orden: 1, 2, 6, 7

Usando un método de seleccion BACKWARD' y haciendo transformaciones sobre
la variable respuesta (raiz cuadrada, raiz cubica, logaritmo), de todas las variables
tentativas, sélo se incluyen en el modelo las variables: tiempo, sinoidal con periodo
3, rezago 6, rezago 7, sin intercepto y con transformacion logaritmica, bajo un
grado de significancia del 0.05, tal como lo muestra la siguiente tabla ANOVA tipo
[l

Tabla 9. ANOVA Tipo lll, referencia 1400

Suma de Grados
cuadrados de Valor F Pr(>F)

Libertad
Tiempo 5.806 1| 184.292| <2.2e-16
Sin3 1.507 1 47.837| 7.92E-12
L(log(serie),6) 0.477 1 15.1410.0001059
L(log(serie),7) 6.132 1| 194.656| <2.2e-16
Residuales 33.959 1078

Fuente: Programa estadistico R

En esta tabla, todas las variables finales son significativas.
El programa R calcula un MAPE de ajuste alrededor del 13.68%.

! Metodologia de seleccidn en la cual se incluyen todas las variables de la ecuacién y después se elimina la
variable que tenga una significacion mayor. Si una variable cumple con los requisitos de eliminacion, se
recalcula el modelo sin dicha variable. El proceso se detiene cuando todas las variables tengan un nivel de
significancia menor al estipulado. (Alvarez, 1994)
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La ecuacion para el modelo es:

3wt
Zy = 0.002 T + 0.0566 * Sen( ) +0.1086 xZ;_¢ + 0389« Z;_, + ¢

Donde Z; = In(y;)

Haciendo prondésticos puntuales para la semana del 25 al 31 de diciembre del
2012 se obtiene:

Tabla 10. Demanda real vs pronéstico con modelo dinamico tentativo, referencia 4100

Error
Fecha Real Prondéstico| relativo MAPE

25/12/2012| 2984.25|3322.11157 11.32%
26/12/2012 3979|3522.97054 11.46%
27/12/2012| 3780.05|3267.76873 13.55%
28/12/2012| 5045.52|3309.25562 34.41% | 22.85%
29/12/2012| 5465.98|3449.32304 36.89%
30/12/2012| 4625.06|3999.29503 13.53%
31/12/2012| 5886.44|3602.22288 38.80%

Fuente: Elaboracién propia

El modelo arroja un valor p equivalente a 7.837e-12, por lo tanto los residuales no
provienen de una distribucién normal y para la prueba de Box Pierce se obtiene un
valor p de < 2.2e-16 entonces los residuales estan auto-correlacionados.

Teniendo un MAPE de prondéstico tan alto y ninguna prueba de validacién sobre
los residuales es aceptable, se toma la decisién de incorporar variables exégenas
al modelo: dia de la semana y los niveles.

Al realizar el pronostico para la semana siguiente no se tiene certeza qué nivel de
demanda pueda tener, por ello su asignacion sera a través de la opinion de
expertos y con base en los datos obtenidos en los afios anteriores.

Usando tablas dindmicas se filtra la serie para los ultimos tres meses del afio
2012, se agrupan por la cantidad de niveles de demanda existente en cada dia de
la semana, los cuales se muestran en la siguiente tabla:
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Tabla 11. Niveles estimados para las referencias segun el dia a pronosticar

REFERENCIA 1200 | | REFERENCIA 1400 | | REFERENCIA 4100
DIA/NIVEL| 1| 2| 3| 4| 5|/ 6| | 1| 2| 3| 4| 5| 6/|| 1| 2| 3| 4| 5| 6
Domingo 2 1/ 3| 5|1 111 4|, 6|| 3 117 1
Lunes 1| 3| 2| 3| 4 1| 5| 7 11 2| 1] 1| 3| 5
Martes 4 3| 2| 3 2| 4 1 514121
Miércoles 5 4 1| 2 4 5/ 1 3] 1|1, 5|2
Jueves 41 3| 3| 1 5| 7 7| 2] 3
Viernes 3| 2 4 1/ 5| 6 1| 1) 3] 7
Sébado 1 1 2| 2| 4 1| 4| 7 6| 4| 2

Fuente: Elaboracién propia

Los datos de la tabla 11 que se encuentran en negrilla, son aquellos que tienen
mayor frecuencia absoluta para cada una de las referencias, segun el dia de la
semana y el nivel correspondiente.

Estimando un nuevo modelo dindmico para la referencia 1400, se tiene la
siguiente tabla ANOVA tipo IlI.

Tabla 12. ANOVA Tipo lll final para la referencia 1400

Fuente: Programa estadistico R

Suma de Grados
de Valor F Pr(>F)
cuadrados | .
libertad
Intercepto 75715 1/36634.6371| < 2.2e-16
Cos4 96 1 46.6522| 1.42E-11
Dia 87 7 5.9848| 7.43E-07
Nivel 19105 5| 1848.7771| < 2.2e-16
Residuales 2222 1075
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El modelo dindmico para la referencia 1400 es el siguiente:

JY: = 44.67 + 0.44 = Cos((4m * t)/7) + 0.064 * Lunes — 0.041 = Martes — 0.508
* Miércoles — 0.259 * Jueves — 0.144 * Viernes + 0.665 * Sabado
+ 1.114 * Domingo + 5.126 * Nivel2 + 9.375 * Nivel3 + 12.646
* Nivel4 + 17.086 * Nivel5 + 23.488 * Nivel6 + ¢

Empleando la ecuacion anterior y asignando el nivel para cada dia de la semana
con base en la tabla 11 obtenemos los prondsticos para la semana del 25 al 31 de
diciembre del 2012, los cuales se detallan en la siguiente tabla:

Tabla 13. Demanda real vs prondstico con modelo dinamico final, referencia 4100

Fecha Real Prondstico Errc_)r MAPE
relativo

25/12/2012 | 2984.25|2948.09816 1.2%

26/12/2012 3979 |3787.38427 4.8%
27/12/2012| 3780.05|3817.83574 1.0%
28/12/2012| 5045.52|4665.46928 7.5% | 7.44%

29/12/2012| 5465.98|4776.47361 12.6%
30/12/2012| 4625.06|4838.48027 4.6%
31/12/2012| 5886.44| 4693.3362 20.3%

Fuente: Elaboracién propia

El modelo arroja un MAPE de pronéstico aproximadamente del 7,4%, lo cual
corrobora el acierto de inclusiébn las dos variables exdgenas logrando una
disminucién en el MAPE alrededor de 15 puntos.
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Figura 33. Demanda real vs prondéstico con modelo dindmico, referencia 1400

En la figura 33 se muestra como el modelo trata de imitar el comportamiento de la
serie original (linea continua) contra los valores pronosticados (linea punteada). Se
aprecia que los datos del 31 y el 29 de diciembre, son los mas discrepan con la
realidad, los cuales generan mas peso en la ponderacién del error o MAPE.

Validaciéon de los residuales

La prueba de normalidad de Jarque-Bera determina un valor p de < 2.2x10°, lo
cual afirma que los residuales no provienen de una distribucién normal, pero la
prueba de Box- Pierce arroja un valor p para los primeros 48 rezagos de 0.2957, al
ser mayor al nivel de significancia del 5%, se afirma que los residuales de los
errores no estan correlacionados.

Se concluye que el modelo es adecuado para pronosticar la demanda de la
referencia 1400. Por la ausencia de normalidad en los residuales, se recomienda
que el prondstico sea realizado so6lo a corto plazo.
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A continuacion se muestran los modelos estimados para las dos referencias
restantes, por practicidad, de todos los modelos ensayados para estos productos
terminados, s6lo se mostraran los modelos finales.

Referencia 1200

El modelo dinamico para esta referencia, tiene una transformacion logaritmica
sobre la variable respuesta, las variables que fueron incluidas se encuentran en la
siguiente tabla ANOVA tipo lll, las cuales se afirma que son significativas para el
modelo con una significancia del 10%.

Tabla 14. ANOVA Tipo lll, referencia 1400

Suma de Grados
de Valor F Pr(>F)
cuadrados .
libertad
Tiempo 0.0211 1 8.3011| 0.004041
L(log(serie), 6) 0.0094 1 3.6881| 0.055067
Dia 0.0335 7 1.8796| 0.06954
Nivel 19.4273 511527.6286 | < 2.2e-16
Residuales 2.719 1069

Fuente: Programa estadistico R

La tabla de coeficientes obtenida con el software R, permite generar la siguiente
ecuacion:

Z; =0,0052 T 4+ 0,021 * Z;_g — 2,535 * Lunes — 2,532 * Martes — 2,535 = Miércoles
— 2,5335 * Jueves — 2,539 * Viernes — 2,52 * Sabado — 2,543
* Domingo + 0,2386 * Nivel2 + 0,3282Nivel3 + 0,4214 * Nivel4
40,5423 = Nivel5 + 0,716 * Nivel6

Se estima un MAPE de ajuste para el modelo alrededor del 3.34%, y de prondstico
de 5.97%, como se observa en la Tabla 15, donde ademas, se ven los datos
pronosticados para la referencia 1200 para la dltima semana del afio 2012, usando
el modelo dinamico anteriormente descrito se tiene los siguientes niveles de
demanda:
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Tabla 15. Demanda real vs prondstico con modelo dinamico, referencia 1200

Fecha Real Prondstico rflgt?\:o MAPE
25/12/2012 3233|3348.86584 | 0.03583849
26/12/2012 4120|4237.04848|0.02840983
27/12/2012| 4561.35(4648.28658| 0.0190594
28/12/2012| 5473.62|5675.77327|0.03693228| 5.97%
29/12/2012| 6385.89|7004.85004 | 0.0969262
30/12/2012 6081.8|5723.12639 | 0.05897491
31/12/2012| 7906.34|6787.13764 |0.14155758

Fuente: Elaboracién propia

La siguiente figura muestra como el modelo es capaz de -capturar el
comportamiento que presenta la serie temporal, entre los datos reales (linea
continua) contra la serie pronosticada (linea punteada), es apreciable como en los
dias 29 y 31 de diciembre las lineas no se traslapan, los cuales posiblemente son
quienes tienen mayor peso sobre la ponderacién del error.
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Figura 34. Demanda real vs prondéstico con modelo dinamico, referencia 1200
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Validaciéon de los residuales

La prueba de normalidad sobre los residuales, Jarque-Bera, arroja un valor p
inferior a 2.2x10%°, por lo tanto, se afirma que los residuales no provienen de una
distribucién normal.

La prueba de Box- Pierce para los 24 primeros rezagos de la serie tiene un valor p
de 0.7712, al ser mayor al grado de significancia del 5%, no hay criterios para
rechazar la hip6tesis sobre la incorrelacion de los residuales de los errores.

La prueba nos permite analizar la dependencia de orden del pasado de la serie, lo
cual asegura que el modelo es eficiente para el pronéstico de la demanda para la
referencia 1200, pero se recomienda realizarlo a corto plazo.

Referencia 4100

El modelo dindmico final para esta referencia incluye solamente las variables
exdgenas de nivel y dia de la semana, las cuales cumplen con prueba de
significancia, con una confianza del 95%; como se ven en la siguiente tabla
ANOVA tipo Il (valor p inferior al 5%).

Tabla 16. ANOVA Tipo lll, referencia 4100

Suma de Grados

de Valor F Pr(>F)
cuadrados | .

libertad
Intercepto 4254.4 1| 1.93E+06 | < 2.2e-16
Dia 0 7| 2.78E+00| 0.007195
Nivel 16.6 5| 1.51E+03| < 2.2e-16

Residuales 2.4 1076

Fuente: Programa estadistico R

Comprobada la significancia de las variables y con ayuda de la tabla de
coeficientes, se construye la siguiente ecuacion para la referencia 4100:
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9,13 + 0,0154 * Lunes + 0,1529 * Martes + 0,0171 * Miércoles + 0,0206
* Jueves + 0,0184 * Viernes + 0,0237 * Sabado + 0,097 x Domingo
+ 0,2188 = Nivel2 + 0,3452 = Nivel3 + 0,4408 * Nivel4 + 0,5382
* Nivel5 + 0,697 = Nivel6 ]

Ln(y) =

Se estima que el modelo tiene un MAPE de ajuste aproximadamente del 3.45%.

Empleando la ecuacion descrita anteriormente se hallan los valores puntuales
pronosticados para la semana del 25 al 31 de diciembre del 2012, los cuales se
encuentran en la tabla 17.

Tabla 17. Demanda real vs pronéstico con modelo dinamico, referencia 1400

Error

; MAPE
relativo

Fecha Real Pronéstico

25/12/2012

11018.00

11666.3044

0.05884048

26/12/2012

16124.00

16084.9929

0.00241919

27/12/2012

13105.00

13308.8433

0.01555462

28/12/2012

18005.00

18883.9758

0.04881843

29/12/2012

14533.00

14689.1294

0.01074309

30/12/2012

15049.00

15809.6217

0.050543

31/12/2012

19657.00

18826.4674

0.04225124

3.27%

Fuente: Elaboracién propia

En la figura 35 se corrobora el acierto en las variables incluidas en el modelo, las
cuales permiten realizar un pronéstico (linea puntuada) que se ajusta de forma
adecuada al comportamiento real de la serie original (linea continua), las
pequefias variaciones estan ponderadas en el MAPE de prondstico del 3.27%.
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Figura 35. Demanda real vs prondéstico con modelo dindmico, referencia 4100

Validacion de los residuales

La prueba de normalidad Jarque-Bera estima un valor p inferior a 2.2e-16, al ser
menor al grado de significancia (5%), se concluye que los residuales no provienen
de una distribuciéon normal, pero la prueba de Box-Pierce estima un Valor P de
0.8316, por lo tanto se afirma que los residuales no estan correlacionados.

Se concluye que el modelo dinamico es acertado al momento de realizar
pronésticos de demanda para la referencia 4100, sin embargo, al tener problemas
de normalidad se recomienda realizar pronésticos a corto plazo solamente.

5.2.3. Modelos ARIMA

Para identificar el modelo Box Jenkins que mejor se ajuste a los datos, se utilizan
las graficas ACF y PACF, pero dada la falta de estacionariedad encontrada en el
analisis descriptivo, se debe realizar primero una diferenciacion en las series. La
diferencia de orden 1 seria: Zi=YYi.1.
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Referencia 1200
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Figura 37. Funcién de autocorrelacién parcial diferenciada, referencia 1200

En las figuras 36 y 37 los valores de auto correlacion que se encuentran por fuera
de las bandas de seguridad siguen un patron de orden 7. Lo que evidencia la
estacionalidad de la serie.

En la ACF los siete primeros valores decrecen rapidamente después del segundo
rezago. En la PACF son significativamente diferentes de cero, especialmente el
primer rezago, ya que se encuentran por fuera de las bandas. Se puede apreciar
en ambas graficas un patron senoidal. Esto sugiere un modelo tipo ARMA (1,2)
para la parte no estacional.

En la ACF y la PACF los valores de autocorrelacion de orden 7 decrecen
lentamente después del orden 2L (14). El comportamiento indica un modelo tipo
SARMA (2,2) para la parte estacional.
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El modelo tentativo producto del analisis de las graficas ACF y PACF es un
SARIMA (1, 1,2) x (2, 0, 2) [7].

La prueba de Box-Pierce arroja un valor p de 0.0190907, mayor al grado de
significancia del 1%, por lo tanto no hay autocorrelacion en los residuales, pero la
prueba normalidad de Jarque-Bera no se cumple ya que el valor p es de 2.2x10™*°.
El modelo determina un MAPE de ajuste del 9.89%, de prondstico del 22.1% y un
MSE de 431501.24.

La funcién automatica de Statgraphics estima un modelo SARIMA (2, 0, 1) x (O, 1,
1) [7], con un MAPE de ajuste del 9.69% y un MSE de 417304.11.

El modelo cumple con la prueba de Box-Pierce con un grado de significancia del
5%, ya que el valor p es de 0.0510907, pero no con la prueba de normalidad
debido a que el valor p es de 2.2x10™®. EIl MAPE de pronéstico es del 20.92%,
inferior al del modelo estimado anteriormente, por lo cual se elige éste ultimo como
modelo Box-Jenkins para esta referencia.

Tabla 18. Coeficientes del modelo Box-Jenkins, referencia 1200

Parametro | Coeficientes | Error estandar T

AR(1) 0.824657 0.0335407 | 24.5867
AR(2) 0.164099 0.030763|5.33431
MA(1) 0.948324 0.0171708| 55.229
SMA(1) 0.975582 0.00324065 | 301.045

Fuente: Programa estadistico R

La siguiente es la ecuacion del modelo estimado.
Zt = —0824‘657Zt_1 - 0164‘099Zt_2 - 0.94‘8324‘at_1 - 0.97558231:_7

Los pronosticos para la semana del 25 al 31 de diciembre del 2012 se muestran
en la siguiente tabla:

Tabla 19. Demanda real vs pronéstico con modelo Box Jenkins, referencia 1200

Fecha Real |Prondstico|Error relativo| MAPE
25/12/2012 3233 4544 .17 41% |20.92%

75



26/12/2012 4120 4589.92 11%
27/12/2012 | 4561.35 4775.32 5%
28/12/2012 |5473.62 4688.16 14%
29/12/2012 | 6385.89 5601.37 12%
30/12/2012| 6081.8 4392.24 28%
31/12/2012 | 7906.34 5112.21 35%

Fuente: Elaboracion propia
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Figura 38. Demanda real vs pronéstico con modelo Box Jenkins, referencia 1200



Referencia 1400
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Figura 40. Funcién de autocorrelacion parcial diferenciada, referencia 1400

En las figuras 39 y 40 se observan muchos valores de autocorrelacion por fuera de
las bandas de confianza, similar a las anteriores referencias, se presenta un
patrén estacional cada 7 periodos.

Analizando la ACF en el componente no estacional (antes del periodo 7) se ve la
dependencia de orden 1. En la PACF los 7 primeros valores estan por fuera de
las bandas de seguridad, es decir significativamente diferentes de cero y los
ultimos valores son los mas alejados de las bandas de seguridad. Se puede
evidenciar un patrén senoidal en ambas, por lo tanto se sugiere un modelo ARMA
4, 1).

Para la parte estacional, en la ACF las autocorrelaciones en los rezagos 7,14,...,
56 decrecen lentamente después del orden 1L. En la PACF los valores de
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autocorrelacion p77, pia4,..., Psese decrecen lentamente después del orden 2L. El
comportamiento es de tipo SARMA (2, 1).

El andlisis de las gréficas sugiere un modelo tentativo SARIMA (4, 1, 1) x (2, 0, 1)

[71

La prueba de normalidad de Jarque-Bera arroja un valor p de 2.2x10™°, lo cual
afirma que los residuales no provienen de una distribucién normal. La prueba de
Box Pierce con un valor p de 0.000131926, al ser menor que el nivel de
significancia del 5%, indica que no hay informacion en los residuales. Se obtuvo
un MAPE de ajuste de 11.69%, de prondstico de 22.77% y un MSE de 269678.25.

La funcién automatica de Statgraphics estima un modelo SARIMA (2, 0, 1) x (0, 1,
1) [7], con un MAPE de ajuste del 9.69% y un MSE de 235987.41.

El modelo no cumple con la prueba de normalidad de Jarque-Bera, ni con la
prueba de incorrelacion de Box-Pierce, ya que arroja un valor p de 2.2x10° y
0.000173317 respectivamente, inferiores al grado de significancia del 5%. Por lo
tanto los residuales no provienen de una distribucibn normal y estan
autocorrelacionados.

El MAPE de prondstico fue del 21.31%. Debido a que éste es inferior al del modelo
anterior y ninguno de los modelos cumplié con las pruebas de validacién, se elige
este ultimo como modelo para la referencia 1400: SARIMA (2, 0, 1) x (0, 1, 1) [7],
cuyos coeficientes se muestran en la tabla 20.

Tabla 20. Coeficientes del modelo Box-Jenkins para la referencia 1400

Parametro | Estimado | Error estandar T
AR(1) 0.613109 0.077518|7.90926
AR(2) 0.186139 0.0338586 | 5.49754
MA(1) 0.622257 0.0761952 | 8.16661
SMA(1) 0.969133 0.00779879 | 124.267
Media 5.18917 1.19557 14.34034
Constante 1.04174

Fuente: Programa estadistico R
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La siguiente ecuacion representa el modelo general estimado.
Z, = —1.04174 — 0.613109Z,_, — 0.186139Z,_, — 0.622257a,_, — 0.969133a,_,

Los prondsticos para la semana del 25 al 31 de diciembre del 2012 se muestran
en la siguiente tabla:

Tabla 21. Demanda real vs prondstico con modelo Box Jenkins, referencia 1400

Fecha Real |Prondstico Error relativo| MAPE
25/12/2012 | 2984.25 3449.19 16%
26/12/2012 3979 3224.36 19%
27/12/2012 | 3780.05 3426.15 9%
28/12/2012 | 5045.52 3461.2 31%(21.31%
29/12/2012 | 5465.98 4330.15 21%
30/12/2012 | 4625.06 3773.37 18%
31/12/2012 | 5886.44 3844.86 35%

Fuente: Elaboracién propia
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Figura 41. Demanda real vs pronéstico con modelo Box Jenkins, referencia 1400



Referencia 4100

La autocorrelacion de orden 7 es muy fuerte por que se sale de las bandas de
confianza, tal como se muestra en las figuras 42 y 43, lo que evidencia la
estacionalidad de la serie. Debido a esto se estima que el modelo debe contener
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Figura 42. Funcién de autocorrelacién diferenciada, referencia 4100
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Figura 43. Funcién de autocorrelacion parcial diferenciada, referencia 4100

una parte estacional.

El analisis de la parte no estacional (antes del rezago 7), los rezagos 1,2 y 5 son
significativamente diferentes de cero, ya que estan por fuera de las bandas de la
ACF. En la PACF el decrecimiento es lento, los valores de autocorrelacion son

grandes debido a que los primeros 7 rezagos estan por fuera de las bandas.



En ambas se puede evidenciar una dependencia de orden 1, ya el primer valor es
el més alejado de las bandas de seguridad y un patron senoidal, por lo tanto el
comportamiento es tipo ARMA (1,1).

Para la parte estacional, en la ACF los valores de autocorrelacion de orden 7
decrecen lentamente después del orden 1L, en la PACF después del orden 2L.
Por lo tanto el comportamiento es tipo SARMA (2, 1).

El modelo tentativo producto del andlisis de las graficas ACF y PACF, es un
SARIMA (1, 1, 1) x (2, 0, 0) [7].

La prueba de normalidad Jarque-Bera arroja un valor p de 2.2x10™*°, lo cual afirma
que los residuales no provienen de una distribucién normal, pero la prueba de
incorrelacién Box Pierce con un valor p de 0.0728988, al ser mayor que un nivel
de significancia del 5%, indica que los residuales no estan autocorrelacionados. El
MAPE de ajuste fue de 10.4%, el de prondstico 14.29% y el MSE 3526803.96.

Finalmente, el mejor modelo encontrado fue un SARIMA (2, 0,1) x (0, 1, 2) [7] por
medio de la funcidn automética de Statgraphics, con un MAPE de ajuste del 9.11%
y un MSE de 2978745.95.

El modelo cumple con la prueba de incorrelacion de Box-Pierce con un valor p de
0.358431, superior a un grado de significancia del 10%, pero no con la prueba de
normalidad Jarque-Bera ya que el valor p es de 2.2x10™°, por lo tanto los
residuales no provienen de una distribucion normal.

El MAPE de prondstico es de 18.59%, superior al del modelo anterior. Debido a
esto se elige el primero como modelo Box-Jenkins para esta referencia.

Tabla 22. Coeficientes del modelo Box-Jenkins para la referencia 4100

Parametro | Estimado | Error estandar t
AR(1) -0.157894 0.0300541 | -5.25366
MA(1) 0.992474 0.00343972| 288.534
SAR(1) 0.310788 0.0296075| 10.497
SAR(2) 0.284313 0.0295876 | 9.60919
Media 1.17204 1.63933|0.714948
Constante | 0.549487

Fuente: Programa estadistico R
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7, = —0.549487 + 0.613109Z,_, — 0.992474a,_, — 0.310788Z,_, — 0.284313Z,_,,

Los pronosticos para la semana del 25 al 31 de diciembre del 2012 se muestran
en la siguiente tabla:

Tabla 23. Demanda real vs pronéstico con modelo Box Jenkins, referencia 4100

Fecha Real Prondstico | Error relativo | MAPE
25/12/2012|11017.4175 14011.9| 0.733027588
26/12/2012 16123.05 14318.2 | 0.609318132
27/12/2012| 13104.815 15339.6| 0.682461472
28/12/2012|18004.0725 15209.4| 0.563759722|14.29%
29/12/2012|14532.2424 15583.1| 0.647891006
30/12/2012 15048.18 15803.6| 0.635398929
31/12/2012 19657 16354.1| 0.523743761

Fuente: Elaboracién propia
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Figura 44. Demanda real vs pronostico con modelo Box Jenkins, referencia 4100
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Debido a los altos valores de MSE y MAPE de prondstico se concluye que los
modelos Box Jenkins son poco precisos y eficientes a la hora de pronosticar. Lo
cual se corrobora en las figuras 38, 41 y 44 donde se evidencia la falta de
capacidad del modelo para estimar prondstico (linea punteada) que imite un
comportamiento similar a la serie real (linea continua).

5.2.4 Modelos de Redes Neuronales

Referencia 1200

Las variables significativas, que constituyen las entradas de la RNA, para esta
referencia son:

e Tiempo.
e Variable autorregresiva de orden 6.
e Variables exdgenas de nivel y dia de la semana.

La salida es la variable respuesta con transformacion logaritmica.

En la creacion de la red se asigné una funcion de entrenamiento lineal, de
aprendizaje de momentos, de transferencia logistica y de rendimiento el MSE. El
namero de capas ocultas es 2 y el de neuronas es 5, ya que son las variables de
entrada mas la de salida.

Hidden Layer

Input

Figura 45. Estructura de la RNA, referencia 1200

Se entrend la red, con un numero de iteraciones igual a 1000 y se obtuvo un MSE
de 0.0013, debido a que éste es inferior al del modelo dindmico para esta
referencia, se prosiguio con la simulacion de la red.
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Figura 46. Rendimiento del modelo de RNA, referencia 1200

Se simulé la red y se obtuvo un MAPE de ajuste de 3.42%. Los prondsticos
generados por la simulacion para la semana del 25 al 31 de diciembre del 2012 se
muestran en la siguiente tabla:

Tabla 24. Demanda real vs pronéstico mediante RNA, referencia 1200

Fecha Real |Prondstico |Error relativo | MAPE
25/12/2012 3233(3241.37811 0.26%
26/12/2012 4120|4204.60683 2.05%
27/12/2012 | 4561.35 | 4662.79773 2.22%
28/12/2012 |5473.62 |5914.02499 8.05% | 3.93%
29/12/2012 |6385.89 (6818.02713 6.77%
30/12/2012| 6081.8|5821.99732 4.27%
31/12/2012 | 7906.34 | 7598.97006 3.89%

Fuente: Elaboracién propia
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Figura 47. Demanda real vs prondstico mediante RNA, referencia 1200

Referencia 1400

Las variables significativas, que constituyen las entradas de la RNA, para esta

referencia son:

e Cos (41*t/7), donde t es el tiempo.

e Variables exdgenas de nivel y dia de la semana.

La salida es la variable respuesta con transformacién de raiz cuadrada.

Se cred una RNA con una funcién de entrenamiento lineal, de aprendizaje de
momentos, de transferencia logistica y de rendimiento el MSE. El niumero de

capas ocultas es 2 y el de neuronas es 4.
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Figura 48. Estructura de la RNA, referencia 1400

En el entrenamiento de la red se asigné un numero de iteraciones igual a 1000 y
se obtuvo un MSE de 1.7325, debido a que éste es inferior al del modelo dinamico
para esta referencia, se prosiguié con la simulacion de la red.
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Figura 49. Rendimiento del modelo de RNA, referencia 1400

Se simulé la red y se obtuvo un MAPE de ajuste de 4.29%. Los pronésticos
generados por la simulacion para la semana del 25 al 31 de diciembre del 2012 se
muestran en la siguiente tabla:
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Tabla 25. Demanda real vs prondstico mediante RNA, referencia 1400

Fecha Real |Prondstico |Error relativo | MAPE
25/12/2012 | 2984.25 [ 2902.06917 2.75%
26/12/2012 3979|3854.93637 3.12%
27/12/2012 | 3780.05 | 3868.21316 2.33%
28/12/2012 |5045.52 | 4792.68237 5.01% [ 6.99%
29/12/2012 | 5465.98 | 4804.43112 12.10%
30/12/2012 | 4625.06 | 4815.74596 4.12%
31/12/2012 |5886.44 | 4739.29742 19.49%

Fuente: Elaboracién propia
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Figura 50. Demanda real vs pronéstico mediante RNA, referencia 1400



Referencia 4100

Las variables significativas, que constituyen las entradas de la RNA, para esta
referencia son las variables exdgenas de nivel y dia de la semana. La salida es la
variable respuesta con transformacion logaritmica.

En la creacion de la red se asigné una funcion de entrenamiento lineal, de
aprendizaje de momentos, de transferencia lineal y de rendimiento el MSE. El
namero de capas ocultas es 2 y el de neuronas es 3.

Hidden Layer Qutput Layer

Input i

Figura 51. Estructura de la RNA, referencia 4100

Se entrend la red, con un numero de iteraciones igual a 1000 y se obtuvo un MSE
de 0.0018, debido a que éste es inferior al del modelo dinamico para esta
referencia, se prosiguio con la simulacion de la red.

. , -
B Neural Network Training Performance (plotperform), Epoch 2, Minimum gradien.. |£IM|
-

File Edit View Inset Tools Desktop Window Help El

Best Validation Performance is 0.0018018 at epoch 1

107%}

Train
Validation
Test

Mean Squared Error (mse)

Pany
~

10° :
1 1 I 1 | 1 1 1 1 I

0 02 04 06 08 1 12 14 16 18 2
2 Epochs

Figura 52. Rendimiento del modelo de RNA, referencia 4100
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Se simuld la red y se obtuvo un MAPE de ajuste de 3.77%. Los prondsticos
generados por la simulacién para la semana del 25 al 31 de diciembre del 2012 se
muestran en la siguiente tabla:

Tabla 26. Demanda real vs prondstico mediante RNA, referencia 4100

Fecha Real |Prondstico [Error relativo | MAPE
25/12/2012|11018|11540.1744 4.74%
26/12/2012 16124 |16475.0331 2.18%
27/12/2012|13105|13054.0221 0.39%
28/12/2012|18005|17878.5616 0.70% | 2.86%
29/12/2012 | 14533 |14661.3523 0.88%
30/12/2012 | 15049 | 14610.7575 2.91%
31/12/2012 | 19657 | 18039.6591 8.23%

Fuente: Elaboracién propia
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Figura 53. Demanda real vs pronéstico mediante RNA, referencia 4100
Los bajos valores de MSE y MAPE de prondstico indican una gran precision y
eficiencia de los modelos de RNAs para pronsticar, lo que se corrobora en las

figuras 47, 50 y 53, en las cuales se observa que el prondstico (linea punteada)
tiene un comportamiento muy similar a la serie real (linea continua).
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Tabla 27. Resumen de valores de MSE, MAPE de prondstico y cumplimiento de supuestos de validacion

MAPE MSE Prueba de Prueba de

Prondstico (%) Normalidad Incorrelacion
Modelo 1200 | 1400 | 4100 1200 1400 4100 1200 | 1400 | 4100 | 1200 | 1400 | 4100
g‘rﬁza‘:'o” exponencial | 5, 121 25 92| 20.53| 433014.26| 242877.19| 3067585.64| x X X X X X
f";ﬁ"'zac'on exponencial | o 1ol 55 04| 20.63| 435022.12| 245292.02| 3086120.83| «x X X X X X
Dinamico 5.97| 7.44| 3.27 0.0025 2.0670 0.0022| x X X N N N
Box-Jenkins 20.92| 21.31| 14.29| 417304.11| 235987.41| 3526803.97| x X X N X N
RNA 3.93| 6.99| 286 0.0013 1.7325 0.0018| N/A | N/A | N/A | N/A | N/A | N/A

Fuente: Elaboracién propia

En la Tabla 27 se observa como los MAPE de prondstico y el MSE de los modelos de RNAs dan valores inferiores a
los obtenidos con todos los modelos clasicos evaluados. Por lo tanto se concluye que los modelos de RNAs son los
de mayor precision y eficiencia para la estimacion del pronéstico de ventas de las tres referencias para los
siguientes siete dias.




5.3. Modelo de optimizacién de inventarios

El modelo basado en revision periodica, acorde con lo propuesto en la seccion 4.2,
debe cumplir con la demanda requerida X;, para cada uno de los productos
(i=1,2,3) , para los 7 dias de una semana (j=1,2....7). En este caso ésta es la
pronosticada por el modelo de RNAs, por ser los mas eficientes.

Tabla 28. Limite superior e inferior de demanda por producto y dia

Demanda
Pedido le ij ng
1 3241.378| 2902.07 11540.17

4204.607| 3854.94| 16475.03
4662.798| 3868.21 13054.02
5914.025| 4792.68 17878.56
6818.027| 4804.43 14661.35
5821.997| 4815.75 14610.76

7598.97 4739.3 18039.66

Fuente: Elaboracién propia

N O O B WDN

Tabla 29. Costos asociados a los inventarios y utilidad por referencia

Producto Costo de Cost.o, de Utilidad
mantener (CM;) produccion (CPy) (U
327.08 959.12 294.78
577.84 1704.32 322.61
226.33 663.67 224.40

Fuente: Elaboracién propia

Dadas las utilidades por producto y las demandas pronosticadas se estima una
utilidad total de la produccion de $45.270.00 lo cual da por arriba del minimo
estipulado (45 millones), con el sobrante de $270.066.

De acuerdo con lo anterior se plantea, y resuelve en LINGO, el modelo de revision
periodica que emita las cantidades O6ptimas a producir de manera que se



minimicen los costos que acarrean los inventarios, asegurando que se cumpla con
la utilidad operacional minima esperada por la empresa.
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Figura 54. Solucion del sistema de inventarios en LINGO

Los costos totales minimos alcanzados, de la produccion més los inventarios, a

una utilidad minima esperada de 45 millones, fue de $158.297.000.

Los valores de la solucion de pedidos e inventarios estimados por el software
LINGO se muestran para cada una de las referencias en las siguientes Tablas 30,

31y 32.

Debido a que se esta hablando de unidades de producto se redondean los

resultados hacia arriba, en direccion contraria a cero y sin cifras decimales.

Referencia 1200

Tabla 30. Valores de la solucion de pedidos e inventarios, referencia 4100

Periodo | Produccion (Pj) | Inventario (lij)

0

1128

1

2114 0
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2 4205 0
3 10559 5896
4 19 0
5 9653 2834
6 2988 0
7 7599 0

Fuente: Elaboracion propia

Referencia 1400

Tabla 31. Valores de la solucion de pedidos e inventarios, referencia 4100

Periodo | Produccion (Pjy) | Inventario (lj)
0 835
1 2068 0
2 4108 253
3 3616 0
4 4793 0
5 4805 0
6 4816 0
7 4740 0

Fuente: Elaboracién propia

Referencia 4100

Tabla 32. Valores de la solucion de pedidos e inventarios, referencia 4100

Periodo | Produccion (Pj) | Inventario (lij)
0 3412
1 8129 0
2 17553 1077
3 11978 0
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4 21339 3460
5 11694 492
6 18347 4228
7 13812 0

Fuente: Elaboracion propia

De los resultados mostrados en las Tablas 30, 31 y 32 la empresa puede realizar
la planeacion de la produccién, de tal forma que los costos sean minimos y la
empresa reciba la utilidad minima esperada.

Tabla 33. Valores de costo reducido

Variable | Costo reducido
111 577.84
117 4426.16
21 577.84
127 5171.36
131 577.84
137 4130.71

Fuente: Elaboracién propia

En la Tabla 33 se muestran las cantidades de inventario que tienen valores
positivos de costo reducido, indicando que hay pérdidas por el almacenamiento de
inventario de los 3 productos en el primer y ultimo periodo. Ninguna variable
estructural tiene costo reducido.

Tabla 34. Excedentes y precios sombra

Fila|Holgura o excedente | Precio sombra
1 1.58E+08 -1.00
2 0 -960
3 0 -960
4 0 -1537
5 0 -2115
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Fila|Holgura o excedente | Precio sombra
6 0 -2693
7 0 -3271
8 0 -3849
9 1128 0
10 0 -1705
11 0 -1705
12 0 -2283
13 0 -2860
14 0 -3438
15 0 -4016
16 0 -4594
17 835 0
18 0 -664
19 0 -664
20 0 -1242
21 0 -1820
22 0 -2398
23 0 -2976
24 0 -3553
25 3412 0
26 0 251
27 4696 0
28 0 352
29 13841 0
30 285 0
31 0 578
32 0 1156
33 0 1734
34 0 2312
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Fila|Holgura o excedente | Precio sombra
35 0 2890

Fuente: Elaboracién propia

Para la primera y tercera referencia la capacidad de almacenamiento semanal
llega al tope, para la segunda referencia hay un sobrante de 4696 debido a que
solo se almacenan 253 unidades del producto en la semana.

En todos los periodos se llega al limite de la capacidad de produccion, excepto
para el primer y segundo periodo, para los cuales hay sobrantes de 13841 y 285
respectivamente.

Los precios sombra negativos indican el grado en que disminuyen los costos por
cada valor que aumentan los recursos de las restricciones de pedidos e
inventarios; precisamente, al aumentar las unidades de inventarios, disminuye la
funcién objetivo en estas cantidades, aspectos que se veian reflejados en los
costos reducidos.

Los precios sombra positivos muestran cdmo aumentarian los costos por cada
unidad adicional que se pida o almacene de cada producto en todos los periodos.
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CONCLUSIONES

El modelo de prondstico con redes neuronales frente a los demas modelos
cladsicos usados para la estimacion de la demanda fue el mas eficiente bajo la
comparacion del error MAPE y MSE, pero el acierto de este modelo se debe en
gran medida a la inclusibn de variables significativas realizadas durante la
estimacion del modelo dinamico. Es importante resaltar el alto peso que tienen los
niveles de demanda y los dias de la semana, este ultimo permite comprobar la
estacionalidad de cada siete dias que se presenta en la serie temporal para las
tres referencias.

El tiempo de cOmputo para procesar las iteraciones requeridas para lograr una
minimizacion de los errores del prondstico realizado bajo el modelo de redes
neuronales, fue muy corto, lo cual se convierte en una gran ventaja frente a los
demas modelos; ademas no es necesaria una re-estimacion de los coeficientes y
el peso que las variables poseen en las ecuaciones del prondstico, tal como ocurre
en los modelos dindmicos. Las pruebas de validacion de correlacion y normalidad
gue se deben realizar sobre los residuales en los modelos tradicionales es una
razon mas para preferir el modelo de RNAs.

Es importante destacar la eficiencia de las RNAs para procesar grandes
cantidades de informacién y variables asociados a ellas, como se evidencié en el
desarrollo del modelo para las tres referencias.

El modelo de optimizacién de inventarios basado en revisién periddica permitio
proponer una planeacién de la produccién que garantice el cumplimiento de la
demanda real, generar un plan de pedidos y almacenar inventarios a costo minimo
durante los 7 dias de una semana, lo cual es de gran importancia para las
empresas que se dedican a la produccion de derivados lacteos, ya que al ser
productos perecederos, con una corta vida Gtil, su sobreproduccién puede generar
grandes pérdidas debido a los altos costos de almacenamiento y dadas de baja.
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RECOMENDACIONES

La estimacion de demanda, produccion y principalmente de inventarios en las
empresas distribuidoras y para nuestro caso productoras, se realizan
generalmente a través de la experimentacion o juicio de expertos; aunque estos
prondstico cualitativos son muy importantes para realizar estas actividades, el
nivel de servicio y de respuesta serian mucho mejor si ademas se integran
modelos cuantitativos.

La organizacion de la informacién es muy importante para esta empresa lactea,
por su alta variacibn en demandas y produccion, esto exige que tenga una
sistematizacion constante y veridica, para mejorar las bases de toma de
decisiones. Se sugiere que la demanda sea ingresada diariamente, evitando
efectos atipicos o extremos que puedan afectar la planeacion.

El modelo propuesto de optimizacién permitié asignar las restricciones segun las
capacidades de la empresa e incluso, presupuesto y minimas utilidades, de esta
forma se tiene un modelo, que ademas de minimizar los costos, permite
flexibilidad, tal como sucede en la realidad con la programacion de la produccion.

Las propuestas metodoldgicas planteadas en este trabajo, pueden de ser
empleadas en empresas del mismo sector, e incluso extrapolarse para empresas
gue guieran o necesiten un apoyo para la planeacién de su produccion y deseen
una reduccion en los niveles de inventarios, lo cual seria un buen comienzo si en
un futuro se desean implementar mejores técnicas estadisticas para su
optimizacion.

La propuesta de RNAs es de facil estimacion en el software MATLAB, bajo compra
de licencia, sin embargo, la empresa podria apoyarse en software libre que
permite la construccion de otros modelos estadisticos, entre ellos el software R; su
utilizacion es especial para aquellas empresas que desean implementar estos
modelos sin los altos niveles de inversién en programas licenciados.
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