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"… Mal se paga al maestro si se permanece siempre discípulo.  
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¡Cuidad de que no os aplaste mi estatua!...”  

 

(Friedrich Nietzsche - Also sprach Zarathustra. Ein Buch für Alle und Keinen) 
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GLOSARIO 

 

Estacionariedad: Proceso cuya media y varianza es constante en el tiempo y 

cuya covarianza solo depende de k (González & Franco, 2013). 

Monte Carlo por Cadenas de Markov: Metodología para generar un muestreo a 

partir de distribuciones de probabilidad basadas en la construcción de cadenas de 

Markov donde cada valor simulado, tiene dependencia con el dato anterior, 

llegando a una convergencia a la distribución deseada (Gill, 2002). 

Optimización Tabú: Método que optimiza una función objetivo con ciertas 

variables de decisión haciendo una caminata alrededor de un punto de forma que 

encuentre el mínimo valor de la función objetivo y así saltar a otro punto para  

mejorar cada vez los valores encontrados para la función objetivo (Glover, 1990). 

Tendencia: Disposición de una serie de datos en el tiempo que define un camino 

predecible de manera general. Como el de una ecuación lineal que define una 

tendencia lineal. 

Distribución a priori: Representa la información sobre un parámetro incierto  que 

al combinarse con la función de verosimilitud se halla la distribución a posteriori. 

Se obtiene por expertos con análisis subjetivo a partir de teoría estadística de 

probabilidad (Gill, 2002). 

Distribución a posteriori: Distribución condicional de la probabilidad, después de 

la observación de datos, la cual resume el estado de conocimiento sobre 

cantidades inciertas en el análisis bayesiano. La distribución a posteriori es 

proporcional al producto de la distribución a priori y la función de verosimilitud (Gill, 

2002).  

Función de verosimilitud: Distribución conjunta de la muestra aleatoria de los 

datos (Montgomery, D. C., & Runger, G. C., 2003). 

MAPE: Mean Absolute Percentage Error. Relación matemática que permite medir 

la eficiencia de pronósticos realizados a partir del porcentaje del  valor absoluto de 

la diferencia entre el dato real y el pronosticado, todo divido sobre el dato real.  

  



RESUMEN 

 

Una de las dificultades a las que se enfrentan organizaciones es la existencia de 

pocos datos históricos de venta o incluso, la falta de ellos para la planeación de 

sus inventarios y por tanto, su logística. En este estudio se comparan cuatro 

métodos estadísticos para el pronóstico de ventas futuras a partir de pocos datos, 

con una aplicación a un caso real. El primero de ellos es una generación de 

variable aleatoria después de realizar la prueba de bondad de ajuste Ji-cuadrado y 

con la ayuda de una simulación iterativa, el segundo, la aplicación de la 

metodología de regresión bayesiana específicamente al caso Normal conjugado 

es decir, el modelo de regresión gaussiana y Poisson bayesiana con las funciones 

del paquete MCMCPack del software estadístico R, el tercero es la metodología 

de Prima bayesiana, específicamente aplicado al caso que se obtiene con las 

distribuciones Gamma-Poisson, y finalmente, se optimiza el pronóstico realizado 

con el modelo encontrado de prima bayesiano usando el método de optimización 

Tabú, el cual toma como función objetivo el MAPE, indicador usado como criterio 

final de comparación de la eficiencia.  

  



 

 

INTRODUCCIÓN 

 

Este trabajo propone una investigación sobre métodos estadísticos para el 

pronóstico de ventas futuras en situaciones de difícil estimación, aplicable a todo 

tipo de organización aunque enfocado principalmente a productos y empresas con 

poco tiempo en el mercado, estableciendo una comparación entre sus ventajas, 

desventajas y criterios de error encontrados en el caso estudiado. En este tipo de 

productos y empresas los modelos estadísticos clásicos, normalmente los más 

populares, no se pueden aplicar de una manera efectiva puesto que no se cuenta 

con una amplia cantidad de datos históricos, haciéndose necesaria la creación y 

aplicación de modelos para pronosticar con pocos datos. 

El aporte de este trabajo, será precisamente para esas empresas nuevas en el 

mercado que están interesadas en reducir la incertidumbre de su futuro económico 

y comercial, al tener disponible diferentes métodos de pronóstico que aborden 

este  problema. 

En la primera sección de Antecedentes, se hace una exploración bibliográfica 

sobre algunos tipos de modelos utilizados para pronosticar, teniendo muy en 

cuenta los más difundidos; y se habla sobre la importancia del pronóstico de la 

demanda: cuáles son sus ventajas y por qué es necesaria. 

La segunda sección explorará el marco teórico que servirá de base para el 

desarrollo de este estudio, revisándose conceptos como variable aleatoria, 

partiendo desde sus métodos para generar números aleatorios; también se 

revisan algunos software generadores de estas variables aleatorias desde ciertos 

principios de programación computacional. Se repasarán distribuciones de 

probabilidad como la Poisson y la Gamma, así como las pruebas de bondad de 

ajuste Ji-cuadrado (  ), necesaria para conocer el tipo de distribución a la que se 

ajustan los datos utilizados; también se repasa la prueba de incorrelación residual 

Box-Pierce para probar suficiencia de algunos de los modelos analizados como los 

de regresión gaussiana bayesiana y regresión Poisson bayesiana, estudiados 

posteriormente.  

Se continuará el marco teórico con la definición del teorema de Bayes, desde su 

aplicación más simple con el uso de variables discretas, hasta su generalización 

con variables continuas que implicarían el uso de distribuciones de probabilidad y 

análisis matemáticos más engorrosos con integrales. En esta parte también se 



muestra la importancia de los conceptos como la distribución a posteriori, que se 

define, como proporcional a la función de verosimilitud multiplicada por la 

distribución a priori, la cual, a su vez,  se selecciona subjetivamente a partir de 

expertos. También se dan razones por las cuales este tipo de estadística no tuvo 

tanta popularidad sino solo hasta hace pocos años, con el auge de potentes 

sistemas de cómputo y de software estadístico especializado, que permitieron 

resolver muchos problemas analíticos que sin esta ayuda resultaban casi 

imposibles; teniendo también como obstáculo su marca histórica de subjetividad, 

contaría a la pretensión de un tipo de objetividad reinante en las ciencias, la cual 

implicó el olvido por años de esta importante teoría estadística-matemática que ha 

logrado alcanzar protagonismo por sus muy buenos resultados en los últimos 

tiempos. 

Se sigue con la revisión de Monte Carlo con Cadenas de Markov, metodología que 

permitió resolver muchos de los problemas analíticos que presentaba la 

estadística bayesiana y la clásica, lo que ha permitido ajustar prácticamente 

cualquier modelo de probabilidad, así como optimizar modelos para pronóstico. Se 

abordan luego los modelos ya mencionados de regresión gaussiana bayesiana y 

de regresión bayesiana Poisson por MCMC. Estos modelos se basan en 

distribuciones asignadas a priori para los parámetros, así como distribuciones para 

la verosimilitud de los datos con el fin de generar distribuciones a posteriori 

condicionales, de las cuales se hace muestreo con la cadena MCMC para 

encontrar muestras para los coeficientes del respectivo modelo, cuyos parámetros 

pueden ir acompañados de covariables de tiempo, trigonométricas y ficticias como 

el mes para ayudar a captar mejor la variabilidad de la serie. Luego, se estudia el 

método de optimización Tabú, el cual optimiza una función objetivo con ciertas 

variables de decisión haciendo una caminata alrededor de un punto, con el fin de 

encontrar el mínimo valor de esta función y así saltar a otro punto y mejorar los 

valores encontrados. Después se termina esta sección definiendo el error 

porcentual medio absoluto  (MAPE, por sus siglas en inglés), indicador con el cual 

se evaluará la eficiencia de cada uno de los métodos estudiados, comparando 

datos pronosticados y los reales. 

Más adelante en la tercera sección, se presenta la metodología con la cual se 

obtendrán los resultados de este estudio, empezando con la Prueba de Bondad de 

ajuste en relación a la distribución Poisson, por intuirse que ésta es la distribución 

a la que se justarán los datos, debido a su naturaleza discreta. La aplicación de los 

modelos de regresión Gaussiana y Poisson bayesiana con MCMC se realiza a 

partir de la incorporación de covariables de tiempo y trigonométricas. Se continúa 

con el despliegue analítico de la prima bayesiana a partir de una función de 

verosimilitud Poisson y distribución a priori Gamma, llegando a un modelo que 



tiene en cuenta cambios dinámicos, al incorporar términos autorregresivos, esto 

con el fin de intentar captar fluctuaciones en las ventas futuras teniendo en cuenta 

el pasado. En el método Tabú se explica el algoritmo teniendo en cuenta  la 

función objetivo, (que en este caso es el MAPE), sus respectivas restricciones y 

las variables incorporadas que fueron previamente definidas. 

La cuarta sección desplegará los resultados a partir de la metodología propuesta, 

con datos de una empresa textil que prefirió mantener su confidencialidad. Todos 

los métodos estudiados se estimarán con 12 datos mensuales del año 2010, con 

el fin de pronosticar el 2011 y proceder con el cálculo del MAPE para seis tipos de 

productos. El primero genera pronósticos a partir de una variable aleatoria 

Poisson, después de encontrar, por medio de la prueba de ji-cuadrado, que a esta 

distribución se ajustan los datos; luego se realizará el pronóstico con la ayuda de 

una simulación de 1000 iteraciones. 

El modelo de regresión bayesiana gaussiana se estima con la ayuda del paquete 

MCMC del software estadístico R concretamente con la función MCMCRegress 

llevando a cabo una simulación de 100.000 iteraciones y un quemado de 20.000.  

El modelo de regresión Poisson se estima con el mismo paquete MCMC y con la 

función MCMC Poisson con la misma cantidad de iteraciones y quemado que el 

modelo de regresión gaussiana.  

El modelo bayesiano se estima con la prima bayesiana que se halla a partir del 

valor esperado y la distribución a posteriori, que a su vez tiene como función de 

verosimilitud la distribución Poisson y como a priori la distribución Gamma ya que, 

en la distribución Poisson normalmente se asume   como teniendo una 

distribución gamma (Neelamegham & Chintagunta, 1999). 

Por último, en la presentación de resultados, se aplica la optimización Tabú con la 

cual se intenta optimizar aún más la función MAPE a partir de los parámetros de la 

distribución Gamma. 

En la quinta sección se presentan una síntesis de los resultados.  

La sexta sección presenta la manera de utilizar algunos de los métodos 

estudiados para predecir ventas futuras, con el fin de que el lector interesado 

pueda aplicarlos, sea en su empresa o como objetivo de investigación. 

Por último, se presentan las conclusiones a las que se llegan después de alcanzar 

los resultados. 

Queda decir entonces, que esta exploración de métodos estadísticas para 

productos de difícil estimación o de pocos datos, no termina aquí y se anima a 



otros estudiantes e investigadores a extender este estudio, como lo es explorando 

otras combinaciones de distribuciones a posteriori partiendo de otras funciones de 

verosimilitud y distribuciones a posteriori, entre otro tipo de variación y 

profundización de este tipo de estudio, realizado como labor investigativa y como 

requisito para obtener el título de grado de ingeniero industrial. 

  



OBJETIVOS 

Objetivo General 

Comparar metodologías estadísticas para el pronóstico de demanda de productos 

de difícil estimación. 

 

Objetivos específicos 

1. Explorar diferentes técnicas estadísticas para el pronóstico de demandas. 

 

2. Aplicar dichas metodologías en situaciones donde se presenten datos 

históricos. 

 

3. Comparar los métodos de pronóstico de demanda por medio de su 

eficiencia. 

 

4. Elegir la metodología que muestre una mejor optimización describiendo el 

procedimiento para aplicarla en la estimación de la demanda de productos. 

 

 

ALCANCE 

 

Se proponen alternativas que son poco usuales para pronosticar ventas, dada una 

situación frecuente en muchas empresas: la existencia de pocos datos. Dos de las 

técnicas mostradas proponen alternativas bayesianas con los que puede hacerse 

una planeación de ventas y por tanto, de inventario de manera anticipada con el 

fin de programar producción con suficiente tiempo de antelación. 

Se obtiene al final de la exploración de cuatro técnicas una propuesta estadística 

eficiente para la estimación de pronóstico de la demanda de producto terminado 

con pocos datos históricos, aplicado a un caso empresarial, explicando en detalle 

los pasos a seguir.  

Este trabajo constituye entonces un insumo en la planeación y optimización de la 

demanda para mejorar los inventarios, o en general quienes estén interesados en 

estimar la venta futura de uno o varios productos. 
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1. ANTECEDENTES 

 

1.1. Estado del arte 

 
Algunos de los modelos de pronóstico clásicos basan sus estimaciones en 

distribuciones probabilísticas, y apoyados en pruebas de significancia, intentan 

concluir sobre el comportamiento de las variables involucradas y pronosticar 

respuestas. Este tipo de modelos han rechazado fuertemente cualquier uso 

subjetivo de la información, aunque Ayçaguer & Benavides (2003) apuntan que 

éstos incluyen de una forma u otra información subjetiva como lo son las escalas 

de medición y niveles de significancia. En cuanto a los métodos subjetivos, estos 

basan su inferencia en juicios intuitivos y opiniones de distintas personas; entre 

estos se encuentra el método Delphi, que consiste en recopilar información a partir 

de expertos, lo que permitiría pronosticar valores futuros; Otras técnicas, no muy 

aplicadas hasta ahora para pronósticos que faciliten la optimización de inventario 

son las asociadas con la Estadística Bayesiana, basada en una combinación de 

probabilidades objetivas con subjetivas; su desarrollo “se puede comparar al de la 

estadística clásica, no así su aplicación ni el conocimiento generalizado que se 

tiene de ella”  (Serrano, 2003). 

En algunos modelos estadísticos sobre pronósticos de demanda, tradicionalmente 

utilizados en la optimización de inventarios, se ha evidenciado en su aplicación 

una continua violación en la validación de supuestos en los errores como se 

observa en Hillier y Lieberman (2002), donde se hace un énfasis, principalmente 

en el proceso matemático y estadístico para realizar los pronósticos y no en los 

supuestos que deben cumplir los errores como lo es que posean normalidad.  

Por ejemplo en los modelos de regresión lineal simple y múltiple los cuales 

caracterizan tendencias lineales para pronosticar usando una o varias variables 

regresoras o explicativas, Winston (2004) comprueba dichos supuestos de manera 

gráfica y no haciendo uso de las pruebas de significancia existentes para cada 

supuesto, cuya comprobación de este modo es mucho más exacta. 

En algunos de los modelos clásicos más populares que se utilizan y enseñan a 

nivel de pregrado como son métodos de suavizamiento exponencial, regresión 

lineal y promedios móviles simples y ponderados, no capturan adecuadamente 

toda la influencia que pueden tener los datos históricos, como podrían hacerlo los 

ARIMA. Sin embargo, los modelos de regresión en series temporales requieren la 

comprobación de la idoneidad del modelo, que en muchos casos no se cumple, 

así como puede ocurrir en los modelos ARIMA (Cohen et al, Nov-Dic 1986).  
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Autores como Synder (2002) proponen correcciones a sistemas por computador 

para la gestión de inventarios de lenta y rápida rotación donde presenta 

adaptaciones y modificaciones del método de suavización exponencial para 

mejorar su aplicación donde generalmente se han hallado dificultades. 

Los métodos de series de tiempo realizan estimaciones que tienen la capacidad 

de capturar la aleatoriedad de la demanda a partir de su comportamiento histórico 

ya que en estos “se identifican los patrones fundamentales de la demanda que se 

combinan para producir el patrón histórico observado en la variable dependiente, 

después de lo cual se elabora un modelo capaz de producir dicho patrón” 

(Krajewski, Ritzman, & Malhotra, 2008). 

Pasando al campo de la Estadística Bayesiana, éste es uno de los métodos 

subjetivos más usados a nivel general y el cual ha venido tomando fuerza en los 

últimos años (Correa, 2005), sus inferencias son más fáciles de entender que la 

tradicional basada en muestreo repetitivo. (Albert, 1997) “Conocer el papel de la 

subjetividad en la interpretación de información, podría abrir un camino para 

razonamientos estadísticos flexibles más precisos.” (Berry, 1988) 

Correa (2005) hace una diferenciación entre la estadística clásica y la bayesiana, 

la cual se muestra en la siguiente tabla: 

 

Tabla 1. Diferencias entre teoría clásica y bayesiana 

Diferencias entre la teoría clásica y la teoría bayesiana 

Características Teoría clásica Teoría bayesiana 

Parámetros de interés Constantes desconocida Variables aleatorias 

Distribución a priori No existe Existe y es explícita 

Modelo muestral Se asume Se asume 

Distribución posteriori No existe Existe y se deriva 

Razonamiento Inductivo Deductivo 

 
 (Correa, 2005) 

 
Según la tabla 1, es claro que los parámetros en la teoría bayesiana son variables 

aleatorias, mientras en la teoría clásica son constantes, lo que le permite a éstos 

adaptarse más a una realidad que puede ser muy variable. 
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1.2. Pronóstico de demanda 

La aleatoriedad de la demanda es frecuente debido a los cambios que se dan en 

los mercados por cuestiones como crisis económicas, apertura de relaciones 

comerciales entre otros, es por esto que es importante tener en cuenta modelos 

estadísticos que logren caracterizarla para hacer un buen pronóstico cada vez más 

acercado a la realidad futura. En la industria nacional son muy poco frecuentes los 

métodos para el tratamiento de aleatoriedad de la demanda en los sistemas de 

diseño y control de inventarios, por su desconocimiento y falta de herramientas 

propias, necesarias en la optimización de inventarios, mejora de servicio, 

satisfacción de clientes, aspectos fundamentales en la dinámica productiva del 

país (Vidal, marzo 2008). 

Es por esto que desarrollar prácticas óptimas de distribución en la cadena de 

abastecimiento en la industria es de significativo valor, bien sea como parte de un 

proceso productivo o como la entrega del producto final. Un aporte al 

mejoramiento de la cadena logística consiste en encontrar modelos eficientes para 

el pronóstico de la demanda de los productos y que a su vez, permitan minimizar 

los costos del manejo de los inventarios. Para ello es importante reconocer la 

aleatoriedad de la fluctuante demanda en algunas empresas, tema de numerosos 

estudios y propuestas metodológicas. 

Dependiendo de cuánto se conozca el comportamiento de la demanda, la 

planeación eficiente va a ser exitosa pues afectará las utilidades de las empresas 

y por medio de ésta la rentabilidad final, la cual puede ser mejorada a partir del 

pronóstico mismo, el cual debe contar con un punto de partida que tenga en 

cuenta la disponibilidad de información lo más cercano posible a la realidad 

estudiada, desde datos históricos hasta la misma experiencia teórica y práctica, 

todo esto en miras a predecir lo más cerca posible el futuro (Geweke & Whiteman, 

2004). 

Los datos históricos de ventas son muy apropiados para realizar pronósticos. Sin 

embargo puede que no exista esta información para los casos en que hay nuevos 

inventos o productos como películas, música o libros; ni que tampoco haya una 

certeza de cuándo habrá información histórica disponible, lo que se necesita en 

esas situaciones es un patrón que se repita en varias situaciones.  

Para productos nuevos es difícil estimar valores de ventas a largo plazo con 

apenas unas semanas iniciales al lanzamiento del producto, pues se presentan 

algunos problemas como la intensa promoción publicitaria que hace variar 

abruptamente los niveles de ventas, haciendo también difícil de encontrar patrones 

repetitivos de ventas (Fader, Hardie, & Huang , 2004). 
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Investigaciones en metodologías que den luz a distintas opciones donde no sea 

necesaria esa amplia cantidad de datos históricos para predecir el futuro en la 

industria manufacturera, es algo recurrente y necesario para encontrar dicho 

patrón repetitivo (Valencia, Correa, Díaz, & Ramírez, 2013). 

La estadística bayesiana, toma en cuenta información a priori y posee un proceso 

de actualización de información a medida que se va contando con ésta, es un 

análisis indicado para este tipo de pronósticos que no cuenta con mayor 

información histórica pasada. 

Esta posibilidad para generar buenos pronósticos sin información de ventas, 

dependerá de las características de fondo del marco de trabajo que se use para 

interpretar información histórica pertinente (Lee, Boatwright, & Kamakura, 2003). 

En trabajos como el de Lee, Boatwright & Kamakura (2003) se plantea un modelo 

bayesiano para el pronóstico de ventas semanalmente, previas al lanzamiento de 

álbumes musicales, los cuales se actualizan a medida que se obtienen los datos 

reales de ventas en el tiempo. 

Algunos investigadores están de acuerdo en que el juicio subjetivo, el cual es 

propio del análisis bayesiano, juega un papel importante pues permite incluir 

análisis que no son tan posibles estadísticamente como por ejemplo proyecciones 

de campañas publicitarias o conflictos internacionales (Fildes & Goodwin, 2007) . 

Neelamegham & Chintagunta (1999) han usado una estructura jerárquica 

bayesiana para pronosticar, llevando a cabo un análisis que predice ventas 

durante la primera semana de nuevos lanzamientos de películas  estadounidenses 

en mercados internacionales. La metodología permite que los pronósticos se 

puedan realizar con información proveniente de bases de datos de previas 

producciones. Entre más información se hace disponible, la metodología utilizada 

permite combinar la información histórica de mercados internacionales con el 

natal. Se muestra en este trabajo el mejor desempeño del modelo predictivo 

bayesiano para este tipo de situaciones. 

Urban, Hauser & Roberts (1990) utilizan un método discreto de tiempo análogo  de  

un proceso de Markov de tiempo continuo llamado macro-flow (discrete time 

analog of a continuous time Markov process). Se describe un modelo para uso de 

la industria automovilística. Este modelo pronostica el ciclo de vida de un nuevo 

modelo de carro antes de su introducción. 

En trabajos como el de Flora Lu (2005) donde se adoptan técnicas bayesianas 

para mejorar la calidad estimativa y predictiva del modelo Ohlson, comparándolo 

con los modelos clásicos, se muestra que los resultados obtenidos con modelos 
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clásicos contienen errores de predicción en los precios de inventarios y tienen 

menos poder explicativo que los modelos bayesianos. 
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2. MARCO TEÓRICO 

 
 

2.1. Variable aleatoria 

Una variable aleatoria es una función que asocia números reales con elementos 

de un espacio muestral dado. 

Las variables aleatorias pueden ser discretas o continuas. Las discretas son en las 

cuales se pueden contar sus posibles valores, mientras que las continuas pueden 

tomar valores en una escala de este tipo, es decir, entre dos valores cualesquiera, 

existen infinitos números (Walpole, 1999). 

Una distribución de probabilidad se refiere al conjunto de datos de la variable 

aleatoria y la manera como en estos están distribuidas las probabilidades. 

Una variable aleatoria genera números aleatorios, los cuales pueden ser 

generados simplemente mediante  el retiro de cartas de una baraja, el lanzamiento 

de un dado o en general por medio de cualquier actividad que implique 

aleatoriedad. Esta manera de generar números aleatorios es útil cuando se quiera 

generar pocos números aleatorios y es una buena aproximación a este concepto. 

Para generar números aleatorios en el intervalo (0, 1), estos tienen que cumplir 

algunas propiedades estadísticas como distribuirse uniformemente en este 

intervalo; no deben estar correlacionados entre sí y debe permitir que se genere 

un número amplio de ellos. 

Lo anterior se hace mediante una relación matemática la cual permite generarlos 

de manera sucesiva.  

Los generadores congruenciales lineales utilizan relaciones multiplicativas y 

aditivas entre constantes del generador. 

Relación aditiva: 
 

     (     )        
 

(1) 

 

     (     )        
 

(2) 

Relación multiplicativa: 
 

                
 

(3) 
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Donde a, b, c y n son números enteros positivos y mod es el operador módulo, el 

cual  da como resultado el residuo de una división. 

Existen distintos criterios de selección de los cuales depende la cantidad de 

números aleatorios que se generan, cuya cantidad se refleja en el periodo del 

generador, el cual estará dado por la distancia entre la posición de los dos 

primeros números en repetirse. Es de aclarar que un generador es de periodo 

completo cuando éste es igual al módulo (Coss Bú, 1992). 

Para simular este tipo de variables es necesario contar con un generador de 

números uniformes o pseudoaleatorios, y una función que, a través de un método 

específico, transforme estos números en valores de la distribución de probabilidad 

deseada, sea discreta o continua (López, 2012). 

Para generar variables aleatorias existen distintos métodos entre los cuales se 

encuentran el método de la transformada inversa, el método del rechazo, el 

método de composición y los procedimientos especiales. 

El método de la transformada inversa se basa en la distribución acumulada  ( ) 

de la distribución de la que se desean generar números, se da la siguiente relación 

 

 ( )     
 

(4) 

 
La que al obtener la inversa, se tiene: 
 

     ( )  
 

(5) 

 
La eficacia del proceso dependerá de la posibilidad matemática de transformar la 

ecuación (Coss Bú, 1992). 

 

Las variables aleatorias son una herramienta de la cual se puede echar mano a la 

hora de realizar pronósticos cuando se tienen pocos datos o no hay existencia de 

ellos. La simulación de variable aleatoria ha sido usada en algunos modelos 

probabilísticos de inventarios propuestos en Taha (2004), donde se asume la 

demanda como dicha variable aleatoria bajo diferentes tipos de distribución de 

probabilidad.  

Estos modelos pueden ser muy útiles a la hora de pronosticar ventas y optimizar 

inventarios pero están basados en muchas suposiciones que podrían hacer que 

no se logre un pronóstico aceptable. 
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2.2. Software generadores de variables aleatorias  

Existe software que facilita la tarea de generar variables aleatorias a través de los 

métodos expuestos anteriormente. El programa R de: “The R foundation for 

statistical computing”, es un software libre que puede verse como una 

implementación del lenguaje de programación S. Dicho software simula entre un 

rango de alrededor 19 distribuciones de probabilidad haciendo uso de funciones 

programadas, agregando los argumentos respectivos (Venables, Smith, the R 

Core Team, 2012).  

Statgraphics Centurion es otro software estadístico que contiene alrededor de 170 

procedimientos estadísticos y funciona bajo licencia pagada. Este software permite 

generar variables aleatorias de ciertas distribuciones de probabilidad (StatPoint 

Technologies, Inc., 2009).  

Microsoft Excel también es una herramienta con la que se pueden generar 

números aleatorios a través del uso de sus funciones. Crystal Ball y @ Risk son 

paquetes complementarios de Excel que sirven para simular variables aleatorias 

(Eppen, 2000). 

También se ha desarrollado software educativo para simular variables aleatorias 

(López, 2005), el cual cuenta con un generador de números uniformes  

pseudoaleatorios y una respectiva función que transforma dichos valores en 

distribuciones de probabilidad. En este software se hace uso del Método de los 

cuadrados Centrales de Von  Neumann, Método Fibonacci, Método aditivo de 

congruencias, Método multiplicativo de congruencias y Método mixto de 

congruencias. 

 
2.3. Distribución Poisson 

Esta es una función de distribución para variables aleatorias discretas, la cual 

parte de una frecuencia de ocurrencia media y se dedica al estudio de números de 

eventos que se logran durante cierto periodo de tiempo y que ocurren de manera 

independiente con una velocidad constante en tiempo o espacio.  

La distribución Poisson puede caracterizar procesos como llamadas a un call 

center por minuto, número de autos que pasan por una vía en un tiempo 

determinado, el número de bacterias en un cultivo, el número de defectos 

similares para un material entre otros procesos aleatorios. 
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Definición: 
 
Sea X una variable aleatoria que representa el número de eventos aleatorios 
independientes que ocurren a una rapidez constante sobre el tiempo o el espacio. 
Se dice que X posee una distribución Poisson con función de probabilidad: 
 

        
      

  
                  

                      (   )   
 

                                                      
 

 
 
(6) 

El parámetro de esta función es   el número promedio de ocurrencias del evento 
aleatorio por unidad de tiempo (Canavos, 1988). 
 
El gráfico 1 muestra el comportamiento de la distribución para distintos valores de 
λ. 

 
Gráfico 1. Distribución Poisson para valores de λ=1-9 

 (Bourke, 2001) 
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2.4. Distribución Gamma 

 
 
Distribución de probabilidad continua con parámetro de forma α y de escala β. 

Esta distribución permite modelar una gran variedad de fenómenos de magnitud 

positiva. Piénsese un fenómeno en el que se aplica cierta magnitud de fuerza por 

ciclos que ocurren de manera independiente y a frecuencia promedio, el tiempo 

que ocurre antes de romperse el material se modela como la distribución Gamma 

(Canavos, 1988). 

 

Definición: 

Si la variable aleatoria X tiene una distribución gamma, tienen una función de 

densidad de probabilidad dada por: 

 

 (      )  
 

 ( )  
                        

 
(7) 

 
 
 
En donde  ( ) es la función gamma definida como: 
 
 

 ( )  ∫                   

 

 

 

 
 

 
(8) 

El gráfico 2 muestra el comportamiento para esta distribución para un valor 

constante para β y variación en el parámetro α. 
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Gráfico 2. Distribución Gamma para algunos valores       

 
(Walpole, 1999) 

 
 

 
2.5. Prueba de bondad de ajuste ji-cuadrado 

 

Las pruebas de bondad de ajuste tienen como objetivo determinar si en una 

muestra dada se puede aceptar la hipótesis de que proviene de una población con 

una distribución de probabilidad especificada en una hipótesis nula. 

Ho: Los datos vienen de una distribución F0  

 

Vs 
 
H1: Los datos NO vienen de una distribución F0 
 
Donde F0 es la distribución de probabilidad hipotética para los datos que se quiere 

probar. La hipótesis nula se acepta si el valor p es mayor que la significancia 

asignada   , o si el estadístico de prueba no cae en una región de rechazo. 

 
En el caso de la prueba ji-cuadrado, el estadístico de prueba es el siguiente: 
 

   ∑
(     )

 

  
 

 

   

 

 

 
(9) 
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Donde, 
 
   es la frecuencia observada i  
 

   es la frecuencia esperada (Alea, 2001).  
 

Si dicho estadístico es menor que el valor crítico       
  se acepta Ho, de lo 

contrario se rechaza. 
 
 
 

2.6. Prueba de Box Pierce 

 

Prueba de incorrelación de una serie de grado mayor a uno. Este estadístico es 

muy aplicado en las pruebas de autocorrelación de las series o incluso, residuales 

en estimaciones de modelos como Box-Jenkins, regresión en series temporales, o 

simulaciones, el cual determina si las primeras K autocorrelaciones de la serie son 

cero. 

 
El contraste de hipótesis es: 
 
H0: ρ(t, t+k)=0:   hay incorrelación 
 
Vs 
 
H1: ρ(t, t+k) ≠ 0:  no hay incorrelación 
 
Tiene como estadístico de prueba: 
 

     ∑  
 ( ̂)

 

   

 

 
(10) 

 
 

Donde        siendo n el número de observaciones en la serie y d, el grado de 

diferenciación no estacional usado para transformar los valores originales de la 

serie temporal en valores estacionarios.    ( ̂) es la autocorrelación muestral de 

los residuos separada por un desfasamiento de   unidades de tiempo (González & 

Lobato, 2007). 
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2.7. Estadística bayesiana 

 

La Teoría bayesiana aparece cuando se postula el Teorema de Bayes, el cual 

toma como base el cálculo de probabilidad de un evento basado en un 

conocimiento a priori. (Bayes, 1763). 

Este acercamiento es a la inversa del acercamiento frecuentista que examina las 

situaciones sin tener en cuenta los conocimientos previos. En general, la 

aplicación del teorema permite establecer que la probabilidad de un evento es el 

resultado condicional de una probabilidad conocida (Marien, 2009). La fórmula del 

teorema, si {          } es un sistema completo de sucesos, entonces para 

cualquier suceso B se tiene lo siguiente:  

 
Se tiene que la probabilidad condicionada es 
 

 (    )   
 (    )

  ( )
 

 
(11) 

 
Y que la probabilidad total es 
 

 ( )  ∑ (    )   (  ) 
(12) 

 
 
Remplazando (12) en (11) se obtiene: 
 

 (    )   
 (  )  (    )

∑  (    )
 
    (  )

 
 

(13) 

 
 
Donde a la suma de  (    ) se le llama función de verosimilitud (Serrano, 2003)  
 
Para trabajar con variables aleatorias el teorema de Bayes se aplica de la misma 

manera, pero ya no se utilizan simplemente probabilidades a priori y a posteriori 

sino distribuciones, lo que hace que se enfrente a cálculos de funciones como 

productos, sumas o integrales. 

Se tiene que una variable aleatoria es una función del espacio muestral de un 

experimento aleatorio al conjunto de los números reales, de tal modo que a cada 

resultado del espacio muestral le asigna un número real. La podemos representar 

como sigue: 
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    E    eales   
 

      
 

Donde los    son los datos de la variable aleatoria    

 

Teorema de Bayes para variables aleatorias: 

Teorema de la probabilidad total si              y   son variables aleatorias 

donde respectivamente,   representa los datos como escalar, vector o matriz, y   

es un parámetro desconocido de la misma forma.  

 

  ( )   (     )  ∫  (       ) ( )
   

  

   
(14) 

 
 
El teorema de Bayes sería entonces: 
 

 (       )   
 (       ) ( )

  ( )
 

(15) 

 
 
Reemplazando la ecuación (14) en (15) se tiene (Serrano, 2003): 

 

 (       )   
 (       ) ( )

∫  (       ) ( )  
   

  

 
 
(16) 

 
 

El denominador será siempre un número constante, que no dependerá, al final, del 

parámetro  , por tanto para simplificar se puede utilizar una función proporcional y 

finalmente el teorema queda como sigue: 

 

 (       )   (       ) ( ) (17) 

 

La distribución a priori puede ser subjetivamente determinada por el usuario 

cuando no se tiene información previa a la “experiencia”, o puede darse más 
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objetivamente, cuando se tiene información, analizándose estadísticamente qué 

tipo de distribución posee (Raftery, 1999). 

El uso de información conocida a priori es lo que se piensa es la parte destacada 

de la inferencia bayesiana (Geweke & Whiteman, 2004) 

En grandes muestras la distribución a priori tiene muy poca influencia, teniendo 

una contribución a la media y varianza posteriores del orden (1/n)-th del total, 

donde n es el tamaño de la muestra. (Raftery, 1999) 

Si  (       ) en (17) se deja fijo   que en este caso representa los datos y se 

evalúa para cada valor de la variable  , se tendrá una función en  , la cual tendrá 

el nombre de función de verosimilitud de  . Se denota  (       )  

Así finalmente se tiene 

 
 (       )   (       ) ( ) (18) 

 
Esto es:  
 
 

                                                                             
 
 
La proporcionalidad simplemente dice que si el lado izquierdo es proporcional al 

lado derecho, ambas difieren, solamente, de una constante multiplicativa.  (Lynch, 

2006)  

El procedimiento para obtener la distribución a posteriori será entonces el producto 

de la función de verosimilitud calculada para los datos que se tengan y la 

distribución a priori de la variable que se determinó; combinándose así la 

información previa a la “experiencia” con la información objetiva de los datos. 

A medida que se obtenga más información, la distribución a posteriori se puede ir 

actualizando, usándola como distribución a priori, así obteniéndose una nueva 

distribución a posteriori más actualizada. Esta es una gran ventaja que tiene el 

análisis bayesiano, ya que el análisis clásico frecuentista implica que a medida 

que se conozcan más datos, hay que reanalizar todo de nuevo (Bolstad, 2007).  

La mezcla del sistema de actualizar y del pronóstico de probabilidad en tiempo 

real fue llamado precuencial, (combinación entre pronóstico de probabilidad y 

predicción secuencial) por Dawid (1984). Se distinguió esta forma de pronosticar 

de otros sistemas, los cuales no actualizan por completo. 
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También en el análisis bayesiano la información de expertos puede ser 

incorporada para mejorar los pronósticos (Geweke & Whiteman, 2004). 

En el análisis bayesiano los parámetros son considerados cantidades aleatorias, 

mientras que los datos, habiendo sido ya observados, son considerados como 

cantidades fijas (Lynch, 2006). De esta manera se pueden dar muchos casos en el 

que el parámetro de cierta distribución se distribuye como otra o como la misma 

distribución.  

Se dice que cuando la distribución a posteriori es de la misma familia que la 

distribución a priori, es una familia de distribuciones conjugadas. 

A continuación se muestra una tabla con distintas combinaciones de distribuciones 

que dan lugar a cierta distribución a posteriori. 

Tabla 2. Algunas distribuciones conjugadas 

Priori  Distribución de datos  Posteriori 

Gamma  Poisson  Gamma 

Normal  Normal  Normal 

beta  Bernoulli  Beta 

Gamma  Inversa exponencial  Gamma 

 
(Flores, 2012) 

 
La inferencia bayesiana hasta hace poco tiempo tenía obstáculos técnicos que de 

alguna manera retardaron su desarrollo, pues generalmente este análisis conlleva 

a problemas de integración y complejidad en la formulación del problema; sin 

embargo amplios avances computacionales han permitido su más práctica 

solución, ampliando así el alcance de este tipo de métodos (Geweke & Whiteman, 

2004). 

 
 

2.8. Monte Carlo por Cadenas de Markov (MCMC) 

 

La metodología de simulación Montecarlo parte de la elección aleatoria de 

muestras para aproximar un problema combinatorio complejo a uno más simple de 

resolver (Andrieu, De Freitas, Doucet, & Jordan, 2003). Dicha simulación genera 

valores independientes tomando como base una distribución de probabilidad 

deseada. Por otro lado las cadenas de Markov, postulan que los estados 

anteriores son irrelevantes para la predicción de los estados siguientes, desde que 
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el estado actual sea conocido, basándose en una estructura de dependencia entre 

los valores simulados consecutivamente.  

Al unir ambas técnicas, se crea la metodología de simulación Monte Carlo por 

Cadenas de Markov que consiste en generar un muestreo a partir de 

distribuciones de probabilidad basadas en la construcción de cadenas de Markov 

donde cada valor simulado, tiene dependencia con el dato anterior, llegando a una 

convergencia a la distribución deseada (Gill, 2002). Después de una larga 

cantidad de corridas, estos resultados se utilizan como una muestra estacionaria 

de la distribución deseada. Entre más corridas, la calidad de la muestra es mejor. 

Los métodos MCMC son una estrategia para generar valores de la variable 

aleatoria buscada x(i) mientras explora el espacio X usando cadenas de Markov. 

Este mecanismo se construye para que la cadena pase más tiempo en las 

regiones más importantes (Andrieu, De Freitas, Doucet, & Jordan, 2003). 

En algunas ocasiones, la generación de variables aleatorias bajo una distribución 

de probabilidad compleja, se hace muy difícil, para ello se recurre a algoritmos de 

apoyo basados en MCMC, como el de Gibbs o el de Metropolis Hastings. 

Algunos de estos algoritmos se basan sólo en una caminata aleatoria en la 

distribución, dándole más importancia a los valores con más probabilidad. Para 

hacerlo se toma un punto de partida y luego se toma aleatoriamente un punto 

cercano. Otros como el de Hastings, eligen el mejor punto al comparar dos 

criterios (usualmente el punto de más probabilidad). 

Estos algoritmos han jugado un papel importante en estadística, econometría, 

física y ciencia computacional. Tan importante es, que existen diferentes 

problemas de altas dimensiones en los que simulación por MCMC es el único 

método conocido que acerca a una solución en un tiempo razonable (Andrieu, De 

Freitas, Doucet, & Jordan, 2003). 

MCMC no se usa solamente para inferencia bayesiana, sino también en casos en 

los que, por ejemplo, la verosimilitud no puede ser calculada explícitamente debido 

a información faltante o dependencia compleja (Geyer, 2011). 

Estos métodos MCMC son considerados como el desarrollo más importante en 

estadística computarizada. Esto métodos han permitido ajustar prácticamente 

cualquier modelo de probabilidad que antes no era posible por las limitaciones que 

existían en software para resolver problemas de alto contenido teórico (Martin, 

Quinn, & Park, 2011) 
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Muestreador de Gibbs 
 
El muestreador Gibbs es un algoritmo iterativo Monte Carlo diseñado para extraer 

la distribución a posteriori para la inferencia bayesiana, a partir de la distribución 

condicional encontrada para el parámetro (Flora Lu, 2005) actualizando el valor en 

cada iteración i. 

Este algoritmo es flexible y confiable para generar cadenas de valores. Este es un 

kernel de transición (Gill, 2002), creado por una serie de distribuciones 

condicionales en un esquema Markoviano. Si la distribución límite de interés es 

f(), donde  es un vector k dimensional de coeficientes a estimar, entonces el 

objetivo es producir una cadena de Markov que genere ciclos alrededor de estas 

condicionales y que converja a dicha distribución. 

 
 

2.9. Regresión gaussiana bayesiana por Cadenas de Markov. 

En general, las metodologías de estimación de regresión bayesiana se basan en 

distribuciones asignadas a priori para los parámetros así como distribuciones para 

la verosimilitud de los datos, con el fin de obtener distribuciones a posteriori 

condicionales, de las cuales se hace el muestreo con la cadena MCMC, para al 

final encontrar muestras estacionarias de dichos coeficientes. 

Para realizar el modelo específico para este trabajo, el programa R cuenta con un 

paquete: MCMCPack, que con la función MCMCregress estima los parámetros, 

asumiendo el siguiente proceso:  

 Aplica el muestreador de Gibbs, utilizando la distribución a priori Normal 

multivariada para los betas (coeficientes del modelo de regresión). 

 Distribución a priori Gamma inversa para la varianza del error condicional.  

El modelo de regresión gaussiana bayesiana toma la siguiente forma: 

 
(19) 

 

Donde el error se asume Normal: 

 
(20) 

 

Se asumen apriori semi-conjugada estándar: 
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(21) 

 

 
(22) 

Donde β y         se asumen como a priori independiente. 

 

2.10. Regresión bayesiana Poisson por cadenas de Markov 

El modelo de regresión Poisson bayesiano en este caso se estima con la función 

MCMCpoisson, que genera una muestra de los coeficientes del modelo usando la 

distribución a priori normal multivariada para los parámetros, distribución Poisson 

para los datos, y usa una caminata aleatoria con los criterios del algoritmo 

Metropolis.  

El modelo toma la siguiente forma: 

 
(23) 

Donde, 

 
(24) 

 

Se asume una a priori Normal  multivariada en β (Martin, Quinn, & Park, 2013): 

 

 
(25) 

 
En este tipo de modelos de regresión bayesiana, distintos tipos de variables 

pueden ser incorporadas según la necesidad de ajuste a la demanda histórica. 

Variables de tiempo lineal y tipo cuadrático son una opción para mejorar el modelo 

y capturar tendencia. Las variables trigonométricas se utilizan cuando existe 

variación en el tipo de estacionalidad, sea constante o creciente para así, captar 

su variabilidad. De esta forma se tiene: 

 

   (
   

 
) 

 
 

(26) 
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y 
 

   (
   

 
) 

(27) 

 
Donde, c es una constante par, t el periodo a pronosticar y L es el número entero 

positivo que representa el patrón de estacionalidad. 

 
 

2.11. Método de optimización Tabú 

 

La búsqueda metaheurística Tabú fue propuesta por Glover (1990) como una 

técnica para sobrellevar el atrapamiento en una solución óptima local en 

algoritmos heurísticos de búsqueda de base local.  

Este algoritmo busca una optimización del valor de una función objetivo fx  con k 

variables de decisión, de manera que se genere una lista con los valores de los 

puntos en el espacio k+1 dimensional (k variables y el valor de la función objetivo 

fx) llamada lista Tabú. Dicha lista representa la historia del recorrido de la 

búsqueda, para evitar repetir los puntos ya evaluados, hasta encontrar el mejor 

valor entre los puntos explorados. Chelouah y Siarry (2005) proponen un algoritmo 

de exploración-explotación, donde hay una explotación de puntos dentro de un 

vecindario y una exploración para buscar la mejor solución posible en un conjunto 

de soluciones, encontrando aproximaciones al óptimo global (Valencia et al, 2013).  

 
2.12. Error porcentual medio absoluto (MAPE) 

 
En aplicaciones prácticas es una forma muy utilizada y común para medir la 

precisión de un pronóstico a pesar de su relativa simplicidad. 

 

                  
     

  
      

 
(28) 

 
 

(   )   |
     

  
|      

 

 
(29) 
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     ∑
    

 

 

   

 

 

 
(30) 

 

Donde,    = Es el valor real en el tiempo t 
 

  = Pronóstico en el tiempo t 
 

  = Número de Periodos 
 
(   )   = Error porcentual absoluto 
 

     = Error porcentual absoluto medio (McKenzie, 2006) 
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3. METODOLOGIA 

 
La metodología que se presenta en esta sección busca describir el procedimiento 

primero de forma general todos los pasos seguidos en el trabajo, luego, en detalle 

el proceso de cada método estadístico, explicando las variables, distribuciones y 

premisas que deben ser tenidas en cuenta para llegar a las estimaciones de 

pronósticos finales respectivas. Finalmente, el desempeño de estos métodos se 

compara usando el criterio de pronóstico (MAPE), aspecto que se realiza en la 

sección de resultados, con su respectivo análisis y conclusiones, posterior a la 

estimación de los pronósticos. 

Todos los métodos usados fueron aplicados a un conjunto de 24 datos, que 

corresponden a las ventas de seis productos de una empresa de confección  de 

2010 a 2011 (González & Franco, 2013). 

 
Proceso general 
 
Parte I. 
 
Con los primeros 12 datos (2010), se procede así: 
 

1. Hacer un análisis de los datos por medio de la gráfica tiempo vs ventas 
2010 y la gráfica de la función de autocorrelación muestral (SAC) 
(Bowerman, O'Connell, & Koehle, 2007) 
 

2. Aplicar una prueba de bondad de ajuste con el fin de generar la variable 
aleatoria utilizando una distribución de probabilidad para los datos 
(explicada en subsección 3.1.). 

 
3. Estimar un modelo de regresión bayesiana Poisson y Gaussiana por 

Cadenas de Markov  (explicados en subsección 3.2.) 
 

4. Con los métodos bayesiana descrita en la subsección 3.3., se encuentra la 
ecuación de la prima bayesiana genérica para iniciar los pronósticos. El 
primer paso es estimar las ventas de enero de 2011. 

 
Pate II. 
 

1. Simular una variable aleatoria Poisson, con el parámetro encontrado   

( ̂   ̅), usando un algoritmo para estimar la media de 12 valores de ventas 
mensuales del año 2011, haciendo 1000 simulaciones y calculando el error 
relativo por mes y el MAPE anual. Al final se obtienen 12 medias mensuales 
que representan el pronóstico de cada mes de 2011 y un MAPE final. 
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2. Partir de la ecuación obtenida para el valor esperado bayesiano, y de los 

datos actualizados en cada mes de 2011, se emplea  la técnica Tabú con el 
fin de encontrar los parámetros respectivos que minimizan el MAPE. 

 
3. Generar pronósticos con las ecuaciones de regresión bayesiana obtenidos 

a partir de las simulaciones que se realizan con el paquete de MCMC. 
 

4. Para cada uno de los valores pronosticados mensuales por método 
estadístico, se estima el APEt y el MAPE para del año 2011, como criterio 
final de comparación. 

 
Todos los procesos de estimación para los seis productos siguen los mismos 
pasos (de las partes I y II). Las técnicas estadísticas serán mostradas en detalle a 
continuación y al final se muestra el resumen de modelos e indicadores 
encontrados para todos los productos.  
 

3.1. Prueba de Bondad de ajuste y variable aleatoria 

 
Se realiza la prueba de bondad de ajuste Ji-cuadrado con el fin de determinar  a 

cuál distribución de probabilidad se ajustan los datos. Debido a que los datos son 

discretos, se le hace la prueba a estos bajo las distribuciones teóricas Binomial, 

Geométrica, Uniforme y Poisson 

 
El contraste de pruebas de hipótesis, en relación a la distribución Poisson, es: 
  

Ho: Los datos se ajustan a una distribución Poisson con  ̂    ̅ 
 
Vs  
 

H1: Los datos NO se ajustan a una distribución Poisson con  ̂    ̅ 
 
Para las demás distribuciones, se modifica Fo y el respectivo parámetro. 
 
Acorde con la distribución de ajuste encontrada, se genera la variable aleatoria 

con el programa estadístico R y se utiliza el algoritmo mencionado en la segunda 

parte de la introducción de la metodología. 

 
 

3.2. Regresión Gaussiana y Poisson bayesiana con MCMC.  
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Para llevar a cabo este análisis bayesiano, se parte de la propuesta de modelación 

basada en una exploración de diferentes covariables en cada modelo de los seis 

productos a analizar, acorde con el tipo de tendencia o estacionalidad que podría 

presentar el conjunto de datos. Las covariables exploradas son:  

 Tiempo lineal : t 

 Tiempo cuadrático : t2 

 Tiempo cuadrático : t3  

 Variables trigonométricas:     (
   

 
),    (

   

 
) 

 Ficticias o de nivel, como el mes.  

 

 Modelo de regresión bayesiana Poisson con MCMC. 

 

Los modelos de regresión bayesiana Poisson se utilizan dada la naturaleza de los 

datos, y su respectiva prueba de bondad de ajuste, asumiendo los supuestos 

explicados acerca de normalidad a priori para los parámetros y distribución 

Poisson para los datos.  

La ecuación del modelo de regresión Poisson para el producto A es: 

   ( ̂)        
        (

   

  
)+    

 

(31) 

Donde t es el número que le corresponde al mes, partiendo desde los datos que 

se usaron para estimar el modelo, es decir, enero del 2010 será t=1, por lo que 

enero del 2011 será t=13 y así sucesivamente.    es el error 

Sin embargo, la distribución normal de los datos no es inapropiada, ya que se da 

esta aproximación para la Poisson cuando la media es alta (Montgomery & 

Runger, 2003), en este caso, las medias de cada producto están alrededor de 100. 

Por ello se puede explorar el modelo de regresión bayesiana gaussiana con 

MCMC mostrado a continuación. 

 

 Modelo de regresión bayesiana gaussiana con MCMC. 

La ecuación empleada es similar a la de un modelo de regresión común, por 

ejemplo, para el producto A la ecuación general del modelo de regresión 

gaussiano es: 

 ̂        
     (32) 
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Los coeficientes finales, para ambos modelos de regresión, se pueden tomar de 

las estadísticas de tendencia central de los parámetros simulados. Para este 

trabajo, la estadística que servirá de coeficiente de cada modelo será la media de 

las simulaciones dicho parámetro. 

Estos modelos se estiman utilizando la metodología Monte Carlo por Cadenas de 

Markov con las funciones MCMCRegress y MCMCPoisson dentro del paquete 

MCMCpack del software estadístico R. 

 
 

3.3. Prima Bayesiana 

 
El proceso analítico para generar la ecuación del valor esperado bayesiano (Prima 

bayesiana), se describe en esta sección, como insumo para presentar la 

aplicación a los datos que se mostrará en el capítulo de resultados. Aspecto que 

constituye el aporte principal del trabajo. 

Los datos tienen una naturaleza discreta, con distribución probabilística ajustada 

según la Poisson (resultados presentados en el siguiente capítulo), aspecto que es 

el punto de partida para emplearla como la verosimilitud y la distribución gamma 

como la a priori para el parámetro  , con parámetros        que se asumen con 

distribuciones a priori no informativas uniformes. 

El parámetro  , que representa en este caso una tasa de ventas mensuales, 

posee una naturaleza continua, y posee una variabilidad alta, por lo cual, la 

distribución Gamma puede representar adecuadamente dicho comportamiento. 

Resumen del método usado para encontrar la Prima Bayesiana de acuerdo a 
la teoría respectiva. 
 

1. Definir distribuciones de los datos (verosimilitud) y apriori del parámetro 
2. Multiplicar la distribución a priori por la verosimilitud 
3. Encontrar la forma de la distribución aposteriori 
4. Estimar el valor esperado, usando la integral que integra el producto del 

valor esperado de la distribución de los datos por la distribución a posteriori 
hallada para el parámetro. 

 
Dicha ecuación es el insumo para efectuar los pronósticos. A continuación se 
detallará esta metodología, que es aplicable, de manera general a distintos casos 
de datos con naturaleza Poisson. 
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 Proceso de estimación 
 

 
Las premisas parten del conocimiento de las distribuciones de los datos y la del 

parámetro. La función de verosimilitud de los datos es la Poisson ( ). 
 

 ( |           )  ∏
      

   

 

   

 
 

∑   
 
       

∏   
 
    

 
(33) 

 
 

Para   se tiene la distribución Gamma ( ,) como la distribución a priori, se 
recuerda a continuación: 
 
 

 ( )  
 

 ( )   
              ,       

 

(34) 

 
Se calcula la a distribución a posteriori usando la ecuación (15),  reemplazando 
(33) y (34) 
 

 (   |     )  

 
 ( )   

         
∑   

 
       

∏   
 
    

  ( )
⁄

 

 
(35) 

Agrupando y organizando la ecuación anterior se obtiene: 
 

 (   |     )  

 
∏   

 
     ( )   

  ∑   
 
             

  ( )
⁄

 

 
(36) 

Se reemplaza la ecuación (33) y (34) en (14) teniendo en cuenta que los límites de 

la integral son enteros positivos por la restricción en el parámetro   y se agrupa y 

organiza, lo que al final le da la misma forma que la ecuación (36). 

 

  ( )  ∫
 

∏   
 
     ( )  

   ∑   
 
      

  (
 
 

  )
  

 

 

 
 

(37) 

 
 
Se asumen constantes los valores que no tienen que ver con el diferencial de la 
integral. 
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  ( )  
 

∏   
 
     ( )  

∫    ∑   
 
      

  (
    

 
)
  

 

 

 
 

(38) 

 
 
La integral anterior corresponde a la forma de una gamma, con la derivada del 
exponencial elevada al valor de alfa:  
 
Se tiene la función de densidad de probabilidad (7) donde su integral es igual a 1, 
luego, al despejar la integral se obtiene: 
 
 

  ( )  
 

∏   
 
     ( )  

 (  ∑  

 

   

) (
 

    
)
  ∑   

 
   

 
 

(39) 

 
 
Reemplazando el valor anterior en (36) se tiene 
 
 

 ( |     )  

 
∏   

 
     ( )   

  ∑   
 
             

 
∏   

 
     ( )   (  ∑   

 
   ) (

 
    

)
  ∑   

 
   

 

 
 

(40) 

 
Cancelando y agrupando términos se obtiene finalmente la distribución a priori. 
 
 

 ( |     )  
   ∑   

 
      

  (
    

 
)

 (  ∑   
 
   ) (

 
    

)
  ∑   

 
   

 

 
(41) 

 
Son muchas las técnicas bayesianas para pronosticar. Comprenden la inferencia 

predictiva, el valor esperado de la función predictiva bayesiana (Flórez, 2012), los 

modelos de regresión vía Monte Carlo por Cadenas de Markov (MCMC) así como 

los modelos dinámicos bayesianos. 

El valor esperado asociado a la predicción, también llamada Prima Bayesiana por 

Flórez (2012) se utiliza en este trabajo para obtener los pronósticos. 

Prima bayesiana: 

 (    | )  ∫  (    | )
 

 

 ( |     )   
 
(42) 
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Donde  (    | )     es el valor esperado 

 

Continuando con el análisis y reemplazando el valor esperado y (41) en (42) se 

tiene después de organizar: 

 

 (    | )  
 

 (  ∑   
 
   ) (

 
    

)
  ∑   

 
   

∫      ∑   
 
      

  (
    

 
)

 

 

   
 

(43) 

 

 
Luego de reemplazar términos dentro y fuera de la integral, esta última, 

nuevamente tiene la forma de la función de densidad Gamma, que vale 1, 

quedando la siguiente ecuación. 

 (    | )   ̂  (  ∑  

 

   

)(
 

    
) 

 
(44) 

 

Valor  que constituye la prima bayesiana; que sólo depende de los n datos 

tomados y de los parámetros        

Un modelo que incorpora un cambio dinámico a la ecuación, incorporando 

términos autorregresivos a los parámetros, genera el siguiente resultado final, que 

será utilizado para este trabajo. 

 ̂  (            ∑  

 

   

)(
          

  (          )    
 ) 

 
(45) 

 
Donde    y    son los parámetros de la distribución Gamma para el tiempo t 

 
     y      son los parámetros para el tiempo t-1 
 

   es el número de mes correspondiente. 
 

El valor constante 0.1 corresponde a un valor de correlación muy pequeño que se 

puede dar entre el valor t versus t-1. 

De esta manera se intenta captar fluctuaciones en las ventas futuras, sin embargo 

los valores de los parámetros   y  , a utilizar en este modelo no serán los óptimos, 

viéndose al final esto reflejado en el resultado propuesto. En la sección de 

optimización tabú se encontrarán los valores óptimos para estos parámetros para 

intentar mejorar mucho más el pronóstico final.  
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3.4. Método de optimización Tabú 

La heurística es diseñada para este trabajo, se exploran los valores de los 

parámetros de la ecuación (45), de tal manera que los 12 parámetros (uno por 

mes), sean los que encuentren el menor error medio (MAPE) a partir de los 

pronósticos generados con este valor esperado.  

Función objetivo:        ∑
|
     

  
|

 
 
    

Donde,    es el valor real y    el pronóstico, hallado con la prima bayesiana y la 

función objetivo es MAPE 

 

Modelo 

Minimizar z=MAPE 

s.a.  , >0 

Notaciones: 

Xt+1: valor a pronosticar en el tiempo t+1. 

n: Cantidad de datos disponibles para pronosticar. 

 : Parámetro de forma  

: Parámetro de escala  

   y   son los parámetros de la distribución a priori Gamma del parámetro   y 

constituyen las variables de decisión. 

Al encontrar los mejores valores de dichos parámetros, deben ser utilizados para 

la ecuación de la prima bayesiana de forma que pueda efectuarse el pronóstico de 

manera eficiente. Esto permitirá el uso de la ecuación para planear inventarios, 

reemplazando los nuevos valores de las variables en cada tiempo t. 

 

 Algoritmo 

En este análisis se propone una variación en la exploración de puntos nuevos 

usando una combinación de una distribución uniforme y una normal, de manera 

que se encuentren parámetros de    y   que minimicen la media de error absoluto 
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de pronóstico de un producto terminado MAPE. La lista tabú se actualiza cada que 

se encuentra un punto que genera un valor de la función objetivo menor al mínimo 

de todos los demás que están en la lista Tabú.  

A continuación se explica paso a paso el algoritmo utilizado para optimizar: 

1. Crear una función de búsqueda de 12 valores de α y de β alrededor de un 

punto, de forma que encuentre el mínimo valor de la función objetivo MAPE, 

estocásticamente, con la función coseno y la distribución normal. Dicho 

MAPE se calcula con el valor pronosticado con la prima bayesiana 

actualizada a tiempo t, vs el valor real de la venta. 

 

2. Crear una lista tabú con los mínimos valores de la función objetivo que 

explotó alrededor de un conjunto de puntos, posteriormente, genera nuevos 

puntos con la función coseno y la distribución normal, comparándolos con 

los existentes en la lista, si son iguales a algún conjunto de parámetros, no 

se incorpora el nuevo punto, de lo contrario, se incorpora si es menor del 

mínimo que hay en la lista. 

 

3. Al final, el menor valor de la función objetivo de todos será el último de la 

lista, con los respectivos valores de alfas y betas (12) que lo generaron. 
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4. RESULTADOS 

 

4.1. Exploración de los datos 

 
Para el primer producto se mostrará el proceso exploratorio. 
 
La siguiente gráfica muestra las ventas del año 2010 del producto A desde el mes 
de enero hasta diciembre de ese mismo año. 
 

 
Gráfico 3. Tiempo vs ventas 2010 para producto A 

No es clara una tendencia pues al final hay un cambio en la variabilidad muy fuerte 

que, al menos a simple vista no permitiría hacer una predicción de su futuro 

comportamiento. 

La siguiente gráfica muestra la SAC para  la misma serie de tiempo anterior 
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Gráfico 4. Función de autocorrelación muestral para 2010, producto A 

 
No se aprecia alguna dependencia con el pasado de la serie pues todos los 

valores de autocorrelación están dentro de las bandas; sin embargo concluir con 

tan pocos datos no es recomendable. 

Por lo anterior no existen argumentos teóricos para casarse con un modelo en 

especial. 

 
 

4.2. Prueba Bondad de ajuste ji-cuadrado. 
 
Al realizar la prueba sobre los datos del producto A, se obtienen los siguientes 

valores p para cada una de las distribuciones seleccionadas con el software 

StatGraphics. En la primera fila se observa el valor del estadístico de prueba, en la 

segunda los grados de libertad respectivos y en la última el valor P. 

 
Tabla 3. Prueba de bondad de ajuste ji-cuadrado para producto A 

 Binomial Geometric Poisson Uniform 

Chi-Square 7,31032 49,3153 3,54182 13,2282 

D.f. 3 1 3 2 

P-Value 0,0626361 2,17959E-12 0,315374 0,00134132 

 
 
Al comparar los valores P se encuentra que en la prueba de bondad de ajuste 

para la distribución Poisson se cumple la hipótesis nula, con lo que se concluye 

que ésta es la distribución a la cual mejor se ajustan los datos del producto A. 

A continuación se muestra la tabla con los resultados del resto de productos a los 

cuales se les aplica el mismo proceso que al producto A. La distribución Poisson 

siempre fue a la que se ajustó el conjunto de datos de cada producto. 

 

Tabla 4. Prueba de bondad de ajuste ji-cuadrado para todos los productos 

 
Prueba de bondad de ajuste 

Producto A B C D E F 

 Distribución Poisson Poisson Poisson Poisson Poisson Poisson 

Valor p 31,54% 13,72% 20,05% 0,04% 16,83% 13,48% 
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En el producto D, no se cumplió la hipótesis nula al 5%, para ajustar a la 

distribución Poisson, sin embargo, es el Valor p más alto de varias consideradas, 

por ello, se selecciona la distribución Poisson por la naturaleza discreta de los 

datos y por variar en el tiempo. 

 
 

4.3. Pronósticos con Variable aleatoria 

 
En esta sección se realiza un pronóstico con variable aleatoria Poisson, siendo 

consecuentes con los resultas obtenidos en la prueba de bondad de ajuste. 

Para el producto A se tiene una media, equivalente al valor del parámetro λ de 

100.667. Con ayuda de un algoritmo programado en R se lleva a cabo una 

simulación con 1000 iteraciones, la cual calculará el MAPE para cada una de ellas, 

para proceder y calcular las estadísticas básicas como mínimo, máximo, mediana, 

entre otras. De estas estadísticas se toma la media, siendo ésta el MAPE final. 

En la tabla 5 se muestran 12 de los valores pronosticados para 2011 y su APEt 

correspondiente para una sola iteración.  

 
 

Tabla 5. Pronóstico mensual de 2010 y APEt para una iteración 

Mes Pronóstico APEt 

Ene 123 18,27% 

feb 114 14,29% 

Mar 110 15,79% 

Abr 105 40,34% 

May 111 15,27% 

Jun 96 25,00% 

Jul 94 23,58% 

Ago 100 14,53% 

Sep 94 6,00% 

Oct 75 46,81% 

Nov 96 40,00% 

Dic 101 41,95% 

 
Nótese la variación del valor del APEt, moviéndose entre 6% y 47% para este 

caso 
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A continuación se muestra la  tabla resumen con el MAPE respectivo para cada 

producto, cuyos valores se obtienen utilizando el mismo proceso que en el 

producto anterior, luego de las 1000 iteraciones. 

 
Tabla 6. MAPE para todos los productor con variable aleatoria simulada 

 
Variable aleatoria 

Producto A B C D E F 

Distribución Poisson Poisson Poisson Poisson Poisson Poisson 

MAPE 23,32% 28,86% 25,74% 20,81% 32,86% 24,66% 

 
Se obtiene valores MAPE muy cercanos los unos a los otros, resaltándose el del 

producto D, que aparece como el mejor. 

 
 

4.4. Modelo de Regresión bayesiana Gaussiana y Poisson con 

MCMC 

 
Para el producto A se exploraron dos tipos de modelos, de los cuales el mejor 

resultado se obtuvo con la regresión bayesiana gaussiana, luego de 100.000 

simulaciones, con un quemado de 20.000, usando la función MCMCregress de R.  

 

 Modelo de regresión bayesiana Poisson 
 

 

En la siguiente tabla se presentan los valores de la media de cada uno de los 

coeficientes y la respectiva desviación estándar para el modelo (31) del producto 

A, que se retoma a continuación: 

   ( ̂)        
        (

   

  
)+    

 

Tabla 7. Media de los parámetros y desviación estándar para modelo de regresión 
Poisson con MCMC 

Modelo de regresión bayesiana Poisson con 
MCMC 

Coeff Mean        SD 

(Intercept)   4.445600 0.0540955 

t2             0.002851 0.0007913 

sint           0.059988 0.0547391 
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Los valores de la media para cada una de las covariables de la columna uno 

corresponden al valor de los parámetros βi  que completarán el modelo. De esta 

manera al reemplazarlos en (31) la ecuación sería: 

 ̂                             (
   

  
)      

 
(46) 

 

En la siguiente tabla se muestran los modelos respectivos de cada producto 

usando su modelo respectivo tomando los valores de los parámetros de la misma 

manera que para el producto A. Ninguno de los parámetros de estos modelos 

cumplió la hipótesis nula sobre la incorrrelación de las simulaciones respectivas, 

usando la prueba de Box-Pierce. 

 

Tabla 8. Modelos de regresión bayesiana Poisson para todos los productos y MAPE 

Modelo de regresión bayesiana Poisson con MCMC 

Producto Modelo MAPE 

A 
 ̂                           (

   

  
) +   

 
95,73% 

B 
 ̂                              (

   

  
)+   

 
93,69% 

C 
 ̂                   +   

 
92,73% 

D 
 ̂                            (

   

  
)+  

 

 
91,09% 

E 
 ̂                             (

   

  
)+  

 

 
93,13% 

F 
 ̂                           (

   

  
)+   

 
89,62% 

 

 
Dados los resultados tan poco satisfactorios y la no confiabilidad de los modelos 

por no cumplir la prueba de incorrelación, se explora el modelo gaussiano, ya que 

la media de los valores a pronosticar es alta y por ello, la normalidad puede tener 

un buen desempeño. A continuación se muestran los resultados. 
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 Modelo de regresión bayesiana gaussiana 
 

En la tabla 9 se aprecian los resultados de las estadísticas de la media y 

desviación estándar para los coeficientes del mejor modelo.  

 
Tabla 9. Media de los parámetros y desviación estándar para modelo de regresión 

bayesiana Gaussiana  con MCMC 

Modelo de Regresión bayesiana Gaussiana 

 Mean        SD 

(Intercept)   87.4827 8.2195 

t2             0.2344 0.1154 

Sigma2      342.1060 197.6951 

 
 
 
Al igual que en el proceso llevado a cabo anteriormente, de la tabla anterior se 

toma la media de los valores simulados, para escribir el modelo y reemplazando 

en (32) queda la siguiente ecuación de pronóstico para el producto A: 

 ̂                    +   
 

(47) 

A partir de esta se obtienen los valores finales pronosticados, mostrados en la 

tabla 10 con su respectivo APEt y finalmente el valor MAPE de estos 12 valores. 

 
 

Tabla 10. Pronóstico, APEt y MAPE mensual para el 2010 estimado con  regresión 
bayesiana Gaussiana  con MCMC 

Mes Pronóstico APEt MAPE 

Ene 127,10 22,21% 

35,06% 

Feb 133,43 0,32% 

Mar 140,22 47,60% 

Abr 147,49 16,20% 

May 155,22 18,49% 

Jun 163,43 27,68% 

Jul 172,10 39,92% 

Ago 181,24 54,91% 

Sep 190,85 90,85% 

Oct 200,93 42,51% 

Nov 211,48 32,18% 

Dic 222,50 27,87% 
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El porcentaje medio final no es el más adecuado para efectuar pronósticos, para 

ello se propone otro método bayesiano. 

A cada parámetro simulado se realiza la prueba de autocorrelación de orden 2, de 

Box-Pierce, encontrando para el intercepto, el siguiente resultado: 

 

         , Grados de libertad = 10, Valor P = 0.6596 
 
Dado el Vp>0.05, se acepta la hipótesis nula (presentada en el ítem 2.5) 

mostrando que el coeficiente del intercepto no tiene dependencia, siendo de esta 

forma estacionario. Lo mismo ocurrió para los demás parámetros de este modelo y 

para todos los parámetros de los modelos del resto de productos. Usando un 

procedimiento muy similar, se hacen las demás estimaciones y los resultados se 

muestran en la siguiente tabla. 

 
Tabla 11. Modelos de regresión bayesiana Gaussiana para todos los productos y 

MAPE 

 
No se muestra el valor P de la prueba Box-Pierce para   , pues el valor de este 

error es tan imperceptible, que resulta insignificante en el modelo si no cumpliese 

la prueba. 

Para todos los productos, excepto para el C, de los modelos explorados con las 

distintas covariables mostradas en la respectiva sección del marco teórico, los 

modelos con mejor MAPE llevaron siempre el tiempo al cuadrado y no se le 

incorporo variable trigonométrica. Por ejemplo, al explorar un modelo sin 

Modelo de regresión bayesiana gaussiana con MCMC 

Producto Modelo MAPE β0 β 1 β 2 

A 
 ̂                   +   

 
35,06% 0.65 0.60 - 

B 
 ̂                     +   

 
18,30% 0.65 0.60 - 

C 
 ̂                          (

   

  
)      

 
92,98% 0.95 0.85 0.52 

D 
 ̂                 +   

 

 
127,59% 0.65 0.60 - 

E 
 ̂                     +   

 

 
16,27% 0.65 0.60 - 

F 
 ̂                   +    

 
121,96% 0.65 0.60 - 
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covariable trigonométrica para el producto C, se obtuvo un MAPE del 96.80% por 

lo que mejor se eligió el modelo mostrado en la tabla anterior.  

 
 

4.5. Pronóstico con prima bayesiana 

 
Para llevar a cabo el pronóstico, se utiliza las ecuaciones (44) y (45), la primera, 

que no incorpora términos autorregresivos puesto que es el primer pronóstico del 

año, se utiliza para pronosticar el mes de enero de 2011 y la segunda para el resto 

de meses. 

A continuación se muestra el modelo con los valores tomados de la tabla 12. 
 

 ̂       (    ∑  

  

   

)(
   

     (  )
) 

 
(48) 

 
Donde ∑   

  
    es la suma de las ventas del año 2010. 

 
 

 ̂       (        (   )  ∑  

  

   

)(
       (   )

  (       (   ))  
 ) 

 
(49) 

 

 

Donde ∑   
  
    es la suma de las ventas del 2010 y el acumulado de ventas hasta 

junio del 2011 

Los valores de α y β se seleccionan arbitrariamente como semilla de un proceso 

de optimización posterior con el algoritmo Tabú. 

En la siguiente tabla se muestran los α y β arbitrarios, la nt-1 correspondiente 

según el mes, la sumatoria de los xi, el pronóstico hallado con la ecuación (44) 

para enero y (45) para el resto de meses y los porcentajes de APEt y MAPE. 

 
Tabla 12. Valores para variables del modelo de prima bayesiana, APEt y MAPE 

mensual para 2010 

Producto A 

Mes α β nt-1 ∑  

 

   

 Pronóstico APEt MAPE 

Ene 200 200 12 1202 116,78 12,29% 16,56% 
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feb 200 200 13 1306 117,34 11,77% 

Mar 200 200 14 1439 118,46 24,70% 

Abr 200 200 15 1534 116,90 33,58% 

May 200 200 16 1710 120,59 7,95% 

Jun 200 200 17 1841 121,20 5,31% 

Jul 400 400 18 1969 132,70 7,89% 

Ago 400 400 19 2092 133,25 13,89% 

Sep 400 400 20 2209 132,43 32,43% 

Oct 400 400 21 2309 130,89 7,17% 

Nov 400 400 22 2450 131,35 17,91% 

Dic 400 400 23 2610 132,60 23,80% 

 
En la tabla anterior se aprecian cómo los valores de n y la sumatoria se van 

actualizando a cada tiempo con los nuevos valores del mes anterior, partiendo 

desde los 12 datos del año anterior. 

Se aplica el mismo proceso al resto de productos y se muestra el MAPE obtenido 

en la próxima tabla. 

 
Tabla 13. MAPE 2011 para todos los productos obtenidos con prima bayesiana 

 
Prima bayesiana 

MAPE (%) A B C D E F 

2011 17,06% 19,59% 20,50% 21,99% 12,94% 16,21% 

 
Se logra mejorar el MAPE de cada producto sin embargo algunos valores aún 

tienen un porcentaje alto, debido quizás a los α y β no-óptimos que se utilizaron en 

el modelo. 

El siguiente método incorporará esos valores optimizados y se lograrán nuevos 

resultados. 

 
4.6. Método de optimización Tabú 

 
A continuación se muestra la tabla con los valores óptimos α y β obtenidos con el 

algoritmo de optimización después de optimizar la función objetivo. 

 
Tabla 14. Valores α y β optimizados con Tabú 

Mes Α Β MAPE 
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Ene 45,7 399,8 

11,67% 

Feb 175,7 398,1 

Mar (126,4) 404,6 

Abr 161,9 398,9 

May 202,7 389,7 

Jun 193,5 404,2 

Jul 227,2 406,2 

Ago 108,6 392,7 

Sep 79,5 411,3 

Oct 276,3 411,1 

Nov 305,2 426,5 

Dic 249,6 403,6 

 
Obsérvese cómo varían los valores a lo largo del tiempo muy pocas veces 

pareciéndose a los valores arbitrarios escogidos en el modelo anterior.  

Al utilizar estos parámetros α y β que encuentran el mejor valor del MAPE, 

hallados con el algoritmo Tabú, se procede a reemplazar estos valores en el 

modelo bayesiano con ecuación (44) para enero y (45) para los demás meses y se 

obtienen las ecuaciones que se muestran en la tabla 15, diferenciada por mes. El 

respectivo error relativo se muestra en la última columna (APEt).  

 

Tabla 15. Modelos de prima bayesiana con parámetros α y β optimizados para 
producto A en 2010 

Producto A 

Mes Modelo APEt 

Ene 

 ̂   (     ∑  

  

   

)(
     

       (  )
) 

 

0,04% 

Feb 
 ̂   (          (    )  ∑  

  

   

)(
         (     )

  (         (     ))  
 ) 14,06% 

Mar 
 ̂   (           (     )  ∑  

  

   

)(
         (     )

  (         (     ))  
 ) 0,01% 

Abr 

 ̂   (          (      )  ∑  

  

   

)(
         (     )

  (         (     ))  
 ) 

 

36,25% 
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Producto A 

Mes Modelo APEt 

May 

 ̂   (          (     )  ∑  

  

   

)(
         (     )

  (         (     ))  
 ) 

 

7,98% 

Jun 

 ̂   (          (     )  ∑  

  

   

)(
         (     )

  (         (     ))  
 ) 

 

5,58% 

Jul 

 ̂   (          (     )  ∑  

  

   

)(
         (     )

  (         (     ))  
 ) 

 

0,06% 

Ago 

 ̂   (          (     )  ∑  

  

   

)(
         (     )

  (         (     ))  
 ) 

 

0,00% 

Sep 

 ̂   (         (     )  ∑  

  

   

) (
         (     )

  (         (     ))  
 ) 

 

14,95% 

Oct 

 ̂   (          (    )  ∑  

  

   

) (
         (     )

  (         (     ))  
 ) 

 

12,43% 

Nov 

 ̂   (          (     )  ∑  

  

   

)(
         (     )

  (         (     ))  
 ) 

 

20,95% 

Dic 

 ̂   (          (     )  ∑  

  

   

)(
         (     )

  (         (     ))  
 ) 

 

23,80% 

 
Aquí el APEt se logra llevar a niveles del 0% en algunos meses lo que repercutirá 

de manera positiva en el MAPE final, en contraste los valores altos como el de 

abril lo castigarán. 

En la tabla 16 se resumen los valores α y β finales, el nt-1 respectivo por mes, la 

sumatoria de los datos hasta el mes anterior, el pronóstico hallado, el error 

absoluto porcentual y el MAPE, para el producto A. 

Tabla 16. Valores para variables del modelo de prima bayesiana con parámetros α y 
β optimizados, APEt y MAPE mensual para producto A en 2010 
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Producto A 

Mes α β n ∑  

 

   

 Pronóstico APEt MAPE 

Ene 45,7 399,8 12 1202 103,96 0,04% 

11,67% 

feb 175,7 398,1 13 1306 114,31 14,06% 

Mar -126,4 404,6 14 1439 94,99 0,01% 

Abr 161,9 398,9 15 1534 112,20 36,25% 

May 202,7 389,7 16 1710 120,54 7,98% 

Jun 193,5 404,2 17 1841 120,85 5,58% 

Jul 227,2 406,2 18 1969 123,07 0,06% 

Ago 108,6 392,7 19 2092 117,00 0,00% 

Sep 79,5 411,3 20 2209 114,95 14,95% 

Oct 276,3 411,1 21 2309 123,48 12,43% 

Nov 305,2 426,5 22 2450 126,48 20,95% 

Dic 249,6 403,6 23 2610 132,60 23,80% 

 
La tabla anterior cumple el mismo análisis que la número 12 pero con variación de 

los resultados debido a la incorporación de los α y β optimizados. 

Finalmente se muestra la tabla resumen con el MAPE de cada uno del resto de los 

productos para el año 2011. 

 

Tabla 17. MAPE 2011 para todos los productos obtenidos con prima bayesiana con 
optimización Tabú 

 
Prima  bayesiana con optimización tabú 

Producto A B C D E F 

MAPE (%) 11,67% 12,88% 10,37% 9,78% 7,74% 3,64% 

 
Efectivamente, el MAPE se logó mejorar inmensamente con este método como se 

pensó en algún momento. Nótese que los valores de MAPE oscilan más o menos 

entre 3 y 10%, lo que representa un muy buen aporte para los que se interesen en 

esta técnica. 
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5. SINTESIS DE RESULTADOS 

 

 
Se presenta la tabla 18 en la cual se muestran el MAPE respectivo por modelo 

explorado y por producto para el año 2011. 

 
Tabla 18. Tabla resumen para todos los modelos y productos 

 
MAPE 2011 por producto 

Modelo A B C D E F 

Variable 
aleatoria 

23,32% 28,86% 25,74% 20,81% 32,86% 24,66% 

R. Poisson 95,73% 93,69% 92,73% 91,09% 93,13% 89,62% 

R. Gaussiana 35,06% 18,30% 92,98% 127,59% 16,27% 121,96% 

Prima 
bayesiana 

17,06% 19,59% 20,50% 21,99% 12,94% 16,21% 

Prima. Bay. 
con Opt Tabú 

11,67% 12,88% 10,37% 9,78% 7,74% 3,64% 

 
 
Nótese la inmensa mejora que aporta el método de optimización Tabú en el MAPE 

de cada producto, especialmente en el F. 

 

 Comparación entre modelos 
 

 
En la tabla 19 se muestra una comparación de ventajas y desventajas de cada 

modelo utilizado en este estudio, a partir de la percepción de la investigación que 

implicó la realización de cada modelo. 
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Tabla 19. Tabla comparativa entre modelos explorados 

Modelo Ventaja Desventaja 

Variable aleatoria 

 No requiere grandes 
cantidades  datos. 

 No se basa en supuestos 
de residuales. 

 

 No capta tendencia. 

 Poco exacto 

 Riesgo de inflación del 
inventario 

Regresión Poisson 
Bayesiana 

 Uso de pocos datos 

 Simulado con paquete R 

 Aplicable sólo para 
datos que se ajusten a 
una distribución 
Poisson. 

 Para este trabajo no 
tuvo mucha exactitud. 

Regresión Gaussiana 
Bayesiana 

 Aplicable para datos que 
se ajusten a una 
distribución Normal o que 
se puedan aproximar a 
ésta. 

 

 La programación para 
modificar las 
distribuciones del 
paquete en R, puede 
ser  compleja. 

Prima bayesiana 

 No requiere pruebas de 
validación. 

 Tiene en cuenta los 
conocimientos previos (a 
priori). 

 Fácil actualización de    
datos a medida que se 
presenten. 

 Incorpora información de 
expertos 

 Es versátil en el manejo 
de las distribuciones a 
priori y de los datos. 

 Cálculos analíticos 
pesados. 

 Incorpora información 
subjetiva donde su 
base de aplicación se 
puede sustentar en 
interpretaciones 
erróneas de teorías 
estadísticas-
matemáticas 

Prima con Optimización 
Tabú 

 Optimiza sin repetir 
puntos ya evaluados y 
actualiza el dato óptimo 
cada vez que encuentra 
uno mejor, desechando el 
anterior. 

 

La comparación de los modelos requiere de un análisis más profundo, siendo este 
el objeto principal del estudio. 
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6. PROCEDIMIENTOS PARA REALIZAR PRONÓSTICOS 

UTILIZANDO LOS MÉTODOS PROPUESTOS 

 
Los modelos estudiados pueden ser utilizados para cualquier tipo de datos, pero 

se hizo énfasis en el pronóstico a partir de pocos datos. El interesado puede tomar 

alguno de los modelos y estimarlos para evaluar sus resultados, eso sí, partiendo 

de un análisis previo de sus variables y de la fluctuación de sus ventas a lo largo 

del tiempo para tomar la decisión más idónea. 

Lo más importante es que el o los modelos escogidos, en realidad le generen valor 

a la empresa que los utilice, siendo siempre dinámicos probando éste y aquél con 

el fin de obtener el mejor resultado. El valor agregado de este estudio es el 

pronóstico de difícil estimación a partir de pocos datos, caso que se da en 

empresas nuevas o que desean lanzar un nuevo producto, sin embargo, como ya 

se aclaró, puede ser útil para otro tipo de casos. 

Como ya se sabe, para el caso de este estudio se utilizaron los datos mensuales 

del año 2010 para realizar modelos estadísticos y pronosticar el 2011 para luego 

proceder y hallar eficiencia con el MAPE. 

En esta sección se muestra cómo utilizar los diferentes modelos hallados 

pronosticando algunos meses del 2012, que para este caso, sería el pronóstico 

futuro pues no se cuenta con los datos de ese año. 

El caso del pronóstico utilizando variable aleatoria se omite, pues lo único que se 

requiere hacer es generar los pronósticos de los 12 meses a partir de una 

simulación de una variable aleatoria Poisson de parámetro λ de al menos 1.000 

iteraciones, lo cual puede lograrse con un algoritmo de programación sencillo que 

lleve a cabo ciclos repetitivos. Para este caso se utilizó el software R como se 

comentó en la metodología. 

Es muy importante realizar la prueba de bondad de ajuste para evaluar la 
distribución a la cual los datos mejor se ajustan, así se debe generar la respectiva 
variable aleatoria con sus parámetros correspondientes. 
 
 

6.1. Regresión Gaussiana y Poisson bayesiana con MCMC.  

 
Para este trabajo, el modelo Poisson no resultó ser útil pues no se cumplió la 

prueba de incorrelación Box-Pierce y el MAPE obtenido al final fue demasiado 

alto, estando alrededor del 90% para todos los productos 



62 
 

El modelo Gaussiano tampoco resultó ser muy eficiente debido a que se obtuvo 

MAPE muy ineficiente para algunos productos a pesar que otros resultaron mucho 

mejor que el Poisson. 

De todas maneras otro tipo de datos pueden dar lugar a resultados mejores que 

interesen el uso de este tipo de modelos, por ello se procede a explicar su 

aplicación. 

Primero los datos deben estar ajustados a una distribución Poisson y se debe 

asumir normalidad a priori para los parámetros, para el caso del modelo de 

regresión Poisson bayesiana. Para el gaussiano los datos deben estar ajustados a 

una distribución normal y se asume apriori semi-conjugada estándar para los 

parámetros, ambos requisitos se encuentran ya programados en el paquete 

MCMCPack del software R, concretamente en las funciones MCMCRegress para 

el gaussiano y MCMCPoisson para el Poisson. 

Se prosigue estimando un modelo utilizando en lo posible, covariables de tiempo, 

trigonométricas, de nivel y/o ficticias, mostradas en la metodología. 

A continuación se muestra un ejemplo con el modelo hallado para el producto A de 

la regresión bayesiana Poisson y se omite uno para el gaussiano, ya que después 

de que el modelo sea estimado, el proceso es idéntico para pronosticar. 

Se tendría pues, un modelo como el de la ecuación (51) donde sus parámetros se 

toman de la tabla donde se muestra la media de cada uno de los valor, como se 

mostró en la tabla 7. 

 ̂                           (
   

  
) 

 
(51) 

 

Para pronosticar, por ejemplo, enero del 2012 se reemplaza t=25 y se obtiene el 

pronóstico correspondiente y así sucesivamente. 

Se recomendaría actualizar el modelo al ir obteniendo los datos reales, el 

problema, a diferencia del pronóstico con la prima bayesiana es que se debe 

modelar todo de nuevo con los nuevos datos y un nuevo modelo con otras 

covariables podría darse. 
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6.2. Prima bayesiana con optimización Tabú 

 
Para pronosticar 2012 se recurre a la ecuación (45) y se reemplazan los valores 

respectivos según el mes a pronosticar. Para el caso de enero, teniendo en cuenta 

que el mes anterior es diciembre de 2011 se tendría: 

 ̂         (         (     )  ∑  

  

   

)(
         (     )

  (         (     ))  
 ) 

 
(52) 

 

Donde se utiliza    correspondiente al valor optimizado de enero,      sería el 

valor optimizado para diciembre. Lo mismo se aplicaría para   y     . 

Se debe tener en cuenta que la sumatoria de los    incluiría los valores de 2010 y 

los ya actualizados para el 2011; en caso de aún no contar con los datos reales se 

pueden utilizar los pronosticados, pues de alguna forma se está confiando en ellos 

y por ende se pueden utilizar para pronosticar. 
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CONCLUSIONES 

 

1. La prima bayesiana usando las distribuciones a priori Gamma y de los 

datos Poisson, combinado con el método de optimización Tabú, resultó ser 

el mejor de todos los explorados en este estudio para pronosticar, estando 

el MAPE entre 3 y 13%, lo que significa una amplia mejora ya que la prima 

bayesiana por sí sola alcanzó pronósticos alrededor del 20%. Resulta este 

método como el mejor resultado, al ser aplicado a los datos presentados. 

 

2. En contraste, el modelo de regresión bayesiano Poisson es el que da el 

MAPE más deficiente, oscilando entre el 90 y 100%. Sin embargo esto no 

quiere decir que estos modelos se deban desechar, pues también depende 

mucho del tipo de datos que se tengan y para otro caso podrían ser de 

mucha utilidad. Se anima entonces al interesado a explorar este modelo 

cuando tenga datos que se ajusten a una distribución Poisson. 

 

3. El modelo de regresión bayesiano gaussiana, presentó mejores pronósticos 

que su homólogo de regresión Poisson. De todas formas, al igual que 

cualquier otro modelo, puede ser útil en otras situaciones particulares. 

 

4. El método de generación de variable aleatoria puede ser una buena opción 

cuando existan pocos datos, debido a su sencillez, sin embargo puede no 

ser muy confiable por su carencia teórica para predecir tendencia y 

fluctuación futura. 

 

5. Las fluctuaciones agresivas que presentan los datos es una de las causas 

por la que es difícil realizar pronósticos con una técnica estadística, así 

como la existencia de pocos datos históricos, por ello, el contenido de este 

estudio aporta alternativas para realizar pronósticos de demanda para 

productos de difícil estimación, encaminadas a superar este tipo de 

dificultades. 

 

6. La metodología para estimar la prima bayesiana con la cual se realizan 

pronósticos, en general, constituye una herramienta confiable 

estadísticamente para la planeación logística en el lanzamiento de nuevos 

productos sin recurrir sólo al pensamiento subjetivo. Específicamente, el 

caso aplicado de la prima bayesiana con las distribuciones Gamma-Poisson 

y el algoritmo Tabú, mostró su eficiencia para hacer predicción y facilitar la 

planeación de inventarios de esta empresa. 
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RECOMENDACIONES 

 

En toda serie de tiempo es importante hacer un análisis exploratorio de la 

correlación de los datos, así como de covariables que pueden ser determinantes 

para mejorar toda explicación asociada a su variabilidad y dependencia. 

La presencia de pocos datos puede no ser un problema con este tipo de técnicas 

bayesianas, para lo cual es importante también conocer la opinión de expertos 

acerca del comportamiento de las ventas. 

Las propuestas mostradas son aplicables a numerosos casos en que se requiera 

pronosticar con datos que tengan una naturaleza discreta o incluso, Poisson, sin 

embargo, una escala de grandes valores en la variable aleatoria permite también 

usar las aproximaciones con la distribución normal, lo cual generaría otro tipo de 

investigaciones donde se combinen diferentes distribuciones a las usadas en este 

trabajo. 

Las metodologías bayesianas presentadas en el trabajo que explican los procesos 

generales que se pueden llevar a cabo con otro tipo de combinaciones 

distribucionales, permite que este trabajo pueda aportar procedimientos genéricos 

para ser replicados en otras situaciones que abarquen un par de distribuciones de 

probabilidad, a priori y para los datos o investigaciones donde se requiera efectuar 

pronósticos.  

Se logra mostrar en el trabajo que el software R tiene mucha ventajas con 

respecto a su libre acceso y su versatilidad en cuanto a la programación 

estadística, lo cual sería una ventaja competitiva para muchas empresas que no 

posean recursos suficientes para comprar una licencia de otro paquete y requieran 

establecer programaciones de su producción y ventas a corto y largo plazo. 
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