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Algoritmo de minimización de enerǵıa restringida (CEM) . . . . . . . . . . . . . . . . 30
Algoritmo estimación de coherencia adaptativo (ACE) . . . . . . . . . . . . . . . . . . 31
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en el dominio comprimido arquitectura SCCSI . . . . . . . . . . . . . . . . . . . . . . 40
2.8 Simulaciones de detección de objetivos en imágenes espectrales en el dominio comprimido . . 40
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Glosario

SI: Spectral Imaging, las imágenes espectrales (SI, de su sigla en inglés) representan información en alta
resolución espectral, de los materiales o la vegetación presente en la superficie de la tierra.

CS: Compressive Sensing, el muestreo compresivo es una teoŕıa que enuncia que se puede superar el
ĺımite de muestreo de Nyquist, ya que permite la compresión de las señales en el momento del muestreo.

TD: Target Detection, la detección de objetivos determina si un objecto con firma espectral conocida
está presente dentro de la imagen, este proceso se basa en la teoŕıa de detección comprimida y en los modelos
f́ısicos de la señal, es decir, los modelos del fondo y el modelo del subespacio conocido confinado de forma
determińıstica o aleatoria.

CASSI: Coded aperture snapshot spectral imaging, el Sistema de adquisición comprimida de imágenes
espectrales basado en la apertura codificada, modula una escena espacio-espectral.

SSCSI: spatial spectral encoded compressive hyperspectral imaging, mediante la codificación compresiva
en el espacio espectral para imágenes hiperespectrales se reconstruye una imagen hiperespectral de alta res-
olución a partir de una sola imagen del sensor, para lo cual, el diseño de la cámara óptica está fundamentado
en el muestreo de la imagen hiperespectral codificada en espacio y espectro.

SCCSI: snapshot colored compressive spectral imager, los patrones espectrales compresivos de imágenes
instantáneas reemplazan la matriz de plano focal por los detectores con patrones de filtros ópticos.

HYCA: hyperspectral coded aperture, la apertura codificada hiperespectral se basa en un vector espectral
definido en un sub espacio de baja dimensionalidad y en la alta correlación presente en las bandas espectrales
entre el dominio de lo espacial y espectral.
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Resumen

Las imágenes espectrales (SI, de su sigla en inglés) contienen información en alta resolución espectral, de
los materiales o la vegetación presente en la superficie de la tierra. Las L bandas de una SI forman un
cubo de datos, cuyas dimensiones corresponden a la combinación de información espacial (x, y) y espectral
(L) de la escena. Sin embargo, a medida que aumenta la resolución de las cámaras, el número de muestras
crece considerablemente, debido a que los sensores y las arquitecturas utilizadas se basan en el criterio de
Shannon-Nyquist. Por lo tanto, el volumen de la información generada en el muestreo tradicional demanda
grandes cantidades de memoria y de ancho de banda para la comunicación y extracción de la información.

La teoŕıa de muestreo compresivo (CS, de su sigla en inglés) permite hacer un muestreo eficiente de las
señales, disminuyendo la cantidad de medidas requeridas en métodos tradicionales. CS se adoptó como un
protocolo de muestreo de imágenes espectrales, y se han desarrollado una serie de arquitecturas basadas en
este principio, entre las que cabe mencionar Coded Aperture Snapshot Spectral Imaging (CASSI), Spatio-
spectral Encoded Compressive Spectral Imaging (SSCSI), Snapshot Colored Compressive Spectral Imager
(SCCSI) y Hyperspectral Coded Aperture (HYCA). Estas permiten simultáneamente el muestreo y la com-
presión de las SI.

Para el análisis de las SI se requiere la disponibilidad del cubo de datos, es decir, que luego de la
compresión se requieren procesos de reconstrucción de todos los datos dentro de la escena. Las principales
aplicaciones de SI requieren algoritmos de detección, que prueban, por medio de la estad́ıstica, si un objeto
está presente o no en las medidas; y de clasificación, que determinan a qué clase pertenecen los pixeles de
interés.

Los algoritmos tradicionales de detección y clasificación en SI también requieren como entrada el cubo de
datos reconstruido, lo que demanda altos costos computacionales por la gran cantidad de memoria requerida,
ancho de banda para la transmisión y espacio de almacenamiento de los datos. Recientemente se estudió el
problema de procesamiento de SI en el dominio comprimido con las medidas generadas por la arquitectura
del sistema CASSI.

Esta tesis propone un algoritmo de detección y de clasificación de imágenes espectrales en dominio com-
primido con base en las arquitecturas DD-CASSI, SSCSI y HYCA (cuyas bandas espectrales no presentan
desplazamiento). Adicionalmente se propone otro algoritmo de detección y de clasificación para la arquitec-
tura SSCSI, que śı tiene desplazamiento espectral.

El desempeño de los algoritmos se analizó con diferentes niveles de compresión de los datos (25%, 38%
y 100%) y con diferentes niveles de ruido (20 y 25 [dB]). Se tomaron tres imágenes espectrales de libre uso
con caracteŕısticas diversas para las pruebas. Los diccionarios se construyeron con el 10% y 50% de los
datos requeridos para el entrenamiento. Se presenta un análisis de resultados comparando los algoritmos
propuestos con las diferentes arquitecturas en términos de desempeño en las tareas de detección y clasificación
en dominio comprimido. Se encontró que los algoritmos con el mejor comportamiento se presentaron con
la arquitectura SSCSI para un 38% de compresión y 10% de los datos utilizados para la construcción del
diccionario, alcanzando una detección del 94.84% en la imagen Salinas, 89.63% en Pavia y 85.20% Indian
Pines. En clasificación el 87.72% en Pavia (seis clases), 85.44% en Salinas (9 clases) y 74.53% Indian Pines
(16 clases).



Introducción

Imágenes espectrales

Las imágenes espectrales (SI, de su sigla en inglés) son una concatenación de imágenes bidimensionales que
contienen información de una escena a lo largo del espectro electromagnético en alta resolución espectral,
por ejemplo, de los materiales o la vegetación presente en la superficie de la tierra [7, 8, 9]. La información
contenida en una SI corresponde a datos de radiancia y reflectancia de la superficie, que pueden ser observados
como una dispersión de puntos en un espacio Euclidiano L-dimensional, donde L es el número de bandas
espectrales. Las SI son usadas en las áreas como el medio ambiente [10], mineŕıa [11], geoloǵıa [12, 10],
caracterización del suelo [13, 14]. Especialmente, en la agricultura para el monitoreo, seguimiento y control
del peŕıodo vegetativo de los cultivos (desde la siembra, hasta determinar el punto de recolección de la
cosecha) e identificación de malezas, plagas, enfermedades o deficiencias de nutrientes [15, 16]. Un ṕıxel
perteneciente a una SI se considera como un vector v =[v1, v2, .., vL], que contiene uno o varios espectros de
diferentes materiales en una escena mezclados [17]. Es posible medir la similaridad entre los dos espectros,
detectar y clasificar un objetivo explorando los datos contenidos en la L-dimensión aplicando algoritmos de
detección y clasificación [18].

Las L bandas de una imagen espectral forman un cubo de datos, cuyas dimensiones corresponden a la
combinación de información espacial (x, y) y espectral L de la escena. Los sensores SI pueden adquirir la
información espectral de los materiales que conforman los diversos objetos en una escena, que tienen un
comportamiento espectral espećıfico, de acuerdo a su composición [18]. La Figura 1 muestra la clasificación
de las imágenes espectrales de acuerdo a la cantidad de bandas que contiene. La Figura 1 (a) muestra una
imagen RGB, que pertenecen al rango visible del espectro; la Figura 1 (b) muestra una imagen multiespectral
(MSI), que contiene información en decenas de bandas; y la Figura 1 (c) muestra una imagen hiperespectral
(HSI), que contiene más de 100 bandas [19]. El volumen de la información generada en el muestreo tradicional
de las SI demanda grandes cantidades de memoria, ancho de banda y recuperación de la información a partir
de algoritmos de reconstrucción que también pueden demandar altos costos computacionales. El muestreo
compresivo (CS, de su sigla en inglés) es una teoŕıa que ha sido estudiada para el eficiente muestreo de la
señales y reducir la redundancia de las medidas, tomando como ventaja su correlación (espacial y espectral,
en el caso de las SI) [20]. No existe un algoritmo de detección y clasificación en SI que funcionen de forma
general a partir de mediciones comprimidas de las arquitecturas de compresión de SI del estado del arte
CASSI, SSCSI, SCCSI y HYCA.

En los últimos años, el muestreo compresivo se ha adoptado como un protocolo de muestreo de imágenes
espectrales. Se han desarrollado una serie de arquitecturas basadas en este principio, entre las que cabe
mencionar el sistema CASSI [2], el sistema SSCSI [4], el sistema SCCSI [5] y el sistema HYCA [6], que
permiten realizar de forma simultánea el muestreo y compresión de las imágenes SI.

Las aplicaciones tradicionales de detección y clasificación en imágenes espectrales requieren como entrada
todo el cubo de datos, lo que demanda altos costos computacionales por la gran cantidad de memoria
requerida, ancho de banda para la comunicación y espacio de almacenamiento de los datos. Por ejemplo,Yi
Chen en [21], presenta el modelo del núcleo, que toma un conjunto de objetos linealmente dependiente en
un espacio, para transformarlo en otro espacio con mayor número de caracteŕısticas o de grupos, en el que
los objetos se pueden separar linealmente con el conocimiento de una función de mapeo. Jiani Zhang en
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[22] presenta el modelo de la correlación, en el que se determina la similitud entre los ṕıxeles vecinos en un
pequeño espacio caracterizado. Michael Wakin y otros exponen en [23] el modelo de colector, para imágenes
que tienen un comportamiento dinámico. Sylvain Rousseau y otros en [24] expone el modelo del espectro de
la imagen, que por medio de la firma espectral de un objeto detecta si está presente y lo clasifica según su
clase. Sin embargo, estos trabajos no abordan el proceso compresivo sobre imágenes hiperespectrales. De la
literatura solo se encuentra que el problema de procesamiento en el dominio comprimido ha sido abordado
en imágenes espectrales con las medidas generadas por la arquitectura del sistema CASSI [25].

Teniendo en cuenta lo anterior, nace la motivación de realizar la presente propuesta de investigación
que busca abordar el problema de detección y clasificación en imágenes espectrales a partir de mediciones
comprimidas en las arquitecturas de medida compresivas de imágenes espectrales del estado del arte. Para
esto, se plantea el uso de las arquitecturas de sensado compresivo de imágenes espectrales CASSI, SSCSI,
SCCSI y HYCA las cuales son las arquitecturas más importantes del estado del arte. De esta forma, esta
investigación es la primera en abordar el problema de detección y clasificación en el dominio comprimido
para imágenes espectrales en estas arquitecturas.

Hipótesis

¿Es posible realizar la detección y clasificación de imágenes espectrales en el dominio compresivo basados en
los sensores compresivos de CASSI, SSCSI, SCCSI, HYCA, logrando tasas de desempeño comparables con
los algoritmos de detección y clasificación que utilizan directamente las imágenes espectrales?.

Justificación del Problema

Las SI representan información en alta resolución espectral, de los materiales o la vegetación presente en la
superficie de la tierra [7], espacio [8], y cuerpo humano [9]. Las SI, han contribuido a mejorar los sistemas
de explotación en las áreas de la mineŕıa [11], para delimitar las minas, cuantificar y cualificar los minerales
presentes. En la geoloǵıa [12], [10] y caracterización del suelo [13], para definir el uso y explotación del suelo
de acuerdo a las propiedades de formación, f́ısicas y qúımicas. En las coberturas vegetales [14] en especial
el monitoreo a cultivos agŕıcolas, desde la siembra hasta determinar el punto de recolección de la cosecha e
identificación de malezas, plagas, enfermedades o deficiencias de nutrientes, para elaborar las formulaciones
técnicas a aplicar para el control y recuperación de los daños causados [15], [16]. Para extraer el gran
volumen de información contenida en una imagen espectral se requiere mayor cantidad de memoria [26],
ancho de banda para la comunicación [27], y espacio de almacenamiento paro los datos lo que aumenta el
costo computacional [22], [28].

Las técnicas de CS [20], [29], [30], [31], hacen un muestreo eficiente de las señales , disminuyen la cantidad
de medidas impuestas por el criterio de Nyquist [32] y el costo computacional para extraer la información
en la imagen. Los algoritmos basados en CS [33], calculan un conjunto de coeficientes dispersos en una base
(por ejemplo Wavelet) [34], correspondientes a una señal, que permite la recuperación de dicha señal sin
distorsión [35], [36]. CS puede modelarse como un conjunto de proyecciones lineales sobre una matriz de
muestreo, donde una señal dispersa [37], representada en un vector, tiene un factor de dispersión, si contiene
elementos no nulos de la señal.

CS se aplica en el muestreo de imágenes como la cámara de único ṕıxel [38], para la detección de imágenes
de resonancia magnética y de radar [20]; imágenes médicas y espectrales en el dominio compresivo [39];
detección de anomaĺıas en imágenes espectrales [40]. También, se adoptó como un protocolo de muestreo de
imágenes espectrales [41], y se han desarrollado una serie de arquitecturas basadas en este principio, entre
las que cabe mencionar las arquitectura ópticas CASSI [2], SSCSI [4], SCCSI [5], [42], y HYCA [6].

Las aplicaciones tradicionales de detección y clasificación en imágenes espectrales requieren como entrada
todo el cubo de datos [43], [44], [45], lo que demanda altos costos computacionales [22], [26], [27], [28]
por la gran cantidad de memoria requerida [26], ancho de banda para la comunicación [27] y espacio de
almacenamiento de los datos [22] [28].
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En la actualidad, existen algoritmos de detección y clasificación sobre medidas comprimidas, obtenidas
con el sistema CASSI [25]. Sin embargo, estos algoritmos no han sido desarrollados para las nuevas arqui-
tecturas de muestreo compresivo SSCSI, SCCSI, HYCA, que muestran mayores beneficios y potencialidades
con respecto a CASSI. El diseño de los algoritmos de detección y clasificación para imágenes espectrales a
partir de mediciones comprimidas de acuerdo a la arquitectura que las generó permite una generalidad de
los algoritmos de detección y clasificación. Además, se reduce la dimensionalidad de la imagen [40], [43],
[46], [47], [48], [49], el costo computacional [4], [50], en los cálculos de las operaciones de los algoritmos de
detección y clasificación [18] [51]. También, disminuye el ancho de banda que se requiere en el proceso de
comunicación de los datos [52], [53] y el espacio para el almacenamiento de los mismos [46], [54], [55] .

Adicionalmente, se acorta el tiempo de respuesta en el cálculo de los procesos para la toma oportuna
de decisiones en las áreas del medio ambiente [19], determinar los agentes de contaminación ambiental para
implementar los planes de mitigación o control del equilibrio natural. En la mineŕıa [11], para realizar en
menor tiempo programas técnicos de explotación minera focalizados en los sitios donde se encuentran las
minas, que prevengan los desastres de perdidas de las vidas humanas o de los sistemas ecológicos. En la
geoloǵıa [12], [10] y caracterización del suelo [13], para disminuir el tiempo en establecer los sistemas de
explotación de uso del suelo de acuerdo a sus propiedades de formación, f́ısicas y qúımicas. En las coberturas
vegetales [14] en especial el monitoreo a cultivos agŕıcolas, desde la siembra hasta determinar el punto de
recolección de la cosecha e identificación de malezas, plagas, enfermedades o deficiencias de nutrientes, para
elaborar de forma oportuna las formulaciones técnicas que controlen y recuperen los daños causados [15],
[16].

Pertinencia

Los resultados de esta tesis son de interés para las empresas productoras de hardware y software, para
implementar dispositivos de cobertura vegetal, de estudio del espacio, cuerpo humano, geoloǵıa, mineŕıa, con
este nuevo conocimiento que disminuye el tiempo de respuesta en las operaciones de detección y clasificación
en las imágenes espectrales. Además, las empresas encargadas de la vigilancia y las fuerzas militares,
necesitan reducir el tiempo en la identificación de los objetos de interés.

Se espera que los resultados obtenidos sean el punto de partida de nuevos proyectos, entre los cuales se
encuentran:

� Agricultura de precisión para determinar en el menor tiempo y exactitud los agentes de malezas, plagas
y deficiencias de nutrientes que deterioran los cultivos y establecer las formulaciones técnicas.

� Trazabilidad en los sistemas de producción de las diferentes empresas de bienes y servicios para garan-
tizar el desempeño.

� Sistemas de cómputo paralelo para establecer los procesos que se pueden realizar de forma simultánea
que mejoren el tiempo de respuesta a los cálculos requeridos.

� Medicina para determinar las enfermedades presente en una parte del cuerpo humano para establecer
el protocolo a seguir.

Los algoritmos con el mejor comportamiento se presentaron con la arquitectura SSCSI para un 38% de
compresión y 10% de los datos utilizados para la construcción del diccionario, alcanzando una detección del
94.84% en la imagen Salinas, 89.63% en Pavia y 85.20% Indian Pines. En clasificación el 87.72% en Pavia
(seis clases), 85.44% en Salinas (9 clases) y 74.53% Indian Pines (16 clases).
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Figura 1: (a) Imagen RGB, (b) imagen multiespectral (menos de 10 bandas), (c) imagen hiperespectral
(mayor de 100 bandas).

Muestreo compresivo

El muestreo compresivo establece que una señal puede ser reconstruida a partir de muestras comprimidas
[56], [57]. Esta teoŕıa es basada en los principios de dispersión e incoherencia [56], [58]. De esta manera, se
calcula un conjunto de coeficientes dispersos en alguna base (por ejemplo Wavelet), que corresponde a una

señal f = {f ∈ RN2·L |[f1, ..., fN2 , ..., fN2·L]T }, que representa la imagen espectral, donde N2 representa la
resolución espacial y L la resolución espectral, lo que permite recuperar una aproximación muy cercana a la
señal que se obtendŕıa usando métodos tradicionales [20].

El muestreo compresivo puede ser modelado como un conjunto de proyecciones lineales de f con la matriz
de muestreo H = [hT1 , · · · ,hTW ]T ,∈ RW×N2L ; tal que g =Hf , donde W � N2 · L [31]. También, se puede
expresar como:

g =

W∑
i=1

hifi = Hf . (1)

Dispersión de las señales

Una señal dispersa de tamaño Nh = N2L, puede ser representada en el vector s ∈ RNh , donde K es el
factor de dispersión si ‖s‖0 = |s| = |sk 6= 0 : k = {1, · · · , Nh}| ≤ K, donde s contiene elementos no cero de
la señal en algún dominio. La mayoŕıa de señales no son de naturaleza dispersa, sin embargo, pueden ser
transformadas a una representación dispersa [29]:

f = ΨΨΨs, (2)

donde ΨΨΨ ∈ RNh×Nh es la base de representación dispersa. La Figura 2 muestra un ejemplo de una imagen
que se puede representar según la expansión (2). La Figura 2(a) muestra una imagen de 165 × 370 ṕıxeles,
la Figura 2(b) muestra la secuencia de los coeficientes Wavelet de la imagen de la Figura 2(a), en donde solo
en el 5% de las posiciones se concentran los coeficientes más representativos de la imagen, y la Figura (c)
muestra la imagen de la Figura 2(a) recuperada con el 5% de los coeficientes Wavelet de mayor magnitud.
Las transformaciones dispersas están dadas por diccionarios tales como Wavelet, Coseno discreto, Fourier o
producto de aprendizaje a partir de imágenes de muestra.
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Figura 2: (a) Imagen RGB, (b) secuencia de los coeficientes Wavelet de la (a) ordenados de mayor a menor
magnitud, (c) imagen recuperada con el 5% de los coeficientes Wavelet.

Diccionarios

Un diccionario es un arreglo bidimensional cuyas columnas se conocen como átomos, que contienen infor-
mación de un señal espećıfica, son usados en áreas como super-resolución, reconstrucción de señales/imágenes,
clasificación y detección. Los átomos de los diccionarios usados para la clasificación de imágenes espectrales
contienen información de un ṕıxel espectral [33]. Un diccionario se representa como una matriz ΨΨΨ ∈ RN×Nc,
donde Nc es el número de átomos extráıdos de imágenes de prueba.

Diccionario dispersos. Los diccionarios ΨΨΨ son usados para transformar las señales en representaciones
dispersas, [59] están basados en modelos matemáticos o en procesos de aprendizaje de forma directa desde
los datos de prueba [60], [61]. En algunas ocasiones, los modelos existentes no satisfacen la condición de
dispersión de manera eficiente, y se hace necesaria la construcción de bases mediante el entrenamiento [62].
Un diccionario se puede construir con descomposición en valores singulares (SVD, de su sigla en inglés) de
una matriz A, esta es útil en problemas de mı́nimos cuadrados [63]. Sea A una matriz de M × N con
M ≤ N . Entonces existe una matriz ortogonal U ∈ RM×M y V ∈ RN×N y una matriz Σ = [Σ′ ¦Ø], Ø es
una sub matriz nula ∈ RM×(N−M), Σ′ = diag(σ1, · · · , σM ) ∈ RM×M con σ1 ≤ σ2 ≤ σM ≤ 0, tal que

A = UΣVT (3)

Los vectores columna de U = [u1, · · · ,uM ] son llamados vectores singulares izquierdos y similarmente
V = [v1, · · · ,vN ] son llamados vectores singulares derechos. Los σi son llamados valores singulares de A.
Cuando N > M , es posible usar los vectores singulares derechos como un diccionario. Las proyecciones sobre
esta base representan suficientemente bien los datos, en una menor dimensionalidad del dominio espacial.
Este hecho es necesario en el enfoque de muestreo compresivo. La Figura 3 muestra un ejemplo de un ṕıxel
espectral proyectado sobre vectores singulares derechos de una selección de muestra de entrenamiento, la
curva indica la capacidad para representar la potencia de la señal [1].
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Figura 3: Curva de intensidades ordenadas (descendentemente) de un ṕıxel espectral proyectado sobre vec-
tores singulares derechos de una de muestra de entrenamiento. La curva indica la capacidad para representar
la potencia de la señal [1]

De esta manera, el diccionario se construye en base a la matriz V como una combinación lineal:

ΨΨΨ = VR (4)

donde R contiene una selección de componentes espectrales puros (del inglés endmembers).
El aprendizaje de un diccionario se hace directamente desde la información captada [44], en vez de usar

diccionarios predeterminados (como Wavelet o Fourier), y por lo general conduce a una mejor representación
para proporcionar mejores resultados en aplicaciones prácticas como la detección y clasificación [33], [63]
[27], [64], [65].

Muestreo Incoherente

La incoherencia en el muestreo compresivo está dada por el grado de correlación entre los elementos de las
bases H y ΨΨΨ. La existencia de la correlacióin significa que existe un alto grado de coherencia entre las dos
bases, que está dada por:

µ(H,ΨΨΨ) =
√
N · max

1≤k,j≤N
| 〈ϕϕϕk,ψψψj〉 |, (5)

donde el valor mı́nimo y máximo están definidos por µ(H,ΨΨΨ) ∈ [1,
√
N ]. Si al calcular (5) se obtiene el

máximo valor, no hay certeza de que la señal f pueda ser recuperada. Para resolver esta dificultad, se
recurre al muestreo aleatorio [33], [30], [66], [25], que, en general, tiene alto grado de incoherencia con
cualquier base de representación.
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Aplicaciones del muestreo compresivo

El muestreo compresivo ha sido aplicado con éxito en el muestreo de señales en innumerables sectores, se
destacan aplicaciones en el muestreo de imágenes como la cámara de único ṕıxel, la detección de imágenes de
resonancia magnética y de radar [20]; imágenes médicas y espectrales en el dominio compresivo [39]; detección
de anomaĺıas en imágenes espectrales [40]. En los últimos años, el muestreo compresivo [41] se adoptó
como un protocolo de muestreo de imágenes espectrales, y se han desarrollado una serie de arquitecturas
basadas en este principio, entre las que cabe mencionar CASSI (del inglés Coded aperture snapshot spectral
imaging), SSCSI(del inglés spatial spectral encoded compressive hyperspectral imaging), SCCSI(del inglés
snapshot colored compressive spectral imager) y HYCA (del inglés hyperspectral coded aperture).

Objetivos

1. Determinar e implementar las arquitecturas de muestreo compresivo más citadas en la literatura.

2. Modelar matemáticamente el problema de detección y clasificación de imágenes espectrales a partir de
mediciones comprimidas.

3. Diseñar un algoritmo de detección y uno de clasificación de imágenes espectrales que opere directamente
en el domino compresivo.

4. Evaluar el desempeño del algoritmo diseñado con respecto a los algoritmos de detección y clasificación
que operan directamente sobre las imágenes espectrales, mediante simulación numérica.

Organización del manuscrito

El manuscrito se encuentra organizado de la siguiente forma:

� Caṕıtulo 1: Describe algunas arquitecturas de muestreo compresivo en imágenes espectrales, presenta
un análisis cuantitativo y cualitativo en cuanto a la reconstrucción de estos sistemas.

� Caṕıtulo 2: Detalla aspectos relacionados con la detección de objetivos en imágenes espectrales y el
método propuesto para usar las medidas de los sistemas estudiados en esta tarea.

� Caṕıtulo 3: Presenta aspectos relacionados con la clasificación en imágenes espectrales y el método
propuesto para usar las medidas de los sistemas estudiados en esta tarea.

Principales contribuciones

� Caṕıtulo 1:

� Revisión y evaluación de algunas arquitecturas de muestreo compresivo, que tienen implementación
práctica, junto con algunos métodos de compresión teóricos.

� Caṕıtulo 2:

� Modelo matemático del problema de detección.

� A conocimiento del autor no exist́ıa un algoritmo de detección de objetivos en imágenes espectrales a
partir de medidas comprimidas, haciendo uso de un diccionario para entrenar los ṕıxeles.

� Evaluación del algoritmo de detección mediante simulación numérica.
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� Caṕıtulo 3:

� Modelo matemático del problema de clasificación.

� A conocimiento del autor no exist́ıa un algoritmo de clasificación en imágenes espectrales a partir de
medidas comprimidas, haciendo uso de un diccionario para entrenar los ṕıxeles.

� Evaluación del algoritmo de clasificación mediante simulación numérica.
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//www.journalusco.edu.co/index.php/iregion/article/view/728

Conferencias

� Arquitecturas de muestreo compresivo para tareas de detección y clasificación de imágenes espec-
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Caṕıtulo 1

Arquitecturas de muestreo
compresivo en imágenes espectrales

1.1 Introducción

El sistema de adquisición en las arquitecturas de muestreo compresivo puede ser modelado algebráicamente
como g = Hf , donde H es la matriz de muestreo que caracteriza el sistema. Los parámetros de la matriz
de muestreo, dependen estrictamente de los elementos ópticos y configuración de las arquitecturas. En este
caṕıtulo se describe el modelo de muestreo de las arquitecturas CASSI, SSCSI, SCCSI y HYCA. Se hace un
análisis cuantitativo (tasa de ruido a señal pico (PSNR [dB]), porcentaje de compresión, de H), y cualitativo
(comportamiento espectral de los ṕıxeles en la imagen reconstruida, la forma como se construye H ) de
cada arquitectura para determinar la de mejor rendimiento en el proceso de reconstrucción de imágenes que
influyen en las operaciones de detección y clasificación.

1.2 Sistema de adquisición comprimida de imágenes hiperespec-
trales (HSI)

El Sistema de adquisición comprimida de imágenes espectrales (CASSI) basado en la apertura codificada,
representadas por T (x, y), modula una escena espacio-espectral f0(x, y, λ), el campo codificado resultante
f1(x, y, λ), se dispersa con un elemento dispersivo α(λ), esto es:

f2(x, y, λ) =

∫∫
T (x′, y′)f0(x′, y′, λ)

× h(x− x′ − s1λ, y − y′)dx′dy′,
(1.1)

donde T (x′, y′) representa la función de transmisión de la apertura codificada, h(x − x′ − s1λ, y − y′) es la
respuesta al impulso óptico del sistema y s1λ es la dispersión inducida por el elemento dispersivo, asumida
como lineal. Las medidas comprimidas son adquiridas cuando el campo f2(x, y, λ) se integra en el sensor.
La densidad espectral en frente del detector está dada por g(x, y) =

∫
%
f2(x, y, λ)dλ, donde % rango espectral

del detector, la respuesta óptica al impulso del sistema se asume como lineal e ideal, la densidad espectral
resultante es:

g(x, y) =

∫
f0(x+ s1λ, y, λ)T (x+ s1λ, y)dλ. (1.2)
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La apertura codificada T (x, y) puede ser representado como un arreglo pixelado espacialmente. Asum-
iendo que el ṕıxel de la apertura codificada tiene tamaño ∆t y tn′,m′ representa un valor binario (0) bloqueo
y (1) desbloqueo, la apertura codificada se puede expresar como:

T (x, y) =
∑
n′,m′

tn′,m′rect

(
x

4t
− n′, y

4t
−m′

)
. (1.3)

La escena espacio-espectral se representa mediante Fn′,m′,k, tal que n′ ∈ {0, ..., N − 1} es el ı́ndice en
x, m′ ∈ {0, ..., N − 1} es el ı́ndice en y, k ∈ {0, ..., L − 1} es el ı́ndice en la longitud de onda. Las medidas
discretas en el sensor se pueden expresar como:

Gn,m =

L−1∑
k=0

F(n−k),m,kT(n−k),m + ωn,m, (1.4)

donde Gn,m es la intensidad en la (n,m) posición del detector G con dimensiones (N + L − 1) × N , n ∈
{0, ..., (N + L− 1)}, m ∈ {0, ...N − 1}, el cubo espectral F tiene tamaño N ×N × L, (n− k), está definido
entre 1 ≤ (n − k) ≤ N , en otros casos (n − k) = 0, Tn,m es el (n,m)th valor en el modulador espacial y ω
representa el ruido del sistema. La Figura 1.1 muestra la arquitectura CASSI desde el sensor hasta el cubo
de datos [2], [25], [67]. La Figura 1.2 ilustra el sistema de adquisición de la arquitectura CASSI, desde la
captura de la escena pasando por la rejilla de difracción, el plano espectral, el código de apertura, el sensor
y la obtención de la imagen.

Cubo%de%datos%

€ 

y

€ 

λ

€ 

x

x, y( ) f2 (x, y,λ)f1(x, y,λ)f0 (x, y,λ)

Apertura%
%codificada%

Elemento%
dispersivo%

%
Sensor%

%

α(λ)

Lente%
objeto% Lente%de%

transmisión%
Lente%de%

transmisión%

nmT G

Figura 1.1: Sistema CASSI con apertura codificada binaria[2]
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& sensor (coded aperture) 

 

Figura 1.2: Arquitectura óptica CASSI [2]

La ecuación (1.1) puede ser expresada como un sistema de ecuaciones lineal g= HCASSIf donde HCASSI

representa la matriz de muestreo. La matriz HCASSI considera los efectos de la codificación y dispersión
como un solo operador lineal. La Figura 1.3 muestra la matriz de muestreo HCASSI ∈ R(N(N+L−1))q×N2L,
donde q es el número de proyecciones codificadas (shots), para N=5, L=3, y q=3. El número de medidas es
m=N(N + L − 1)q. El patrón de la diagonal que se repite en la dirección horizontal (tantas veces como el
número de bandas espectrales se vayan a muestrear) corresponde al patrón de la apertura codificada, cada
vez con una unidad de N desplazamiento en la dirección vertical.

 Spectral band 2 Spectral band1

q=1

q=2

q=3

2N

N2L

Figura 1.3: Matriz de muestreo HCASSI , N=5, L=3, y q=3
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1.3 Sistema de adquisición comprimida de HSI con dos dispersores

El sistema de imágenes comprimidas de una sola adquisición con dos dispersores (DD-CASSI)[3] tiene una
densidad espectral f0(x, y;λ), que es dispersada según:

f1(x, y, λ) =

∫∫
dx′dy′δ(x′ − [x+ s2(λ− λc)])δ(y′ − y)f0(x′, y′, λ)

= f0(x+ s2(λ− λc), y, λ),

(1.5)

donde δ es la propagación del elemento dispersivo a través de la unidad óptica de aumento de la imagen con
dispersión lineal en s2 y centro en la longitud de onda λc.

La apertura codificada de la densidad espectral se expresa:

f2(x, y, λ) = T(x, y)f1(x, y, λ) = T(x, y)f0(x+ s2(λ− λc), y, λ), (1.6)

donde T(x, y) es el patrón de transmisión espacial de la apertura codificada.
La densidad espectral en el plano del detector, es el resultado de la propagación del segundo conjunto de

imágenes y elemento dispersivo, expresado como:

g(x, y, λ) =

∫∫
dx′dy′δ(x′ − [x− s2(λ− λc)])δ(y′ − y)f2(x′, y′, λ)

= T(x− s2(λ− λc), y)f0(x, y, λ)

= C(x, y, λ)f0(x, y, λ),

(1.7)

donde la función C(x, y, λ) = T(x − s2(λ − λc), y) introduce un filtro de tres dimensiones que actúa en la
fuente de la densidad espectral. La matriz del detector está conformada espacialmente por ṕıxeles de tamaño
∆. La función de transmisión de la apertura codificada T está determinada por:

T (x, y) =
∑
n′,m′

Tn′,m′rect

(
x

4
− n′, y

4
−m′

)
. (1.8)

Finalmente, el filtro espectral tiene una localización espacial con una estructura a nivel ∆λ = ∆/s2. Las
diferentes filas del detector están sin restricciones y en la misma fila son permutaciones ćıclicas del uno al
otro.

La Figura 1.4 muestra los elementos que conforman la arquitectura DD-CASSI, con dos brazos dispersivos
secuenciales utilizados en forma de un espectrómetro dispersivo. Los brazos están ubicados de forma opuesta,
de manera que el segundo compensa la dispersión introducida por el primero, su separación se da en el plano
de la apertura codificada. La Figura 1.5 ilustra el sistema de adquisición de la arquitectura CASSI, desde
la captura de la escena pasando por la rejilla de difracción, el código de apertura, la segunda rejilla de
difracción, el plano espectral, el sensor y la obtención de la imagen.
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Dispersive 
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Figura 1.4: Componentes de la Arquitectura DD-CASSI [3]

La Figura 1.5 ilustra el sistema de adquisición de la arquitectura DD-CASSI.

Spectral plane

Coded apertureDispersive 
element

Sensor

Figura 1.5: Arquitectura DD-CASSI [3]

La ecuación 1.6 puede ser discretizada como la matriz del sistema DD-CASSI g=HDD−CASSIf donde
HDD−CASSI representa la matriz de muestreo DD-CASSI. la matriz HDD−CASSI representa un operador
que, de manera discreta, hace las operaciones de codificación y dispersión de la señal. La Figura 1.6 muestra
la forma como se crea la matriz de muestreo DD-CASSI HDD−CASSI ∈ RN2q×N2L. El número de medidas
es m=N2q. El patrón de la diagonal que se repite en la dirección horizontal corresponde al patrón de código
de cada canal espectral de forma independiente, tantas veces como el número de bandas espectrales que se
desean adquirir.
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q=1

q=2

q=3

 Spectral band1  Spectral band 2N2L

Figura 1.6: Matriz de muestreo HDD−CASSI , N=5, L=3, y q=3

1.4 Codificación compresiva espacio-espectral para imágenes hipere-
spectrales

Mediante la codificación compresiva espacio- espectral para imágenes hiperespectrales (SSCSI) se reconstruye
una imagen hiperespectral de alta resolución a partir de un único sensor, para lo cual, el diseño de la cámara
óptica está fundamentado en el muestreo de la imagen hiperespectral codificada en espacio y espectro [4]. La
Figura 1.7 muestra la arquitectura SSCSI desde los datos de entrenamiento, hasta la imagen recuperada. La
Figura 1.8 ilustra el sistema de adquisición de la arquitectura SSCSI, desde la captura de la escena pasando
por la rejilla de difracción, el plano espectral, la mascara, el código de apertura y la obtención de la imagen.

 

Datos de entrenamiento Diccionarios  

Codificación
 compresiva

Imagenes desconocidas Matriz de muestreo H

Sensor de imagen
codificada

Imagen 
comprimida

Imagen recuperada

Estimar

Representación dispersa

Ψ

Ψ

Figura 1.7: Componentes de la arquitectura SSCSI [4]
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Figura 1.8: Arquitectura ṕtica SSCSI [4]

El muestreo de la imagen hiperespectral codificada en espacio y espectro está dado por o(x, y, λ) para
imágenes hiperespectrales en tres dimensiones, i(x, y) es la imagen del sensor, formada por la proyección de
las imágenes hiperespectrales a largo de la dimensión del espectro sobre el dominio Ωλ:

i(x, y) =

∫
Ωλ

o(x, y, λ)dλ. (1.9)

La ecuación (1.9) puede ser discretizada como la combinación lineal g= HSSCSIf donde HSSCSI rep-
resenta la matriz de muestreo SSCSI. La matriz HSSCSI contiene los elementos que codifican cada canal
espectral de forma independiente. La Figura 1.9 muestra la matriz de muestreo SSCSI HSSCSI ∈ RN2q×N2L.
El número de medidas m=N2q. El patrón de la diagonal que se repite en la dirección horizontal corresponde
al patrón de código de cada canal espectral de forma independiente, tanta veces el número de bandas espec-
trales que se desea adquirir.
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q=1

q=2

q=3

 Spectral band1  Spectral band 2N2L

Figura 1.9: Matriz de muestreo HSSCSI , N=5, L=3, y q=3

1.5 Sistema de adquisición de imágenes multiespectrales con de-
tectores basados en filtros ópticos

Los patrones espectrales compresivos de imágenes instantáneas (SCCSI) reemplazan la matriz de plano focal
(FPA) por los detectores con patrones de filtros ópticos. Adicionalmente, un elemento dispersivo permite
captar la información tanto espacial como espectral de la fuente al origen en una sola toma [5]. Esta
arquitectura tiene un arreglo de filtros ópticos en el detector, con distinta respuesta espectral, que permite
obtener componentes espectrales espećıficos en cada ṕıxel. De esta manera, el esquema de codificación se
expande a la dimensión espectral, permitiendo que el problema de reconstrucción sea mejor condicionado.
El reducido número de elementos ópticos, hace que sea un sistema compacto que genera una reducción de
costos considerable y facilidades en su implementación. La Figura 1.10 muestra la arquitectura SCCSI desde
el detector, que esta ubicado en el plano focal del lente, hasta la escena. La Figura 1.11 ilustra el sistema de
adquisición de la arquitectura SCCSI, desde la captura de la escena pasando por la rejilla de difracción, el
plano espectral, el código de apertura y obtener la imagen.
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Figura 1.10: Componentes de la arquitectura SCCSI [5]
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Figura 1.11: Arquitectura óptica SCCSI [5]

En el sistema SCCSI, la imagen multiespectral f0(x, y, λ), primero se dispersa espectralmente por un
elemento dispersivo, generando el campo f1(x, y, λ), que está dado por

f1(x, y, λ) =

∫∫
f0(x′, y′, λ)h(x′ − x, y′ − y − s1(λ))dx′dy′, (1.10)

donde s1(λ) es la dispersión y h es la respuesta al impulso del sistema, f1 se codificada por la matriz de
filtros ópticos C(x, y, λ), ubicada en el detector FPA, para obtener una versión codificada y dispersa de la
señal original, expresada como:

f2(x, y) = f1(x, y, λ)C(x, y, λ), (1.11)

donde la salida del sistema f2(x, y) se obtiene integrando el producto de f1 y el arreglo de filtros ópticos sobre
el rango espectral del detector %. La ecuación (1.11) puede ser expresada como un sistema de ecuaciones
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lineal g= HSCCSIf donde HSCCSI representa la matriz de muestreo SCCSI. La matriz HSCCSI determina
la respuesta espectral de la estructura de la matriz de filtros ópticos y representa el correcto funcionamiento
de los elementos dispersivos. La Figura 1.12 muestra la matriz de muestreo del sistema SCCSI HSCCSIH ∈
RN(N+L−1)q×N2L, para N=5, L=3, y q=3. Note que los patrones de las diagonales en la matriz corresponden
al efecto que tiene el patrón de filtros ópticos sobre cada ṕıxel y a lo largo de las bandas espectrales (m=N(N+
L− 1)q).

q=1

q=2

q=3

 Spectral band1  Spectral band 2

2N

N2L

Figura 1.12: Matriz de muestreo HSCCSI , N=5, L=3, y q=3

1.6 Apertura codificada hiperespectral

El método basado en la apertura codificada hiperespectral (HYCA) se apoya en las caracteŕısticas de las
imágenes hiperespectrales; la baja dimensionalidad del espacio a la cual pertenece el vector hiperespectral
que está compuesto por proyecciones aleatorias Gaussianas o Bernoulli i.i.d., y la alta correlación entre las
dimensiones espaciales y espectrales de los componentes del cubo de datos [6]. El cubo de datos se define
como F ∈ R L×N×N .

El vector de las medidas g ∈ R N2L se puede expresar como:

g = H(F) + ω, (1.12)

donde H:R N×N×L → R N2q es un operador que calcula los N2q productos internos entre el vector hipere-
spectral y los elementos de F y ω el nivel de ruido. Como H es un operador lineal, entonces se tiene que
H(F) = Hf , donde f := vec(F) es el vector formado de las columnas de F, y H ∈ RN2q×N2L, es la matriz
que representa el operador lineal H en forma discreta.

Como el objetivo del muestreo compresivo es recuperar f , f =ΨΨΨ s, la recuperación de la imagen se plantea
como:

min
s
‖ s ‖0 sujeto a ‖ g −HΨΨΨs ‖≤ δ, (1.13)

donde δ ≥ 0 y depende del tamaño de n. La matriz H se construye como:

H := bdiag(H1, ...,HN×N), (1.14)

donde bdiag( · ) es el bloque de diagonales, Hi ∈ Rq×L es la matriz que mide cada ṕıxel a lo largo de su
longitud espectral (L) y q es el número de veces que se mide cada ṕıxel. La Figura 1.13 muestra la forma
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como se divide el cubo de datos en ventanas cuadradas no sobrepuestas ws × ws, y ws es el tamaño de la
ventana.

Figura 1.13: Estrategia para tomar las medidas del data cubo hiperespectral, (a) es la forma como el cubo
es dividido en ventanas cuadradas no sobre puestas ws×ws, (b) de la apertura codificada de la matriz que
mide cada ṕıxel en la dimensión espectral [6]

La Figura 1.14 muestra la matriz de muestreo del sistema HYCA HHY CA ∈ RN2q×N2L, para N=5, L=3,
y q=3. El número de medidas es m=N2q. El patrón de la diagonal que se repite corresponde a la ecuación
(1.14).

Figura 1.14: Matriz de muestreo HHY CA, N=5, L=3, y q=3
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1.7 Código de apertura y transmitancia

La apertura codificada y su transmitancia define la información que cada sensor adquiere de una escena. La
forma como se codifica la entrada de luz al detector está definida para cada arquitectura, como se mencionó
anteriormente. La apertura codificada son elementos que interrumpen el paso de luz hacia el detector y
restringen sectores del detector de forma determińıstica. La cantidad de luz que se deja pasar es conocida
como la transmitancia, como muestra la Figura 1.15, y se define como:

T =
1

Q

Q∑
i=1

xi, (1.15)

donde xi es el i-ésimo elemento de la apertura codificada y Q es la cantidad total de elementos. CASSI
xi ∈ {0, 1} [2], SSCSI xi ∈ {0, 1} [4], SCCSI xi ∈ {0, .., 1} [5] and, HYCA xi ∈ {0, .., 1} [6].

Figura 1.15: Porcentaje de transmitancia, (a) es el 30%, (b) el 50%, (c) el 70%

1.8 Resumen de las arquitecturas

La Tabla 1.1 muestra las caracteŕısticas de las diferentes arquitecturas, tales como, la compresión, la matriz
de muestreo H y la forma como cada elemento es codificado. Además, las arquitecturas con el ĺımite
de compresión inferior más bajo son SSCSI, HYCA y DD-CASSI. Sin embargo, cabe resaltar, que para
conocimiento del autor HYCA es un procedimiento que aún no tiene implementación práctica, corresponde
a un método teórico. La Tabla 1.2 describe las variables usadas en la Tabla 1.1.

La arquitectura óptica de CASSI Figura 1.2, DD-CASSI Figura 1.5 , SSCSI Figura 1.8 y SCCSI Figura
1.11 definen la forma como se capturan los ṕıxeles en la imagen, insumo para construir la matriz H. CASSI
y SCCSI tienen el mismo tamaño y forma de H (Figuras 1.12, 1.3), con un desplazamiento hacia abajo por
cada banda espectral lo cuál crea mezcla de ṕıxeles de forma lineal. Mientras SSCSI tiene filtro de color,
DD-CASSI no tiene filtro pero śı doble rejilla de difracción, por lo cual son iguales en la formación de H
(Figuras 1.9, 1.6), sin desplazamiento hacia abajo por cada banda espectral, formando una H de menor
tamaño.
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Tabla 1.1: Caracteŕısticas de las arquitecturas
Caracterśticas CASSI DD-CASSI SSCSI SCCSI HYCA

Tasa de com-
presión

(N(N+L−1))q
N2L

(N2)q
N2L

(N2)q
N2L

(N(N+L−1))q
N2L

(N2)q
N2L

Dimensiones
de H

(N(N + L− 1))q ×N2L N2q ×N2L N2q ×N2L (N(N + L− 1))q ×N2L N2q ×N2L

Codificación espacial
espacio espec-
tral

espacio espec-
tral

espacio espec-
tral

espacio espec-
tral

Tabla 1.2: Lista de variables caracteŕısticas de las arquitecturas CASSI, DD-CASSI, SSCSI, SCCSI, HYCA
Variable Descripción

M producto interno entre el vector hiperespectral y los elementos de F
N número de filas y columnas de F
L número de bandas espectrales de F
q número de proyecciones codificadas

1.9 Reconstrucción de imagen

La reconstrucción se basa en resolver un sistema lineal indeterminado de ecuaciones para estimar f a partir
de g. El proceso se puede modelar como un problema de optimización.

f = ΨΨΨ(min
s
‖ g −HΨΨΨs ‖22 +τ ‖ s ‖1), (1.16)

donde el parámetro τ es una constante de regularización y H puede ser la matriz de muestreo mencionada
en la Tabla 1.1. En la reconstrucción es necesario usar un algoritmo que pueda ser ajustado para que el
problema converja de manera rápida, por ejemplo el GPSR [68]; TWIST, que utilizan un diccionario disperso
impĺıcito como una variación total para resolver el problema de optimización [69]; el algoritmo SPARSA,
diseñado para resolver el problema de optimización a gran escala, consiste en la suma de un término de error
suave y otro de regularización en como el GPSR, pero no se limita a la regularización `1 [70].

1.9.1 Simulaciones en reconstrucción de imágenes

La simulaciones fueron desarrolladas con dos conjuntos de bases de datos de prueba y algunos experimentos
con medidas obtenidas desde los conjuntos de datos con diferentes tasas de compresión. Esto se realizó para
analizar el rendimiento de cada arquitectura. Para las simulaciones se usaron el conjunto de datos de Indian
Pines y Salinas tomadas por el sensor AVIRIS [71]. El conjunto de datos de Indian Pines con 145×145
ṕıxeles, 220 bandas espectrales con un rango de 0.2 a 2.4 µm y una resolución espacial de 20 m. El conjunto
de datos de Salinas con 512×217 ṕıxeles, 224 bandas espectrales y una resolución espectral de 3.7 m. [72]. De
cada conjunto de datos se usaron 8 bandas espectrales con 128× 128 ṕıxeles. El algoritmo de reconstrucción
usado fue GPSR [68], con un máximo de 200 iteraciones, la transmitancia en las matrices aleatorias fue 50%
(valor medio para el paso de la enerǵıa), y una compresión de hasta el 12% (el valor máximo posible de q en
SCCSI es 4, porque el prisma que hace las proyecciones de código rota en las posiciones 0o, 90o, 180o, 270o).
Para las simulaciones, las medidas comprimidas se realizaron usando las matrices de muestreo descritas en
la Tabla 1.1.

1.9.2 Discusión de resultados en reconstrucción de imágenes

La Tabla 1.3 detalla la relación tasa de ruido a señal pico (PSNR). PSNR =10 log10(maxp/ē
2), donde maxp

es el valor máximo que un ṕıxel puede tomar en una muestra y ē2 es el error cuadrático medio entre los ṕıxeles
de las imágenes. Los valores de PSNR están en función del número de datos usados en la reconstrucción a
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partir de las medidas de CASSI, SSCSI, SCCSI, y HYCA, para la imágen de Indian Pines la cual se tomó a
modo de prueba. Según los resultados de la Tabla 1.3, se analiza CASSI con SCCSI que tienen los mismos
porcentajes de compresión de datos, forma y tamaño de H según Tabla 1.1. CASSI obtiene los mejores
resultados en reconstrucción, a una compresión de 13.18% alcanza una PSNR 30,69 [dB] y SCCSI de 29,18
[dB]. A una compresión 52,73% CASSI obtiene 34,96 [dB] y SCCSI 30,61 [dB]. CASSI presenta el mejor
resultado por el diseño óptico del sensor que controla la transmitancia. Por otro lado comparando HYCA
con SSCSI que tienen los mismos porcentajes de compresión de datos y tamaño de H según la Tabla 1.1.
SSCSI en una compresión 12,50% alcanza un PSNR 32,91 [dB] y HYCA 31,49 [dB], a una compresión 50%
SSCSI obtiene 37,57 [dB] y HYCA 37,59 [dB]. HYCA obtiene a mayor compresión mejor PSNR, por la
matriz de bloques (block digonal) H Figura 1.14.

El valor de PSNR es proporcional al número de proyecciones codificadas q, un resultado que será consid-
erado para evaluar el porcentaje de detección y clasificación obtenidos. Finalmente, la tasa de compresión
se calcula según la formula de la Tabla 1.1, a mayor número de código de proyecciones (q) mayor el valor de
compresión.

Tabla 1.3: Reconstrucción promedio PSNR en [dB]
Código de proyeciones CASSI SCCSI HYCA SSCSI

compresión % PSNR [dB] compresión % PSNR [dB] compresión % PSNR [dB] compresión % PSNR [dB]
1 13,18 30,69 13,18 29,18 12,50 31,49 12,50 32,91
2 26,37 32,69 26,37 30,18 25,00 34,42 25,00 35,06
3 39,55 33,81 39,55 30,53 37,50 37,65 37,50 36,65
4 52,73 34,96 52,73 30,61 50,00 37,59 50,00 37,57

Las Figuras 1.16 y 1.17 muestran la reconstrucción del cubo de datos de Indian Pines y Salinas en las
arquitecturas CASSI, SSCSI, SCCSI, HYCA, con el PSNR respectivo y la figura original como punto de
referencia para analizar los resultados obtenidos de forma visual. Para CASSI y SCCSI la compresión de los
datos 26,37%, HYCA y SSCSI 25%, q = 2 como se mostró en la Tabla 1.3. El mayor valor de PSNR lo tiene
la arquitectura SSCSI donde los ṕıxeles tienen una menor distorsión comparado con la imagen de referencia.

ORIGINAL SSCSI SCCSI HYCA

32.69 [dB] 35.06 [dB] 30.18 [dB] 34.42 [dB]REFERENCE

CASSI

Figura 1.16: Reconstrucción de la imagen INDIAN PINES en las arquitecturas CASSI, SSCSI, SCCSI,
HYCA

23



28.81 [dB] 29.72 [dB] 27.61 [dB] 29.05[dB]

ORIGINAL SSCSI SCCSI HYCACASSI

REFERENCE

Figura 1.17: Reconstrucción de la imagen Salinas en las arquitecturas CASSI, SSCSI, SCCSI, HYCA

Las Figuras 1.18 y 1.19 muestran de forma ilustrativa las firmas espectrales de los ṕıxeles en la coordenadas
espaciales tomadas de forma aleatoria (80,60) y (110,96) generadas por las arquitecturas CASSI, SSCSI,
HYCA, y SCCSI después de reconstruidas las imágenes Salinas e Indian Pines. La firma espectral es la
intensidad de los ṕıxeles a través de las bandas espectrales del cubo de datos.

Al observar estas figuras se puede encontrar que para ambos ṕıxeles analizados la firma espectral de las
cuatro arquitecturas difiere de la imagen original, mostrando la afectación que el proceso de reconstrucción
produce independientemente de la arquitectura utilizada. Se puede observar además que las arquitecturas
CASSI, HYCA y SSCSI siguen muy de cerca la firma espectral del ṕıxel original a través de las bandas
espectrales al analizar la imagen Indin Pines. La arquitectua SCCSI en cambio, se diferencia significati-
vamente de la firma espectral del ṕıxel original, el arreglo de filtros ópticos en el detector permite obtener
componentes espectrales especificos en cada ṕıxel. Por otro lado, para la imagen Salinas se encuentra que
las cuatros arquitecturas siguen de cerca la firma espectral del ṕıxel original. Se puede identificar entonces
que la calidad de la reconstrucción vaŕıa con la arquitectura elegida, el tipo de imagen utilizada, los ṕıxeles
seleccionados y las bandas de frecuencia.
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Figura 1.18: Firma espectral de un ṕıxel de la imagen Indian Pines en las arquitecturas CASSI, SSCSI,
SCCSI, HYCA, (a) punto 80,60, (b) punto 110,96.
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Figura 1.19: Firma espectral de un ṕıxel de la imagen Salinas en las arquitecturas CASSI, SSCSI, SCCSI,
HYCA, (a) punto 80,60, (b) punto 110,96.

1.10 Conclusiones

La principal diferencia entre las arquitecturas es la forma de comprimir la imagen. CASSI, Figura 1.3, codifica
espacialmente todas las bandas espectrales con el mismo código, las medidas se forman de la combinación
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lineal de ṕıxeles de diferentes firmas espectrales previamente codificadas. A diferencia de este, SCCSI, Figura
1.12, codifica cada banda espectral de forma diferente. SSCSI y DD-CASSI, Figuras 1.9, y 1.6, corresponden
a combinaciones lineales de ṕıxeles.

Finalmente, HYCA Figura 1.14, plantea un método de compresión teórico para la atenuación espectral de
los ṕıxeles que son multiplexados sin un desplazamiento en las bandas espectrales, los ṕıxeles de las diferentes
firmas espectrales no se mezclan. La combinación lineal de pixeles es un factor importante para determinar
el comportamiento espectral de cada ṕıxel.

La calidad de la reconstrucción depende de la arquitectura utilizada y de la tasa de compresión de
acuerdo a las pruebas realizadas entre las arquitecturas que son directamente comparables, primer grupo
SSCSI, HYCA, DD-CASSI, segundo grupo CASSI y SCCSI. Se espera que estos resultados tengan una
relación en la detección y clasificación.
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Caṕıtulo 2

Detección en imágenes

En este caṕıtulo se define el concepto de detección, se describen algunos algoritmos del estado del arte uti-
lizados para hacer detección, que sirven de base para construir el nuevo propuesto de detección en el dominio
comprimido. Se explica el concepto de ROC como una métrica para evaluar el desempeño del algoritmo
propuesto además, de la forma para construir el diccionario con el entrenamiento, entrada indispensable
para la nueva solucción propuesto.

También, se describen los modelos matemáticos para la construcción de los algoritmos de detección, uno
para las arquitecturas DD-CASSI, SSCSI, HYCA y el otro para SCCSI. Se realizan simulaciones numéricas
de los algoritmos con diferentes niveles de compresión, de ruido y de datos para construir el diccionario. Se
presentan y analizan los resultados de dichas simulaciones.

2.1 Introducción

Dentro de las operaciones posibles sobre medidas comprimidas están la detección, y clasificación o estimación,
que se encargan de la extracción de la información a partir de las muestras [28], [73].

La detección tradicional de muestreo compresivo consiste en probar, por medio de la estad́ıstica, una de
las hipótesis H0 o H1 acerca de un objetivo, es decir, que el objetivo está ausente o presente en las medidas.
Las hipótesis están dadas por:

H0 : g = ω

H1 : g = f + ω, (2.1)

donde ω ∼ N (0, σ2IN ) es ruido Gaussiano i.i.d. Dados

PF = Pr(H1 es seleccionado cuando H0 es verdadero)

PD = Pr(H1es seleccionado cuando H1 es verdadero), (2.2)

donde PF denotan la tasa de falsa alarma y PD la tasa de detección, [74]. El detector de Neyman-Person
(NP) [48] es la regla de decisión que maximiza PD sujeto a la restricción PF ≤ s. No es dif́ıcil mostrar que
la regla de decisión óptima es la prueba de razón por verosimilitud (del inglés likelihood ratio test):

ι(g) =
b1(g)

b0(g)

H1

≷
H0

η, (2.3)

donde η es seleccionado dado

PF =

∫
ι(g)>η

bo(g)dg = s. (2.4)
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Para las hipótesis se tiene que:

b0(g) = (2πσ2)
−N
2 e

(
−‖g‖22
2σ2

)
,

b1(g) = (2πσ2)
−N
2 e

(
−‖g−f‖22

2σ2

)
, (2.5)

tomando un logaritmo el detector se define como:

t := 〈g, f〉
H1

≷
H0

σ2log(η) +
1

2
‖ f ‖22, (2.6)

donde t es estad́ısticamente suficiente para el problema de detección, entonces, t contiene toda la información
requerida para decidir ente H0 y H1.

2.2 Detección en medidas comprimidas.

Considerando el problema de detección tradicional, pero observando g= Hf en vez de f , las hipótesis [75]
sobre el objetivo se plantean como:

H̃0 : g = Hω

H̃1 : g = H(f + ω), (2.7)

en este caso se tiene:

b0(g) =
e(−1

2 gT (σ2HHT )−1g)

| σ2HHT | 12 (2π)
N
2

b1(g) =
e

(
−1
2 (g−Hf)T (σ2HHT )−1(g−Hf)

)
| σ2HHT | 12 (2π)

N
2

, (2.8)

tomando un logaritmo se obtiene una prueba equivalente simplificada como:

gT (HHT )−1Hf
H1

≷
H0

σ2log(η)
1

2
fTHT (HHT )−1Hf , (2.9)

el detector compresivo se define como [76] [77] :

t̃ := gT (HHT )−1Hf . (2.10)

Detección de objetivos.

La detección de objetivos determina si un objecto con firma espectral conocida está presente dentro de la
imagen, este proceso se basa en la teoŕıa de detección comprimida y en los modelos f́ısicos de la señal, es decir,
los modelos del fondo y el modelo del subespacio conocido confinado de forma determińıstica o aleatoria [66].
Usualmente, el material del fondo se agrupa de distintas formas y se modela con una distribución de contorno
t-eĺıptica, mezclada con una distribución Gaussiana, para encontrar el tamaño de una part́ıcula abundante
[51]. El modelo del espectro depende de los parámetros desconocidos y de una señal desconocida, mientras el
modelo del espectro del objetivo está dado por una distribución normal multivariante, debido a que las colas
de ésta no afectan significativamente la probabilidad de detección [66], [78]. Por otro lado, el modelo ṕıxel
del objetivo está dado por una distribución Gaussiana centrada en las firmas del objetivo, con la covarianza
de la matriz de detección [51].
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Detección de objetivos en la señal comprimida.

La detección de objetivos en la señal comprimida se basa en la observación de los ṕıxeles pertenecientes a la
misma clase que se encuentran en un subespacio de pocas dimensiones [79], en el cual la señal de prueba se
puede representar por pocas muestras de entrenamiento de un diccionario, y el vector de la representación
compresiva contiene la información descriptiva para la detección y clasificación. Estos problemas se han
tratado con los siguientes enfoques:

� Usando representaciones dispersas de un núcleo [80], es decir, el ṕıxel es inducido a un espacio de
caracteŕısticas de grandes dimensiones por un núcleo, asumiendo separadamente una representación
por combinación lineal de las muestras de entrenamiento en el mismo espacio caracterizado [21]. La
correlación entre los ṕıxeles vecinos en un pequeño espacio se incorpora a la representación dispersa
del núcleo a través del modelo de dispersión en el espacio caracterizado [22]. El vector de dispersión
se recupera por medio de algoritmos basados en el enfoque de núcleo, en uno o múltiples ṕıxeles junto
con el modelo de dispersión, verificado mediante la caracteŕıstica operativa del receptor (ROC).

� Por otro lado, otros enfoques se basan en el modelo de colector [23], la espectralización de la ima-
gen multiespectral [24], la combinación de las caracteŕısticas de los elementos de construcción entre
cada sección de la imagen [53], diferentes tipos de funciones de núcleos apilados [81] y una hipótesis
independiente para la detección de subṕıxeles (HMSD) [82].

2.3 Algoritmos de detección del estado del arte

Los algoritmos de detección de objetivos en SI tienen la tarea de detectar un ṕıxel deseado (objetivo) en una
escena (imagen hiperespectral) con el menor número de falsas alarmas (FA).

La base matemática de los algoritmos de detección hace parte del área de la estad́ıstica conocida como
hipótesis binaria. Dado un espectro observado x, se pretende decidir entre una de las dos siguientes hipótesis
[66, 73, 83]:

H0 : Objetivo Ausente

H1 : Objetivo Presente

Si p(x | H0) y p(x | H1) son las funciones de densidad de probabilidad (PDF) de x bajo las dos hipótesis,
esto se puede expresar como

ι(x) =
p(x | Objetivo Presente)

p(x | Objetivo Ausente)
. (2.11)

Si ι(x) excede un cierto umbral η, entonces la hipótesis de Objetivo Presente se da como verdadera. Un
aspecto importante en los algoritmos de detección de objetivos es la selección del umbral η, esto debido
a que si se selecciona un umbral η bajo, se aumenta la probabilidad de detección (PD), sin embargo, si
se maneja un umbral η alto, se obtienen bajas tasas de probabilidad de falsa alarma (PFA). La relación
existente entre PD y PFA determina el desempeño de los detectores o algoritmos, la métrica que mayor
se usa en la comunidad cient́ıfica para evaluar el desempeño de los algoritmos de detección son las curvas
de caracterización operativa del receptor ROC (del inglés, receiver operating characteristic curve) [73], las
curvas ROC dibujan la PD del objetivo, frente a la PFA como una función de todos los posibles valores del
umbral η. Ahora, un detector óptimo es aquel que logra detectar los objetivos con una PD alta y una PFA
muy baja.

Los algoritmos de detección de HSI deben superar dificultades como: (1) con gran frecuencia el número
de ṕıxeles contenidos dentro de un hipercubo está en el orden de 105 con la limitante de que la estimación
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de PFA es menor a 10−4 por cada hipercubo; (2) el número de objetivos de un tipo o clase en particular en
una escena es frecuentemente muy pequeño y limita la precisión del desempeño de detección; (3) la verdad
de terreno (del inglés, ground truth) es muy limitada para la totalidad de la escena y en la gran mayoŕıa
de investigaciones no se cuenta con ella, dificultando la validación de los resultados de desempeño de los
algoritmos; (4) la existencia de ṕıxeles mezclados (subṕıxel) en la escena, dado que un ṕıxel observado por el
sensor puede recibir información del objetivo y del fondo; y (5) la gran variabilidad espectral, que se eviden-
cia por el hecho de que un espectro único y fijo, teóricamente perfecto, no existe para ningún material dado.
Los espectros observados a partir de muestras del mismo material no son idénticos, incluso en experimentos
de laboratorio, debido a las variaciones en la superficie del material. La variabilidad es más pronunciada
en aplicaciones de SR (del inglés, remote sensing) debido a las condiciones atmosféricas, ruido del sensor,
la composición del material, la ubicación del sensor y la muestra, materiales circundantes, y otros factores
[66, 83].

En la presente sección y de acuerdo al estado del arte de algoritmos de detección aplicados a HSI, se
realiza una revisión de cinco de los algoritmos con mayores citaciones e importancia.

Algoritmo de filtro de emparejado (MF)

El filtro de emparejado y sus diferentes variaciones han sido ampliamente usados en aplicaciones de detección
de objetivos en HSI [66, 83]. MF se basa en la prueba de las hipótesis binarias descrita en la ecuación (2.11).
La PDF asociada a cada hipótesis es modelada como una distribución normal y puede ser expresada por

H0 : x ∼ N(µb,Γb) Objetivo ausente (2.12)

H1 : x ∼ N(µt,Γt) Objetivo presente, (2.13)

si se asume que las dos hipótesis tienen igual matriz de covariancia, Γb = Γt = Γ, y partiendo que la selección
del factor de normalización no afecta el desempeño del MF, este puede usar la siguiente ecuación

DMF (x) =
(µt − µb)TΓ−1(x− µb)
(µt − µb)TΓ−1(µt − µb)

, (2.14)

donde µt es el espectro objetivo, x es el espectro del ṕıxel a evaluar (fondo o background), µb es el vector de
que contienen la media del fondo y Γ es la matriz de covarianza.

Algoritmo de minimización de enerǵıa restringida (CEM)

El CEM está diseñado como un filtro de respuesta de impulso finito para pasar a través del objetivo deseado
y reducir al mı́nimo la enerǵıa de salida resultante generada por el fondo con excepción de los objetivos
deseados [82]. Una matriz de correlación o covarianza es utilizada para caracterizar la composición del fondo
desconocido. Esta técnica maximiza la respuesta de la firma conocida y suprime la respuesta compuesta
por información del fondo, esto permite detectar la firma objetivo conocida. El detector de CEM se expresa
como

DCEM (x) =
dTΓ−1x

dTΓ−1d
, (2.15)

donde d es el espectro objetivo, x es el espectro del ṕıxel a evaluar, y Γ es la matriz de covarianza o
correlación del fondo. CEM pertenece a los algoritmos basados en un enfoque estructurado donde se utiliza
las estad́ısticas para describir el fondo, por esta razón se incluye en la presente investigación.
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Algoritmo estimación de coherencia adaptativo (ACE)

El Estimador de Coherencia Adaptativo (ACE) puede ser extráıdo de la Tasa de Máxima Verosimilitud
Generalizada (GLRT), partiendo de la asunción que se conoce la matriz de covariancia del fondo [66], ACE
puede ser escrito como

DACE(x) =
(dTΓ−1x)2

(dTΓ−1d)(xTΓ−1x)
, (2.16)

donde d es el espectro objetivo, x es el espectro del ṕıxel a evaluar, y Γ es la matriz de covarianza del
fondo. El ACE usa una forma diferente de estimar la estad́ıstica de detección y logra una mayor separación
entre el objetivo y el fondo. Adicionalmente, ACE permite establecer con mayor facilidad un umbral PFA
constantes. Similar a CEM y MF, ACE ofrece un medio rápido para la detección de una firma objetivo
espećıfica basado en coincidencias frente a una firma de una libreŕıa espectral o una firma espectral de las
misma HSI, Adicionalmente, ACE no requiere conocimiento de todos los espectros puros presentes dentro de
una escena. En estudios previos el algoritmo ACE ofrece el mejor desempeño frente a los otros algoritmos
[73], razón que lo hace viable para ser aplicado en la presente investigación.

Algoritmo mapeo del ángulo espectral (SAM)

El algoritmo SAM es usado para determinar que tan similar pueden ser dos espectros, a partir del cómputo
del ángulo entre los dos vectores (vector objetivo y vector ṕıxel a evaluar). SAM es rápido, faćıl y su costo
computacional es bajo, no requiere de ninguna información estad́ıstica de la escena [84]. Cualquier ṕıxel de
la HSI o escena es tratado como un vector con dimensionalidad igual al número de bandas de la HSI y la
similitud es calculada como el ángulo entre dos espectros

cosθ =
d • x

| d || x |
, (2.17)

donde d es el espectro objetivo o vector deseado, x es el ṕıxel a evaluar, y θ es el ángulo entre los dos. El
algoritmo SAM también puede ser realizado por multiplicación de matrices y se puede expresar como

DSAM (x) =
dTx

(dTd)1/2(xTx)1/2
. (2.18)

Los resultados de detección tienen valores entre 0 y 1, los ṕıxeles con mayor similitud tiene valores
cercanos a 0, debido a los ángulos pequeños entre los vectores en evaluación. SAM se incluye en la presente
investigación como un algoritmo de detección de ĺınea base por ser un algoritmo tradicional, fácil de usar,
y que no requiere de información estad́ıstica de la escena, permitiendo ser evaluado contra algoritmos más
robustos.

Algoritmo de proyección subespacio ortogonal (OSP)

El algoritmo OSP primero diseña un proyector de subespacio ortogonal para eliminar la respuesta de los
ṕıxeles no objetivos, a continuación, aplica un filtro de emparejado para buscar la coincidencia del objetivo
deseado en los datos. OSP es eficiente y eficaz cuando la firma del objetivo es muy diferente con respecto
al fondo. Cuando el ángulo espectral entre la firmas de la HSI y la firma objetivo es pequeña, la atenuación
de la señal objetivo es dramática y el rendimiento de algoritmo OSP podŕıa ser deficiente. El OSP se puede
expresar como

DOSP (x) =
dTP⊥Ux

dTP⊥Ud
, (2.19)

donde d es el espectro objetivo o vector deseado, x es el ṕıxel a evaluar, y P⊥U = IL×L − UU# es el
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proyector de subespacio ortogonal. L es el número de bandas, U es la matriz de espectros no-objetivos, y
U# = (UTU)−1UT es la pseudoinversa de U.

También existen otros algoritmos como máquinas de soporte vectorial (SVMs) [85],programación lineal
que reemplaza la norma `o por la `1 y por técnicas de optimización convexa [26], [46]. Por otra parte,
están los de búsqueda combinada simultánea ortogonal (SOMP), detección de subespacio adaptativo (ADS),
búsqueda combinada simultánea de núcleo ortogonal (KSOMP) y máquinas de soporte vectorial de núcleo
compuesto (SVMCK) [21]. Los algoritmos de detección de filtros combinados espectrales (SMF), detección
de subespacios adaptados (ASD) y detección de subespacios combinados (MSD), son expresados como una
combinación de las firmas del espectro objetivo y del fondo [39].

Otros algoritmos como KMSD, KOSP, KSMF, y KASD [39], son implementados a partir de los MSD,
OSP, SMF, y ASD [86], usando la teoŕıa de aprendizaje de núcleos [21], [46]. El OSP es un algoritmo que
usa un modelo de fondo estructurado para caracterizar la variabilidad espectral y es el primer algoritmo de
filtro de emparejado geométrico con un enfoque diferentes a los anteriores algoritmos usados en la presente
investigación.

Métodos de evaluación de los detectores

� Modelo estocástico. El modelo estocástico se utiliza para evaluar el espectro λ [74], la distribución se
evalúa con ROC [87].

ROC = PD/PF . (2.20)

� Crear un conjunto artificial del espectro de los ṕıxeles con conocimiento determinado de los ṕıxeles
del objetivo. Se hace mediante el uso de una tasa, para referirse a la frecuencia relativa de un evento
PD o PF . Cuando el conjunto de los espectros del ṕıxel es relativamente pequeño (algunos cientos),
el resultado se refleja en los de la imagen real, las declaraciones hechas acerca del número de ṕıxeles
identificados queda como los contenidos en el objetivo o los valores reportados por el detector. Cuando
el conjunto de espectros de los ṕıxeles es muy grande (algunos miles), el resultado se refiere a las
estimaciones de los valores teóricos [87].

� Uso del espectro de una imagen real, cuando la localización del ṕıxel objetivo es conocida. Se da
porque los ṕıxeles objetivos, en su mayoŕıa, no son homogéneos [88], contienen una gran variedad de
materiales de fondo, haciendo necesario recurrir a la localización conocida del ṕıxel objetivo [87].

2.4 Construcción del diccionario

El diccionario se construye de acuerdo a los criterios de la sección de dispersión de las señales y con el
algoritmo 1 [60].
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Algoritmo 1 Construcción de diccionarios

Entradas: F cubo de datos, G puntos verdaderos de F, ρ porcentaje de entrenamiento de los datos de A,
Λ número de clases contenidas en G
Salidas: ΨΨΨ

1: N ← número de columnas de F
2: M ← número de filas de F
3: for k:=0 to Λ do
4: cont← 1
5: for i:=0 to M do
6: for j:=0 to N do
7: if Gi,j = k then
8: Acont ← [F(i,j,1),F(i,j,2), ...,F(i,j,L)]

T extrae la firma espectral de la posición (i,j) de F
9: cont← cont+ 1

10: ΨΨΨk ← (A, ρ) función que selecciona aleatoriamente un porcentaje ρ de las columnas A para resolver la
ecuación (2)

Para generar una base de representación a partir de un diccionario de firmas espectrales que cumpla la
ecuación (2), se establece el Algoritmo 1, el cual tiene como entrada el cubo de datos F, los puntos verdaderos
con etiquetas G de F, porcentaje de los datos para constrúır el diccionario ρ, número de clases Λ contenidas
en G.

Espećıficamente, en la ĺınea 1 del algoritmo 1 se asigna el número de columnas de F que son iguales al
número de filas en la ĺınea 2, el cubo de datos tiene dimensiones espaciales cuadradas. De la ĺınea 3 a la 7
se hace un primer ciclo según el número de clases en G, los ciclos dos y tres recorren la matriz de puntos
verdaderos G de F para asignar en la matriz A los ṕıxeles de cada clase contenidos en F. En la ĺınea 8
existe una función que a partir de la matriz A obtiene las bases de representación ΨΨΨk según el porcentaje de
ṕıxeles ρ de cada una de las clases k.

Tabla 2.1: Lista de variables algoritmo construcción de diccionario
Variable Tamaño Descripción

F M ×N × L cubo de datos
G M ×N puntos verdaderos de F
Λ escalar número de clases contenida en G
A L×MN ṕıxeles de las diferentes clases de F
ρ escalar porcentaje de entrenamiento de la matriz A

ΨΨΨ L×MN diccionario disperso ecuación (2)
k Λ cada una de las clases de G

2.4.1 Análisis de complejidad del algoritmo de construcción del diccionario

El proceso de validación del algoritmo 1 de la ĺınea 3 a la 7 toma (MNK) operaciones de comparación y de
copiado. Por otro lado, la complejidad computacional en la ĺınea 8 es O(ρMNL) con lo cual se garantiza
que el algoritmo es escalable. Esta heuŕıstica es finita, los ciclos son de tamaño finito. Se halla la mejor
solución posible (ĺınea 10).

2.5 Aprendizaje

El aprendizaje en la señal dispersa se basa en diccionarios que son formados con diferentes muestras de la
señal de interés, [60], [89], el cual, se utiliza en los procesos de detección y clasificación, [47], [90], [91], [92],
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[93], [94]. En el aprendizaje se utilizan modelos de formación del ṕıxel de fondo [95], de objetivo y la unión
entre los dos anteriores.

El modelo de entrenamiento del ṕıxel de fondo está definido por:

f = ΨΨΨbs, (2.21)

donde ΨΨΨb=[ψψψb1ψψψ
b
2...ψψψ

b
Nb

], ΨΨΨb=L × Nb es el diccionario de fondo tal que las columnas son las muestras de
entrenamiento del fondo (llamadas átomos), Nb= es el número de muestras de entrenamiento del ṕıxel de
fondo, y L el número de bandas de la imagen [49].

El modelo de entrenamiento del ṕıxel objetivo está dado por:

f = ΨΨΨts, (2.22)

donde ΨΨΨt=[ψψψt1ψψψ
t
2...ψψψ

t
Nt

], ΨΨΨt=L × Nt es el diccionario de entrenamiento de los ṕıxeles del objetivo [49].
La unión del modelo de entrenamiento del ṕıxel de fondo con el de objetivo genera:

f = ΨΨΨbs
′ + ΨΨΨts

′ = ΨΨΨγ, (2.23)

donde ΨΨΨ= [ΨΨΨb ΨΨΨt] es una matriz L× (Nb + Nt ) de las muestras de entrenamiento del objetivo y del fondo,
γ = [s

′T ] T un vector [49].

2.6 Modelo matemático de detección de objetivos en imágenes es-
pectrales en el dominio comprimido en las arquitecturas DD-
CASSI, HYCA, SSCSI

De los algoritmos del estado del arte, se toma el de filtro de emparejado que resuelve el problema de mı́nimos
cuadrados para estimar Ψ, asumiendo µ = µb = 0. Este problema se puede solucionar mediante heuŕısticas
encontradas [96] para una aplicación diferente a esta tesis. A continuación se presenta el modelo matemático
para proponer una nueva heuŕıstica en el contexto de detección de imágenes espectrales.

Se inicia re-ordenando la matriz de muestreo H para obtener una matriz de bloques (block diagonal); se
establecen las matrices de re-ordenamiento, R1 ∈ Rn×n y R2 ∈ Rm×m, donde n = MNL, m = MNq. Las
cuales, se pueden expresar matemáticamente como:

(Ri,i′)1 =

{
1 si j′ = d+ eM + hMN,
0

(2.24)

y

(Rj,j′)2 =

{
1 si i′ = a+ bM + cMN,
0

(2.25)

para a = i
MN ; b = mod(i,ML)

L ; c = mod(i, L); i = {0, ...,MNL − 1}; i′ = {0, ...,MNL − 1}, d = j
MN ;

e = mod(j,ML)
L ; h = mod(j, L); j = {0, ...,MNL− 1}; j′ = {0, ...,MNL− 1}.

Con base en las ecuaciones (2.24) y (2.25) la ecuación (1) de la introducción se puede reescribir como:

R2g = R2HRT
1 R1f , (2.26)

donde RT
1 R1=I y RT

2 R2=I. Reescribiendo la ecuación (2.26) se tiene:

g̃ = H̃f̃ , (2.27)

donde H̃ = R2HRT
1 es una matriz con M bloques en su diagonal y g̃=R2g y f̃=R1f son la versión

reestructurada de las medidas y el cubo original, respectivamente. Dada la estructura de H̃, la ecuación
(2.27) se puede escribir como:

g̃i = H̃if̃i, (2.28)
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donde i representa la ecuación de muestreo para el i−th bloque . Los componentes de la ecuación (2.28) se
pueden describir como:

g̃ =


g̃0

g̃1

.

.

.
g̃MN−1

 ,
y

f̃ =


f̃0
f̃1
.
.
.

f̃MN−1

 ,
y

H̃ =


H̃0 0 . . . 0

0 H̃1 . . . 0
. . . .
. . . .
. . . .

0 0 . . . H̃MN−1

 ,

para i = [0, 1, ...,MN − 1], donde g̃i ∈ Rq, f̃i ∈ RL y H̃i ∈ Rq×L.
Descomponiendo H̃ en sus valores SVD, H̃ = UΣΣΣVT , dado que H̃ es una matriz block diagonal su

descomposición se puede expresar como, H̃i = UiΣΣΣiV
T
i , H̃= diag (UiΣΣΣiV

T
i ), donde UTU = I, VTV = I,

la ecuación (2.28) se puede expresar como:

g̃i = UiΣΣΣiV
T
i f̃i, (2.29)

al multiplicar la ecuación (2.29) por UT se expresa como:

UT
i g̃i = ΣΣΣiV

T
i f̃i, (2.30)

comoΣΣΣi es una matriz diagonal no cuadrada se truncan las matrices UΣΣΣVT de la ecuación (2.30) en función
de los valores propios ΣΣΣi se expresa como:

ŨT
i g̃i = Σ̃ΣΣiṼ

T
i f̃i, (2.31)

al multiplicar la ecuación (2.31) por la inversa de Σ̃ΣΣi se expresa como:

Σ̃ΣΣ
−1

i ŨT
i g̃i = ṼT

i f̃i, (2.32)

reescribiendo la ecuación (2.32) se expresa como:

ĝi = ṼT
i f̃i, (2.33)

donde ĝi = Σ̃ΣΣ
−1

i ŨT
i g̃i. La detección se realiza directamente en el dominio comprimido con el uso de un

diccionario puro ΨΨΨl
k, k = 1, ..., Λ cada una de las clases, l el ı́ndice de firmas por clase (recorre el total de

firmas por cada clase)

ti = arg min
k=1,...,Λ

‖ ĝ − ṼT
i ΨΨΨl

k ‖22, (2.34)

donde t ∈ RMN×1.
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2.6.1 Algoritmo de detección de objetivo en imágenes en el dominio comprimido
en las arquitecturas DD-CASSI, HYCA, SSCSI

En esta sección se muestra el algoritmo desarrollado para la detección de imágenes en el dominio comprimido
en las arquitecturas DD-CASSI, HYCA, SSCSI.

Algoritmo 2 Detección de objetivos en imágenes espectrales en el dominio comprimido en las arquitecturas
DD-CASSI, HYCA, SSCSI

Entradas: g medidas según ecuación (1) , H matriz de muestreo de cada arquitectura detalladas en el
caṕıtulo 1, ΨΨΨ diccionario creado por el algoritmo (1), Λ clase de fondo o de objetivo, τ = 1e−8 valor de
tolerancia para hallar los mayores valores singulares propios, a = 1× 1010

Salidas: T

1: UΣΣΣV← valores singulares de descomposición de H ecuación (3)
2: σmin ← Σ0,0

3: k ← 1
4: while (σmin > τ) do
5: σmin ← Σk,k
6: k ← k + 1

7: Ũ← se truncan las filas de U en función de k
8: Σ̃ΣΣ ← se truncan las filas y columnas ΣΣΣ en función de k
9: Ṽ← se truncan las filas de V en función de k

10: ĝ← Σ̃ΣΣ
−1

ŨT g̃ medidas comprimidas en función de los valores singualres propios
11: H̃← ṼT matriz de block diagonal
12: l← 0 número de firmas en cada clase
13: for i:=0 to M-1 do
14: for j:=0 to N-1 do
15: for k:=0 to Λ -1 do
16: b← mink(‖ ĝl − H̃lΨΨΨ

l
k ‖22) función ecuación (2.34)

17: if b <a then
18: Ti,j ← k resuelve el problema de optimización
19: a← b
20: l← l + 1

Para resolver el problema de detección según la función (2.34), se establece el Algoritmo 2. El cual tiene
como entrada la medidas g, el total de clases Λ, el valor de tolerancia de los valores propios τ , un parámetro
de error inicial a = 1× 1010 (valor elegido con base en pruebas de sensibilidad del algoritmo), el diccionario
ΨΨΨ y la matriz de muestreo con su estructura en bloques H̃. La matriz H como se explico en el caṕıtulo 1,
es diferente para cada arquitectura HDD−CASSI (Figura 1.6) [3], HSSCSI (Figura 1.9) [4], HHY CA (Figura
1.14) [6], se calcula a partir de las ecuaciones (1) y (2).

En la ĺınea 1, se calcula la descomposición en los valores singulares de la matriz H̃ = UΣΣΣVT. Con base
en ΣΣΣ se establece la variable σmin con el primer valor propio ΣΣΣ0,0, y k = 1, ĺınea 2 y 3, respectivamente. En
las ĺıneas 4 a 6, se calcula el total de valores propios que van a ser usados para la detección de la imagen,
es importante recalcar que la variable k representa el total de filas y columnas de U y VT que se van a
conservar. En las ĺıneas 7 a 9, se calculan las matrices truncadas Ũ, Ṽ y Σ̃ΣΣ en función de la variable k. En

las ĺıneas 10 y 11, se recalculan las medidas ĝ = Σ̃ΣΣ
−1

Ũ
T
g̃ y la matriz H̃HH = Ṽ

T
. Finalmente, de la ĺınea 13 a

20 se realiza la detección en función de la medidas comprimidas ĝ y la versión SVD truncada de la matriz
en bloque H̃. Espećıficamente, la detección de cada ṕıxel espectral se realiza por separado en función del
problema de optimización establecido en la ĺınea 16.
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Tabla 2.2: Lista de variables algoritmo de detección de objetivos en imágenes espectrales en el dominio
comprimido en las arquitecturas DD-CASSI, HYCA, SSCSI

Variable Tamaño Descripción
g MNq medidas compresivas ecuación (1)
H MNq ×MNL matriz de muestreo de las arquitecturas descritas en el caṕıtulo 1
Λ número de clases total de clases en el cubo de datos (fondo, objetivo)
k Λ número de clases
l escalar número de firmas en cada clase

ΨΨΨ L×MN diccionario disperso, salida algoritmo (1)

Σ̃ΣΣ k × k matriz truncada diagonal de vectores singulares

Ṽ k × L matriz truncada de vectores propios derechos

Ũ q × L matriz truncada de vectores propios izquierdos
T M ×N matriz de la clase detectada ecuación (2.34)
τ 1e−8 valor de tolerancia para hallar los mayores valores singulares propios
b escalar valor mı́nimo que retorna la función ecuación (2.34)
a 1 ×1010 limite máximo para encontrar el valor mı́nimo de b

2.6.2 Análisis de complejidad del algoritmo detección de objetivos en imágenes
espectrales en el dominio comprimido en las arquitecturas DD-CASSI,
HYCA, SSCSI

La complejidad computacional del algoritmo 2 depende directamente del tamaño de las entradas, y el número
de operaciones tiene una dependencia lineal de este valor. El proceso de detección de cada ṕıxel espectral
o firma toma O(qLMNk) con lo cual se garantiza que el algoritmo es escalable. Esta heuŕıstica es finita
(se define el valor τ para los valores singulares y los demás ciclos son de tamaño finito). Se halla la mejor
solución posible (ĺınea 16).

2.7 Modelo matemático de detección de objetivos en imágenes
espectrales en el dominio comprimido arquitectura SCCSI

Con el fin de re-ordenar la matriz de muestreo H para obtener una matriz de bloques (block diagonal) se
establecen las matrices de re-ordenamiento, R1 ∈ Rn×n y R2 ∈ Rm×m, donde n = MNL, m = M(N + L−
1)q. Las cuales, se pueden expresar matemáticamente como:

(Ri,i′)1 =

{
1 si j′ = d+ eM + hMN,
0

(2.35)

y

(Rj,j′)2 =

{
1 si i′ = a+ bM + cMN,
0

(2.36)

para a = i
MN ; b = mod(i,ML)

L ; c = mod(i, L); i = {0, ...,MNL − 1}; i′ = {0, ...,MNL − 1}, d = j
MN ;

e = mod(j,ML)
L ; h = mod(j, L); j = {0, ...,MNL− 1}; j′ = {0, ...,MNL− 1}.

Con base en las ecuaciones (2.35) y (2.36) la ecuación (1) se puede reescribir como:

R2g = R2HRT
1 R1f , (2.37)

donde RT
1 R1=I y RT

2 R2=I. Reescribiendo la ecuación (2.37) se tiene:

g̃ = H̃f̃ , (2.38)
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donde H̃ = R2HRT
1 es una matriz con M bloques en su diagonal y g̃=R2g y f̃=R1f son la versión

reestructurada de las medidas y el cubo original, respectivamente. Dada la estructura de H̃, la ecuación
(2.38) se puede escribir como:

g̃i = H̃if̃i, (2.39)

donde i representa la ecuación de muestreo para el i−th bloque . Los componentes de la ecuación (2.39) se
pueden describir como:

g̃ =


g̃0

g̃1

.

.

.
g̃M−1

 ,
y

f̃ =


f̃0
f̃1
.
.
.

f̃M−1

 ,
y

H̃ =


H̃0 0 . . . 0

0 H̃1 . . . 0
. . . .
. . . .
. . . .

0 0 . . . H̃M−1

 ,

para i = [0, 1, ...,MN − 1], donde g̃i ∈ R(N+L−1)×1, f̃i ∈ RNL y H̃i ∈ R(N+L−1)×NL. En el caṕıtulo uno
se mostró que esta arquitectura presenta desplazamiento en las bandas espectrales en la construcción de la
matriz H lo cual, produce una mezcla de ṕıxeles en la medida que el código de proyecciones q se repite. Para
evitar esta mezcla se tiene q=1. Para mejorar los resultados era importante generar una repetición en los
datos lo cual se logro mediante un producto Kronecker H̃ = 1TN ⊗ΨΨΨl

k. La detección se realiza directamente
en el dominio comprimido con el uso de un diccionario puro ΨΨΨl

k, k = 1, ..., Λ cada una de las clases, l el indice
de firmas por clase (recorre el total de firmas por cada clase)

ti = arg min
k=1,...,Λ

‖ g̃i − H̃iΨΨΨ
l
k ‖22, (2.40)

donde t ∈ RMN×1.

2.7.1 Algoritmo de detección de objetivo en imágenes espectrales en el dominio
comprimido arquitectura SCCSI

En esta sección se muestra el algoritmo desarrollado para la detección de imágenes espectrales en el dominio
comprimido.
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Algoritmo 3 Detección de objetivos en imágenes espectrales en el dominio comprimido arquitectura SCCSI

Entradas: g medidas según ecuación (1), H matriz de muestreo de cada arquitectura detalladas en el
caṕıtulo 1, ΨΨΨ diccionario creado por el algoritmo (1), Λ clase de fondo o de objetivo, z = 1× 1011

Salidas: T

1: for i:=0 to M-1 do
2: for j:=0 to (N+L-2) do
3: a← función(Hi,j) devuelve la jthfila de Hi

4: g ← función(gi,j) devuelve el jthvalor de gi
5: for k:=0 to Λ -1 do
6: y ← función(ΨΨΨk) retorna el total de firmas del diccionario ΨΨΨ para la clase k
7: for l:=0 to y do
8: ΩΩΩ← 1TN ⊗ΨΨΨl

k producto kronecker que emula las capas espectrales
9: w← vectorización ΩΩΩ

10: b←| g − aTw | función ecuación (2.40)
11: if b < z then
12: Ti,j ← k
13: z ← b

Para resolver el problema de detección según la función (2.40), se establece el Algoritmo 3. El cual tiene
como entrada la medidas g, el total de clases Λ, un parámetro de error inicial z = 1×1010 (valor elegido con
base en pruebas de sensibilidad del algoritmo), el diccionario ΨΨΨ y la matriz de muestreo con su estructura
en bloques H̃. La matriz H es HSCCSI Figura 1.12 [42] caṕıtulo 1, que se calcula a partir de las ecuaciones
(1) y (2).

Espećıficamente, en el algoritmo 1 en la ĺınea 1, ĺınea 2, se recorre la cantidad de filas y columnas de
H para extraer la jth fila de Hi y el jth valor de gl. La ĺınea 5 inicia el ciclo que recorre cada clase (fondo
y objetivo), la ĺınea 6 retorna el número de firmas Λ de cada clase k contenidas en el diccionario ΨΨΨ. De
la ĺınea 7 hasta la 13 se resuelve el problema de detección de cada ṕıxel espectral por separado en función
del problema de optimización establecido en la ĺınea 10. Es importante aclarar que en la ĺınea 8 se emula
las capas espectrales a partir del diccionario ΨΨΨ. Esto se realiza dado que no se desea reconstruir el cubo de
datos. Además, dada la geometŕıa de muestreo de la arquitectura SCCSI (desplazamiento horizontal hacia
abajo), no se puede reducir el problema a una matriz de bloques pequeños.

Tabla 2.3: Lista de variables algoritmo de detección de objetivos en imágenes espectrales en el dominio
comprimido arquitectura SCCSI

Variable Tamaño Descripción
g MNq× 1 medidas compresivas ecuación (1)
H M(N + L− 1)×MNL matriz de muestreo SCCSI descritas en el caṕıtulo 1
Λ número de clases total de clases en el cubo de datos
k Λ número de clases
l escalar número de firmas en cada clase
a MNL vector número de fila de Hi

b escalar diferencia entre las medidas y las medidas generadas por el diccionario
ΨΨΨ L×MN diccionario disperso
ΩΩΩ L×N matriz producto kronecker que emula las capas espectrales
w NL vectorización de ΩΩΩ
T M ×N matriz de la clase detectada ecuación (2.40)
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2.7.2 Análisis de complejidad del algoritmo detección de objetivos en imágenes
espectrales en el dominio comprimido arquitectura SCCSI

La complejidad computacional de la detección de cada ṕıxel espectral o firma con el algoritmo 3 es propor-
cional a O(MNLyβ), donde β= N tamaño(Ψl

k) (producto kronecker de la ĺınea 8) con lo cual se garantiza
que el algoritmo es escalable. Esta heuŕıstica es finita, los ciclos son de tamaño finito. Se halla la mejor
solución posible (linea 12).

2.8 Simulaciones de detección de objetivos en imágenes espec-
trales en el dominio comprimido

La simulaciones fueron desarrolladas con tres conjuntos de bases de datos de prueba, se realizaron algunos
experimentos con medidas obtenidas desde los conjuntos de datos con diferentes tasas de compresión de datos
para la construir el diccionario y con diferentes niveles de ruido. Esto se realizó para analizar el rendimiento
en la detección de cada arquitectura. Para las simulaciones se usó el conjunto de datos de Indian Pines y
Salinas tomadas por el sensor AVIRIS [71]. El conjunto de datos de Indian Pines tiene 145×145 ṕıxeles,
220 bandas espectrales con un rango de 0.2 a 2.4 µm y una resolución espacial de 20 m., se usaron 200
bandas espectrales con 128 × 128 ṕıxeles, con un objetivo a detectar pasto, etiqueta 5. El conjunto de
datos de Salinas tiene 512×217 ṕıxeles, 224 bandas espectrales y una resolución espectral de 3.7 m. [72], se
tomaron 204 bandas espectrales con 128× 128 ṕıxeles, con un objetivo a detectar hierbas verdes, etiqueta 7.
Adicionalmente se utilizo la imagen Pavia University [97] con 610× 610 ṕıxeles, 103 bandas espectrales, una
resolución espacial de 1.3 m., tomada por el sensor ROSIS, se usaron 103 bandas espectrales con 256× 256
ṕıxeles, con un objetivo a detectar asfalto, etiqueta 1. De los objetivos a detectar en cada cubo de datos se
tienen los puntos verdaderos de tierra con etiquetas. La transmitancia en las matrices aleatorias fue 50%, y
el máximo de medidas del 100%. Para las simulaciones, las medidas comprimidas se realizaron usando las
matrices de muestreo descritas en la Tabla 1.1. La tarea de detección requiere de una mayor compresión de
los datos, es necesario aumentar el número de código de proyecciones q.

2.9 Discusión de resultados de detección de objetivos en imágenes
espectrales en el dominio comprimido

La Tabla 2.4 muestra la detección de objetivos en el dominio comprimido de las arquitecturas de muestreo
compresivo DD-CASSI, HYCA, SSCSI con una compresión (se calcula según formulas Tabla 1.1) de datos
25% al 100% para el conjunto de datos Indian Pines, Salinas, y Pavia. En una compresión de datos del 25%
Indian Pines obtiene un porcentaje de detección 77,80% DD-CASSI, 80,67% HYCA, 83,96% SSCSI; Salinas
83,52% DD-CASSI, 88,09% HYCA, 88,24% SSCSI; Pavia 91,12% DD-CASSI, 92,86% HYCA, 93,74% SSCSI.
Para una compresión de los datos del 38% el comportamiento es similar al del 25% en cada arquitectura con
los conjuntos de datos, SSCSI sigue obteniendo el mejor porcentaje de detección seguido por HYCA.

La Figura 2.1 muestra el porcentaje de variación de detección en Salinas del 25% al 38% de compresión
de los datos que es 2,73% en DD-CASSI, 0,76% en HYCA y 1,57% en SSCSI. Finalmente, para el rango
del 38% al 100% la mayor diferencia la tiene DD-CASSI con un 8,45% pero, sigue siendo la de menor valor
comparada con HYCA y SSCSI. Los resultados de detección para las imágenes de Indian Pines y Salinas
son coherentes con los resultados de reconstrucción de la Tabla 1.3, Figura 1.16 y Figura 1.17 donde SSCSI
y HYCA obtienen los mejores resultados.
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Tabla 2.4: Detección en el dominio comprimido de las arquitecturas de muestreo compresivo, 10% de los
datos para construir el diccionario

Compresión % Detección % Indian Pines Detección % Pavia Detección % Salinas
DD-CASSI HYCA SSCSI DD-CASSI HYCA SSCSI DD-CASSI HYCA SSCSI

25 77,80 80,67 83,96 83,52 88,09 88,24 91,12 92,86 93,74
38 78,48 82,49 85,20 85,80 88,76 89,63 92,96 93,81 94,84

100 86,10 87,32 90,23 94,25 94,35 95,52 93,97 94,08 95,03

80

84

88

92

96

100

25 38 100

%
Hd

et
ec

ci
ón

%HcompresiónHdeHlosHdatos

CASSI-DD HYCA SSCSI

Figura 2.1: Variación detección de la imagen Salinas en las arquitecturas compresivas CASSI, HYCA, SSCSI,
según los porcentajes de compresión 25%, 38%, 100%

La Figura 2.2 muestra la detección de pasto en la imagen Indian Pines con una compresión de los datos
38%, 10% de los datos para construir el diccionario el cual, se crea de forma supervisada de acuerdo al
algoritmo 1 y ρ porcentajes de las firma espectrales. La arquitectura SSCSI supera en un 7,89% el valor
de la detección obtenido en CASSI y un 3,18% a HYCA. El rango de detección está entre un 78,48% y
85,20%. La Figura 2.3 presenta la ROC métrica usada para validar los resultados obtenidos. Muestra que la
arquitectura de mejor rendimiento es la SSCSI, 72% de los ṕıxeles de pasto son detectados como verdaderos
positivos antes de detectar un ṕıxel diferente al pasto, falso positivo. Igual comportamiento tiene HYCA
con un 70%, por último, CASSI con un 64%.

Figura 2.2: Detección de la imagen Indian Pines en las arquitecturas compresivas CASSI, HYCA, SSCSI,
compresión 38%, 10% de los datos para construir el diccionario
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Figura 2.3: Evaluación de detección con ROC en la imagen Indian Pines en las arquitecturas compresivas
CASSI, HYCA, SSCSI, compresión 38%, 10% de los datos para construir el diccionario

La Figura 2.4 muestra la detección de asfalto en la imagen Pavia con una compresión de los datos 38%,
10% de los datos para construir el diccionario. La arquitectura SSCSI supera en un 4,27% el valor de la
detección obtenido en CASSI y un 0,97% a HYCA. El rango de detección está entre un 85,80% a 89,63%, la
Figura 2.5 ROC métrica usada para validar los resultados obtenidos, muestra que la arquitectura de mejor
rendimiento SSCSI, 79% de los ṕıxeles de asfalto son detectados como verdaderos positivos antes de detectar
un ṕıxel diferente al asfalto, falso positivo. Igual comportamiento tiene HYCA con un 78%, por último,
CASSI con un 71%.

Figura 2.4: Detección de la imagen Pavia en las arquitecturas compresivas CASSI, HYCA, SSCSI, compresión
38%, 10% de los datos para construir el diccionario
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Figura 2.5: Evaluación de detección con ROC en la imagen Pavia en las arquitecturas compresivas CASSI,
HYCA, SSCSI, compresión 38%, 10% de los datos para construir el diccionario

La Figura 2.6 muestra la detección de hierbas verdes en la imagen Salinas con una compresión de los
datos 38%, 10% de los datos para construir el diccionario. La arquitectura SSCSI supera en un 1,88% el
valor de la detección obtenido en CASSI y un 1,03% a HYCA. El rango de detección esta entre un 92,96% y
94,84%, la Figura 2.7 ROC métrica usada para validar los resultados obtenidos, muestra que la arquitectura
de mejor rendimiento SSCSI, 90% de los ṕıxeles de hierbas verdes son detectados como verdaderos positivos
antes de detectar un ṕıxel diferente a hierbas verdes, falso positivo. Igual comportamiento tiene CASSI con
un 89%, por último, HYCA con un 88%.

Figura 2.6: Detección de la imagen Salinas en las arquitecturas compresivas CASSI, HYCA, SSCSI, com-
presión 38%, 10% de los datos para construir el diccionario
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Figura 2.7: Evaluación de detección con ROC en la imagen Salinas en las arquitecturas compresivas CASSI,
HYCA, SSCSI, compresión 38%, 10% de los datos para construir el diccionario

El algoritmo 2 se sometió al efecto de la ecuación de tasa de ruido en la señal (SNR). SNR = 10log10

(µg/σnoise), donde µg es el valor promedio del vector de medidas g y σnoise es la desviación estándar del
ruido. La Figura 2.8 muestra el comportamiento de la detección en los niveles de ruido 20 [dB], 25 [dB] de
la imagen Salinas, al realizar una comparación con los resultados de la Tabla 2.4 (columna de detección %
Salinas con una compresión 25%, 10 % de los datos para construir el diccionario), muestra que DD-CASSI
disminuye un 11,58% de detección, HYCA 11,89%, SSCSI 12,80% en 20 [dB]. DD-CASSI disminuye un
8,25% detección, HYCA 9,02%, SSCSI 9,09% en 25 [dB]. El comportamiento de la Figura 2.8 es similar a
los valores de la Tabla 2.4, donde SSCSI tiene el mejor resultado, seguido HYCA, por último, DD-CASSI.
Resultados que obedecen al tamaño y forma de construir la matriz H, (Tabla 1.1, DD-CASSI) (Figura 1.6),
SSCSI (Figura 1.9 sin desplazamiento hacia a bajo por cada banda espectral de la imagen), HYCA forma la
diagonal por bloque de diagonales que forma cada ṕıxel espectral (Figura 1.14).

SSCSI es la arquitectura de mejor desempeño en la detección con niveles de ruido (Figura 2.1) y sin ruido
(Tabla 2.4). También, se prueba la estabilidad del algoritmo propuesto para funcionar con ruido. Además,
Salinas logra mejores valores de detección, por la mayor información espectral que contiene, dado su mayor
número de bandas espectrales (224), comparada con Indian Pines (220) y Pavia (103), cómo se describe en
la sección 2.8.
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Figura 2.8: Detección de la imagen Salinas en las arquitecturas DD-CASSI, HYCA, SSCSI con una com-
presión de 25% y 10% de los datos para construir el diccionario

La Figura 2.9 muestra que el porcentaje de detección en la arquitectura SCCSI para pasto en la imagen
Indian Pines es 51,07%, 51,60% para asfalto en Pavia y 60,38% hierbas verdes en Salinas. El porcentaje de
detección tiene una variación de 15,42%, valores bajos comparados con los obtenidos en la Tabla 2.4 donde
se obtiene un porcentaje máximo de 94,84%.

Figura 2.9: Detección de la arquitectura SCCSI, (a) pasto en Indian Pines, (b) asfalto en Pavia, (c) hierbas
verdes en Salinas, 10% de los datos para construir el diccionario y q=1

Diferencia dada porque cada arquitectura tienen una matriz de medidas como se muestran en la Figura
1.6 DD-CASSI, Figura 1.9 SSCSI, Figura 1.14 HYCA, la diagonal conformada en cada una es el producto de
la integración de cada uno de los dispositivos, Figura 1.5 DD-CASSI, Figura 1.8 SSCSI, Figura 1.14 HYCA
que crea una correlación espacial y espectral que se prolongada de forma vertical en la medida que aumenta
el número de las proyecciones q sin solapamiento de la diagonal, tal como se describe en la Figura 2.10.
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Figura 2.10: Matriz de muestreo compresivo de la arquitectura compresiva SSCSI, N=3, L=3, q=2,
HSSCSI ∈ RN2q×N2L

Nótese que la detección en medidas de los sensores con corrimiento espectral se dificulta más que en
las medidas de las arquitecturas en las que se compensa la dispersión, debido a las combinaciones lineales,
no deterministas, de ṕıxeles no adyacentes, es decir, de diferentes firmas espectrales como se observa en la
Figura 2.11.

N2L

1aBanda

Corrimiento espectral
(N(N+L-1))

2aBanda 3aBanda

q=1

q=2

Combinación lineal
de píxeles de diferentes
firmas espectralesBanda 1

píxel 16
Banda 2
píxel 8

Banda 3
píxel 1

Figura 2.11: Matriz de muestreo compresivo de la arquitectura SCCSI, N=3, L=3, y q=2, HSCCSI ∈
R(N(N+L−1))q×N2L

Además, la arquitectura está limitada a un valor máximo de q = 4 y 8 bandas, tiene una restricción en
el número de medidas m & K log(N ·M · L)� (N ·M · L) [98], donde m está en función de q sección 1.5.
Para el cubo de datos de Indian Pines con una dimensión 128× 128× 200 y q = 1 no cumple la restricción
por lo tanto el porcentaje de detección es mı́nimo.

2.10 Conclusiones

Se propone un algoritmo que construye las matrices R1 y R2 para obtener una matriz de bloques (block
diagonal) que transforma las medidas g. Las matrices de sensado H se convierten en block diagonal del
espectro de cada ṕıxel Hi, se calculan los SVD vectores singualres derechos truncados, para reducir la
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dimensionalidad, obteniendo unas medidas reorganizadas como se muestra en el algoritmo 2. Sin embargo, la
detección en medidas de sensores con corrimiento espectrales se dificulta con el método propuesto, planteando
consideraciones especiales para estas medidas (algoritmo 3), donde se realiza el producto kronecker entre un
vector de unos y cada clase del diccionario para complementar las medidas, sin hacer uso de los SVD.

Los algoritmos de detección del estado del arte realizan la operación en las imágenes sin tener en cuenta el
origen de la arquitectura y con la imagén completa. A conocimiento del autor éste seŕıa del primer algoritmo
que hace detección directa sobre las medidas comprimidas DD-CASSI, HYCA, SSCSI y SCCSI. Reduce la
dimensionalidad de los datos ocupando menos memoria para el calculo de las operaciones de detección y
clasificación, menos ancho de banda para el transporte de los datos además, y menos capacidad de espacio
para el almacenamiento de los datos.

Realizadas las simulaciones numéricas la arquitectura de mejor desempeño en la detección es SSCSI,
con un rango del 83,96% al 95,52%, seguido por HYCA entre 80,67% y 94,35%, por último, DD-CASSI
con un valor 77,80% a 94,25%. El máximo valor obtenidos en la arquitectura SCCSI es de 60,38%. Sin
embargo, la complejidad computacional del algoritmo de detección de la arquitectura SCCSI es de menor
orden comparado con el algoritmo de las arquitecturas DD-CASSI, SSCSI y HYCA.
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Caṕıtulo 3

Clasificación

En este caṕıtulo se define el concepto de clasificación, se describe el proceso de aprendizaje del diccionario
Ψ utilizado como entrada en los algoritmos 2, 3 para realizar la operación de clasificación en el dominio
comprimido.

También, se describe que mediante el cambio de parámetro Λ los modelos matemáticos funcionan para
la construcción de los algoritmos de clasificación uno para las arquitecturas DD-CASSI, SSCSI, HYCA y el
otro para SCCSI. Se realizan simulaciones numéricas de los algoritmos con diferentes niveles de compresión,
de ruido y de datos para construir el diccionario. Además, se comparan los resultados obtenidos en este
trabajo con el estado del arte que realiza clasificación en una proyección del dominio comprimido.

3.1 Introducción

La clasificación decide la clase a la cual pertenece un ṕıxel [37], además, se refiere a poder distinguir entre
H(S0 + ω) y H(S1 + ω) definido por la hipótesis

Hi : g = H(fi + ω), (3.1)

para i= 1,2,..,R, en donde fi es la señal conocida, con fi ∈ S, R= | f | y S es la clase. Para la clasificación se
usan algoritmos semisupervisados como los colectores [45], extracción de caracteŕısticas de las señales [99] y
máquinas de soporte vectorial (SVM), que se basan en una forma no lineal, usando un núcleo para encontrar
un hiperplano separado por algunas caracteŕısticas del espacio, las cuales son inducidas por la función núcleo,
mientras todos los cálculos son realizados en el espacio original [43]. En imágenes, el núcleo se puede utilizar
para diferenciar los ṕıxeles objetivos y ṕıxeles de fondo [25]. En la clasificación se debe realizar un proceso
de entrenamiento de la señal, la cual, se basa en procesos de aprendizaje.

3.2 Aprendizaje

El aprendizaje en la señal dispersa se basa en diccionarios que son formados con diferentes muestras de la
señal de interés, tal como se explicó en la sección de dispersión de la señal. En el aprendizaje se utiliza el
modelo de formación del ṕıxel de cada una de las clases contenidas en los puntos verdaderos de tierra (GT),
que está definido por:

f = ΨΨΨks, (3.2)

donde ΨΨΨk=[ψψψk1ψψψ
k
2 ...ψψψ

k
Nl

], ΨΨΨk=L × Nl es el diccionario de cada una de las clases tal que las columnas son
las muestras de entrenamiento (llamadas átomos), Nl= es el número de muestras de entrenamiento de cada
clase, y L el número de bandas de la imagen [49]. ΨΨΨ= [ΨΨΨ1

k,Ψ
2
k, ...,Ψ

Λ
k ] es una matriz L× (Nk) de las muestras

de entrenamiento de cada clase, donde k =1,...,Λ y Λ= número de clases. Aprendizaje necesario para que
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los algoritmos 2, 3 realicen la operación de clasificación en las medidas comprimidas de las arquitecturas
DD-CASSI, SSCSI, HYCA y SCCSI.

3.3 Modelo matemático de clasificación de imágenes espectrales
en el dominio comprimido de las arquitecturas DD-CASSI,
HYCA, SSCSI

En este trabajo se considera los problemas de detección y de clasificación como análogos, es decir, que se
consideran el problema de detección como clasifición de dos clases (fondo, y objetivo). Entonces, el modelo
matemático de clasificación es el mismo descrito en 2.6, con la diferencia de que la variable Λ ahora hace
referencia al número de clases que contiene cada imagen Indian Pines 16, Pavia 9 y Salinas 6.

3.3.1 Algoritmo de clasificación de imágenes espectrales en el dominio com-
primido de las arquitecturas DD-CASSI, HYCA, SSCSI

Dado que el problema de detección es un caso particular del problema de clasificación modificamos en el
algoritmo 2 la variable Λ con valores de 16, 9, 6 para cada imagen.

3.4 Modelo matemático de clasificación de imágenes espectrales
en el dominio comprimido arquitectura SCCSI

El modelo matemático descrito en la sección 2.7 resuelve el problema de clasificación, en este caso Λ se ajuste
al número de clases de cada imagen.

3.4.1 Algoritmo de clasificación de imágenes espectrales en el dominio com-
primido en la arquitectura SCCSI

El algoritmo 3 resuelve el problema de clasificación con Λ > 3, las clases que contienen las imágenes.

3.5 Simulaciones en clasificación de imágenes en el dominio com-
primido

La simulaciones fueron desarrolladas con tres conjuntos de bases de datos de prueba, algunos experimentos
con medidas obtenidas desde los conjuntos de datos con diferentes tasas de compresión, de datos para la
construir el diccionario y de niveles de ruido. Esto se realizó para analizar el rendimiento en la clasificación
de cada arquitectura. Para las simulaciones se usaron el conjunto de datos de Indian Pines y Salinas tomadas
por el sensor AVIRIS [71]. El conjunto de datos de Indian Pines con 145×145 ṕıxeles, 220 bandas espectrales
en el rango de 0.2 a 2.4 µm y una resolución espacial de 20 m. De este conjunto de datos se usaron 200
bandas espectrales con 128 × 128 ṕıxeles, 16 clases etiquetadas, cultivo de alfalfa, tres variedades de máız,
pasto, pasto-árboles, hierba-árboles, hierba-pasto-segado, heno-hilado, avena, tres variedades de soja, trigo,
maderas, edificios-hierba-árboles, piedras-torres. Por otro lado, del conjunto de datos de Salinas con 512×217
ṕıxeles, 224 bandas espectrales y una resolución espectral de 3.7 m. [72], se tomaron 204 bandas espectrales
con 128× 128 ṕıxeles, 9 clases etiquetadas, dos variedades de brócoli con malezas verdes, tres variedades de
barbecho, rastrojo, apio, uvas, suelo viñedo. Finalmente, del conjunto de datos Pavia University tomado
por el sensor ROSIS [97], con 610 × 610 ṕıxeles, 103 bandas espectrales, una resolución espacial de 1.3 m,
se usaron 103 bandas espectrales con 256 × 256 ṕıxeles 6 clases etiquetadas asfalto, prados, grava, árboles,
chapas de metal pintadas, suelo sin cobertura.
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Las imágenes mencionadas fueron comprimidas usando las matrices de muestreo descritas en la Tabla
1.1. La transmitancia en las matrices aleatorias fue de 50%, y la máxima compresión 100%.

3.6 Discusión de resultados de clasificación de imágenes en el do-
minio comprimido

La Tabla 3.1 muestra los resultados de clasificación del algoritmo 2, con un 10% de los datos para la
construcción del diccionario. En las tres arquitecturas DD-CASSI, SSCSI y HYCA a mayor compresión
de los datos el porcentaje de clasificación aumenta. SSCSI es la arquitectura con mejor porcentaje de
clasificación en los niveles de compresión 25%, 38%, 50%, 100%. El mejor porcentaje de clasificación a
una compresión 38% con SSCSI se obtiene con Pavia (6 clases) 87,72%, luego Salinas (9 clases) 85,44% por
último, Indian Pines (16 clases) 74,53%. La compresión del 100% según formula Tabla 1.1 expresa que el
número de medidas usadas para construir la matriz H es igual al tamaño de la imagen (cubo de datos).

La Tabla 3.2 también muestra los valores de clasificación obtenidos pero, con un 50% de los datos para
construir el diccionario. El comportamiento es igual al de la Tabla 3.1, a más compresión mayor el porcentaje
de clasificación, con la diferencia que los porcentajes de clasificación son mayores que los de la Tabla 3.1, se
tiene 40% de más datos para construir el diccionario. El mejor porcentaje de clasificación a una compresión
38% con SSCSI se obtiene Pavia (6 clases) 94,63%, luego Salinas (9 clases) 93,49% por último, Indian Pines
(16 clases) 90,28%. Finalmente, SSCSI es la arquitectura que obtiene los mejores porcentajes de clasificación,
para diferentes valores de compresión y de construcción del diccionario.

Tabla 3.1: Clasificación en el dominio comprimido de las arquitecturas de muestreo compresivo, 10% de los
datos para construir el diccionario

Compresión % Clasificación % Indian Pines Clasificación % Salinas Clasificación % Pavia
DD-CASSI SSCSI HYCA DD-CASSI SSCSI HYCA DD-CASSI SSCSI HYCA

25 72,34 74,51 72,61 83,38 85,19 83,06 87,02 87,61 86,65
38 72,50 74,53 73,24 84,69 85,44 84,72 87,08 87,72 87,36
50 72,54 74,72 73,46 84,88 85,91 84,93 87,47 88,41 87,51

100 73,77 75,93 74,76 87,82 89,89 88,42 88,67 89,65 88,94

Tabla 3.2: Clasificación en el dominio comprimido de las arquitecturas de muestreo compresivo, 50% de los
datos para construir el diccionario

Compresión % Clasificación % Indian Pines Clasificación % Salinas Clasificación % Pavia
DD-CASSI SSCSI HYCA DD-CASSI SSCSI HYCA DD-CASSI SSCSI HYCA

25 87,01 90,13 86,55 92,45 93,36 91,38 94,34 94,44 94,37
38 87,95 90,28 87,95 92,96 93,49 91,63 94,49 94,63 94,55
50 88,95 90,47 88,12 93,02 93,64 91,82 94,60 94,90 94,71

La Tabla 3.3 muestra la clasificación de cada arquitectura por las clases presentes en Indian Pines, Salinas,
Pavia con el total de todas las clases juntas a una compresión del 38%, 10% de los datos para construir el
diccionario. SSCSI Indian Pines con 16 clases tiene la menor clasificación 74,53%, seguido Salinas con 9
clases 85,44% y Pavia con 6 clases 87,72%. El porcentaje de clasificación para cada imagen está en función
del número de clases, a menor clases mayor el porcentaje de clasificación obtenido. Al comparar la Tabla
3.1 con la Tabla 3.2 se observa, que a mayor porcentaje de los datos para construir el diccionario mayor es
el porcentaje de clasificación obtenido.
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Tabla 3.3: Clasificación en el dominio comprimido de las arquitecturas de muestreo compresivo por clases,
10% de los datos para construir el diccionario

Clases Clasificación % Indian Pines Clasificación % Salinas Clasificación % Pavia
DD-CASSI SSCSI HYCA DD-CASSI SSCSI HYCA DD-CASSI SSCSI HYCA

1 57,41 83,33 79,63 73,22 77,20 76,16 99,28 99,73 99,73
2 61,85 65,41 62,62 74,80 73,77 70,74 99,12 98,95 98,79
3 60,58 58,65 56,41 75,27 75,51 74,04 99,79 99,93 99,86
4 41,88 46,15 49,15 92,61 93,26 90,66 97,83 97,83 97,83
5 86,12 90,34 85,92 100,00 100,00 85,71 50,40 49,23 51,89
6 93,31 96,12 92,24 93,92 93,76 94,41 88,50 88,55 88,23
7 65,38 80,77 69,23 91,20 90,00 88,27
8 92,27 91,16 83,43 69,61 74,84 68,64
9 50,00 50,00 40,00 100,00 100,00 100,00

10 69,52 78,91 74,62
11 74,68 78,89 75,04
12 42,83 55,86 48,37
13 88,21 96,23 94,34
14 85,66 86,16 81,46
15 39,21 40,26 37,11
16 85,26 90,53 87,37

Total 72,50 74,53 73,24 84,69 85,44 84,72 87,08 87,72 87,36

El algoritmo 2 se sometió al efecto de la ecuación de tasa de ruido en la señal (SNR). SNR = 10log10

(µg/σnoise), donde µg es el valor promedio del vector de medidas g y σnoise es la desviación estándar del
ruido. La tabla 3.4 muestra la clasificación de Indian Pines, Salinas, Pavia, en las arquitecturas DD-CASSI,
SSCSI, HYCA 10% de los datos para construir el diccionario, SNR = 20 [dB], la arquitectura con mejor
clasificación es SSCSI en todas las imágenes. Con una compresión 38% en Indian Pines obtiene un 41,72%,
Salinas 69,67%, Pavia 80,01%. La diferencia de la Tabla 3.4 con la Tabla 3.5 es el valor de SNR que pasa
de 20 [dB] a 25[dB]. El comportamiento de la Tabla 3.4 es igual a la Tabla 3.5, SSCSI obtiene los mejores
resultados en la clasificación. Al restar los valores obtenidos en clasificación de las Tablas 3.1 y 3.4 en una
compresión 38% con SSCSI Indian Pines obtiene -32,81%, Salinas -15,77%, Pavia -7,71%, es decir hay una
significativa disminución producto del ruido al cual se someten las imágenes. Además, Pavia obtiene la menor
diferencia por tener menos número de clases, 6, mientras, Indian Pines tiene 15 y se observa que presenta la
mayor diferencia.

La tabla 3.6 tiene el mismo comportamiento en los resultados de clasificación de la Tabla 3.4, los por-
centajes disminuyen producto del ruido a que son sometidas las imágenes pero, no en la misma proporción
de los valores de la Tabla 3.4, debido a que el porcentaje de los datos para construir el diccionario es mayor
en un 40%. La proporción se conserva al compararse con la Tabla 3.2 que clasifica con el 50% de los datos
para construir el diccionario. Este resultado es esperado dado que a mayor porcentaje de los datos para
construir el diccionario mayor es el porcentaje de clasificación

Tabla 3.4: Clasificación en el dominio comprimido de las arquitecturas de muestreo compresivo, 10% de los
datos para construir el diccionario y medidas compresas con un nivel de ruido de 20 [dB]

Compresión % Clasificación % Indian Pines Clasificación % Salinas Clasificación % Pavia
DD-CASSI SSCSI HYCA DD-CASSI SSCSI HYCA DD-CASSI SSCSI HYCA

25,00 37,56 38,05 37,91 55,84 63,73 57,41 77,48 78,75 77,84
38,00 40,13 41,72 39,74 58,99 69,67 58,23 78,53 80,01 79,49
50,00 41,30 42,32 41,23 60,97 71,09 60,10 79,10 81,19 80,48
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Tabla 3.5: Clasificación en el dominio comprimido de las arquitecturas de muestreo compresivo, 10% de los
datos para construir el diccionario y medidas compresas con un nivel de ruido de 25 [dB]

Compresión % Clasificación % Indian Pines Clasificación % Salinas Clasificación % Pavia
DD-CASSI SSCSI HYCA DD-CASSI SSCSI HYCA DD-CASSI SSCSI HYCA

25,00 46,36 46,67 45,19 65,21 71,51 65,07 81,87 71,96 81,38
38,00 48,07 48,39 47,30 66,96 76,87 67,18 81,32 80,85 81,89
50,00 50,29 51,73 50,13 67,62 77,04 68,17 81,61 83,74 81,69

Tabla 3.6: Clasificación en el dominio comprimido de las arquitecturas de muestreo compresivo, 50% de los
datos para construir el diccionario y medidas compresas con un nivel de ruido de 20 [dB]

Compresión % Clasificación % Indian Pines Clasificación % Salinas Clasificación % Pavia
DD-CASSI SSCSI HYCA DD-CASSI SSCSI HYCA DD-CASSI SSCSI HYCA

25,00 35,64 37,62 36,48 55,32 62,85 55,91 77,32 66,88 76,13
38,00 38,67 39,84 38,89 57,90 68,17 56,76 77,39 77,62 77,74
50,00 40,93 41,42 39,93 58,73 71,12 58,29 78,61 80,03 78,34

La Figura 3.1 muestra el comportamiento de la imagen Salinas en las arquitecturas DD-CASSI, HYCA,
SSCSI con 20[dB] y 25[dB]. El mayor porcentaje de clasificación lo obtiene SSCSI, seguido por HYCA y
finalmente DD-CASSI, lo que demuestra la robustez del algoritmo 2 para operar en estos niveles de ruido.
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Figura 3.1: Clasificación de la imagen Salinas en las arquitecturas DD-CASSI, HYCA, SSCSI con una
compresión de 25% y 10% de los datos para construir el diccionario

La Figura 3.2 ilustra los resultados obtenidos de clasificación en las arquitecturas DD-CASSI, SSCSI y
HYCA con una compresión del 20%, 10% de los datos para construir el diccionario, con una diferencia del
24.49% al 27.66% comparado con la imágen original la cual, corresponde al valor del 100% mostrado en la
figura. Finalmente, la arquitectura con mayor porcentaje de clasificación SSCSI 74.51%, seguido por HYCA
72.61% y DD-CASSI 72.34%, estos resultados son coherentes a los obtenidos en detección, Tabla 2.4 y a los
de reconstrucción Figura 1.16, donde las arquitecturas HYCA y SSCSI presentan el mejor desempeño.
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Figura 3.2: Clasificación de la imagen INDIAN PINES en las arquitecturas DD-CASSI, HYCA, SSCSI

En la Tabla 3.7 muestra la clasificación obtenida en la arquitectura SCCSI para cada clase, la imagen de
mejor resultado Salinas con un 19,40%, seguido por Pavia con 12,73% y por último Indian Pines con 6,49%.

Tabla 3.7: Clasificación en el dominio comprimido de la arquitectura SCCSI por clases con el 10% de los
datos para construir el diccionario

Clases % Indian Pines % Salinas % Pavia
1 0 1,88 16,03
2 28,38 2,48 6,78
3 9,94 65,05 13,43
4 15,38 9,70 9,60
5 9,86 3,46 0
6 0,8 34,84 30,52
7 0
8 0,55
9 0

10 1,62
11 6,69
12 2,12
13 1,42
14 6,06
15 2,11
16 1,89

Total 6,49 12,73 19,40

3.6.1 Análisis comparativo de resultado con el estado del arte

La Tabla 3.8 compara los resultados obtenidos del algoritmo de clasificación que funciona sin muestreo
compresivo (original) en las imágenes Indian Pines, Salinas, Pavia contra los obtenidos por el algoritmo
propuesto 2 en SSCSI a una compresión 38%. Los valores obtenidos son menores a los alcanzados con
la imágenes originales en un rango de -3,96% a -1,94%. El rango de menor clasificación se debe a que el
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algoritmo propuesto opera en el dominio comprimido, donde la cantidad de datos es menor, requiere menos
memoria de procesamiento, y espacio de almacenamiento.

Tabla 3.8: Clasificación en Indian Pines, Salinas, Pavia; imágenes originales, algoritmo propuesto con SSCSI;
10% de los datos para construir el diccionario,

Método Clasificación %
Indian Pines Salinas Pavia

Original 78,26 89,4 89,66
Propuesto SSCSI 74,53 85,44 87,72

Diferencia (Propuesto - Original) -3,73 -3,96 -1,94

El art́ıculo de clasificación de imágenes espectrales con proyección en las medidas comprimidas y op-
timización del código de apertura codificada del 70% y 38% de compresión de los datos [25], obtiene un
porcentaje de clasificación de 73,93% en Indian Pines. En este trabajo se alcanza un porcentaje máximo
de clasificación de 87,72%, sin optimización del código de apertura, opera directamente sobre las medidas
comprimidas de las arquitecturas DD-CASSI, SSCSI, HYCA y SCCSI, como se observa en la Tabla 3.1. Con
una optimización del código de apertura se puede superar el actual valor alcanzado.

La Tabla 3.9 compara los resultados obtenidos en el algoritmo propuesto 2 con [25] sin optimización
de código de apertura (sección 1.7). El algoritmo propuesto tiene un mejor rendimiento en la arquitectura
SSCSI, es aśı, como en Pavia lo supera en un 9,7%, con Indian Pines en 11,35%, solo en Salinas el algoritmo
[25] supera en un 0,79% al propuesto. Esté, opera en el dominio comprimido, donde la cantidad de datos
es menor, requiere menos memoria de procesamiento y espacio de almacenamiento. Además, no se debe
realizar una reconstrucción de la imagen.

Tabla 3.9: Clasificación en Indian Pines, Salinas, Pavia con el 10% de los datos para construir el diccionario,
38% compresión de los datos

Método DD-CASSI % SSCSI % HYCA %
Indian Pines Salinas Pavia Indian Pines Salinas Pavia Indian Pines Salinas Pavia

[25] 63,52 88,59 89,36 63,18 86,23 78,02 64,62 87,72 79,82
Propuesto 72,50 84,69 87,08 74,53 85,44 87,72 73,24 84,72 87,36

Diferencia (Propuesto - [25]) 8,98 -3,9 -2,28 11,35 -0,79 9,7 8,62 - 3,0 7,54

3.7 Conclusiones

Teniendo en cuenta que el problema de clasificación se consideró una extensión al de detección, los algoritmos
propuestos 2 y 3, siguen los mismos principios establecidos en el caṕıtulo 2. El cambio de parámetro Λ de
dos clases en detección (fondo u objetivo) a seis en Pavia, nueve en Salinas y dieciséis en Indian Pines realiza
la clasificación en las arquitecturas DD-CASSI, HYCA, SSCSI y SCCSI. El entrenamiento del diccionario se
hace acorde al número de clases.

La simulación numérica realizada para analizar los resultados de los algoritmos de clasificación en las
arquitecturas DD-CASSI, HYCA, SSCSI y SCCSI con los diferentes niveles de compresión 25%, 38%, 50%,
100%, diferentes porcentajes de los datos para construir el diccionario 10%, 50%, permite concluir que la
arquitectura de mejor rendimiento es SSCSI. En una compresión 25%, 10% de los datos para construir el
diccionario se logra una clasificación del 74,51% al 87,61%, HYCA del 72,61% al 86,65%, por último, DD-
CASSI del 72,34% al 87,02%. También, fue sometido a diferentes nivel de ruido 20 [dB], 25 [dB] obteniendo
los mejores resultados SSCSI. En una compresión 25%, 10% de los datos para construir el diccionario, 20
[dB] se tiene una clasificación del 38,05% al 78,75%, HYCA del 37,91% al 77,84%, por último, DD-CASSI
del 37,56% al 77,48%, probando que el algoritmo es robusto para trabajar en condiciones con ruido, se
obtiene un 8,86% de menos clasificación. Finalmente, el número de clases que tiene cada imagen influye en
la clasificación, a mayor número de clases el porcentaje es menor.
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Caṕıtulo 4

Conclusiones

Las arquitecturas de muestreo compresivo más citadas en la literatura están las f́ısicas como CASSI, DD-
CASSI, SCCSI, SSCSI y la teórica HYCA. Las cuales, se pueden agrupar de acuerdo a la forma de construir
la matriz de sensado H con desplazamiento en las bandas espectrales CASSI, SCCSI, o sin desplazamiento
DD-CASSI, SSCSI y HYCA.

La calidad de la reconstrucción depende de la arquitectura utilizada y de la mayor tasa de compresión
(más datos) de acuerdo a las pruebas realizadas entre las arquitecturas que son directamente comparables,
primer grupo SSCSI, HYCA, DD-CASSI, segundo grupo CASSI y SCCSI. La mejor arquitectura es la SSCSI.

En las arquitecturas que no presentan desplazamiento de las bandas espectrales se usa la descomposición
en valores singulares (SVD), para reducir la dimensionalidad de la matriz de sensado. En cambio, las que
tienen desplazamiento se utiliza el producto Kronecker para proyectar las capas espectrales debido a que se
trabaja con un código de proyecciones q=1, para no realizar mezcla de ṕıxeles.

La construcción de los diccionarios como base de representación es necesaria para los dos grupos de
arquitecturas y para la detección y clasificación. La forma de entrenamiento está en función al número de
las clases.

Los algoritmos de clasificación se derivaron como un modelo extendido a más de dos clases de los algo-
ritmos planteados para detección. Es decir, la operación de detección puede ser entendida como un caso
particular con 2 clases, del modelo de clasificación.

En las simulaciones numéricas realizadas se obtuvo, a mayor cantidad de datos tomados para construir
el diccionario mejor el porcentaje de clasificación y más robusto a ruido, a mayor ruido menor éxito en
la clasificación, a mayor cantidad de clases menor éxito en la clasificación, a mayor compresión mejor el
comportamiento, porque se toman más medidas.

En el dominio comprimido la arquitectura que mejor funciona con el algoritmo propuesto es SSCSI
(mayor detección, clasificación y robusta al ruido), lo cual es consistente con lo encontrado en los algoritmos
de reconstrucción clásicos.

El desempeño del algoritmo propuesto en dominio comprimido sacrifica del 4% al 5% la tasa de éxito en la
operación de detección o clasificación con respecto a la versión que no esta en el dominio comprimido, a cambio
de reducción de dimensionalidad ( manejo de memoria, transporte y procesamiento). Además, funciona mejor
que el más cercano en la literatura ([25]) que también opera en dominio comprimido proyectado pero con
CASSI.
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Caṕıtulo 5

Futuros trabajos

Construir un modelo matemático para optimizar el código de apertura de las arquitecturas de muestreo
compresivo, de manera que permita un mejor resultado en las operaciones de detección y clasificación en el
dominio comprimido.

Realizar un modelo matemático que resuelva el problema de mezcla de ṕıxeles en la matriz de sensado,
para que sirva de base a la construcción de un algoritmo que simultáneamente realice las operaciones de
detección y clasificación en las arquitecturas con o sin desplazamiento espectral.

Desarrollar un modelo matemático para realizar las operaciones de clasificación y detección en el dominio
comprimido a partir de la teoŕıa de aprendizaje de núcleos.
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