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GLOSARIO

API: Application Programming Interface, aplicaciones o programas que contienen reglas,
funciones o protocoles para que otras aplicaciones las usen, facilitando la comunicaciéon
o integracién entre software elaborados por diferentes desarrolladores.

XML: Ezxtensible markup language, es un meta lenguaje, es decir lenguaje para definir
otros lenguajes, permite que la informacion sea estructurada con partes definidas que
pueden a su vez estar conformadas por sub partes también definidas, la finalidad es
describir datos —auto descripcion—y no es mostrarlos.

SOAP: Simple Object Access Protocol, protocolo basado en XML que se usa para definir
el formato de los mensajes de intercambio de informacién entre dos objetos.

SMTP: Simple Mail Transfer Protocol, protocolo de transferencia de mail, mas especifi-
camente para el envio de los mismos independiente de los sitemas de transmision.
MIME: Multipurpose Internet Mail Extensions, Especificaciones para permitir el inter-
cambio de diferentes formatos de datos en los mensajes de mail de Internet

HTTP: HiperText Transfer Protocol, protocolo de la capa de aplicacion que permite el
intercambio de datos a partir de peticiones de recursos entre un cliente y un servidor.
UDDI: Universal, Description, Discovery and Integration, es un directorio distribuido
que contiene un listado de los registros de los Servicios Web que ofrece una organiza-
cion.

OWL: Web Ontology Language, lenguaje usado para representar el significado de los
términos de un documento en vocabularios y las relaciones entre dichos términos, para
expresar mas significado y semantica. Disenado para el procesamiento de documentos
por aplicaciones software.

URI: Uniform Resource Identifier, es una cadena de caracteres que identifica los recursos

de una red de tal forma que simpre tenga el mismo significado o interpretacion.






RESUMEN

En esta tesis, investigamos la aplicacién del aprendizaje automético para clasificar ser-
vicios, cuya funcionalidad se describe a través de un texto breve. Por lo tanto, la clasifi-
cacién de servicios se ha abordado como una tarea de mineria de texto, conocida como

clasificacién de texto.

Los algoritmos de aprendizaje supervisado como las Maquinas de vectores de apoyo
—Support Vector Machine, SVM— y el Perceptron Multi-capa —Multilayer Perceptron,
ML P fallan en la clasificacion de las descripciones de los servicios porque las descrip-
ciones breves causan problemas de concordancia de términos, por ejemplo, problemas
de sinonimia y polisemia, que reducen la exactitud de la clasificacién. Para abordar este
problema, expandimos las descripciones de los servicios con términos de un tesauro de
co-ocurrencia automaticamente generado, antes de clasificar los servicios a través de los

algoritmos mencionados anteriormente.

El tesauro de co-ocurrencia también se genera a través de un algoritmo de aprendizaje

automatico que estima la relacion latente entre los términos usados en las descripciones.

A través de validacién cruzada en k-pliegues —k-fold cross-validation— se ajustaron tan-
to el modelo de expansion de descripcién como los algoritmos de clasificacion. Una vez
ampliadas las descripciones de los servicios, durante la prueba, la exactitud del Per-
ceptrén multicapa es de 97.92 %. A nuestro entender, este enfoque supera al mejor en

el estado del arte.

PALABRAS CLAVE:

Servicios Web, Aprendizaje Automatico, Tesauro de Co-ocurrencia, Factorizacion de

Matrices, Perceptron Multicapas.






ABSTRACT

In this dissertation, we investigate the application of machine learning for classifying
services, whose functionality is described through brief text. Therefore, service classifi-

cation has been addressed as a text mining task, namely, text classification.

Supervised learning algorithms such as Support Vector Machine and Multilayer Percep-
tron fail classifying service descriptions because brief descriptions cause term-mismatch-
problems (e.g., synonymy and polysemy issues) reducing classification accuracy. To
tackle this problem, we expand service descriptions with terms from an automatically
generated co-occurrence thesaurus before classifying services through the previosly men-

tioned algorithms.

The co-occurence thesaurus is also generated through a machine learning algorithm

which estimates the latent relationship among terms used for describing services.

We carried out k-fold cross-validation to tune the description expansion model and clas-
sification algorithms. Once services descriptions are expanded, during the test, Multi-
layer Perceptron accuracy is 97.92 %. To our knowledge, this approach outperforms the

best one in the state-of-the-art.

KEYWORDS:

Web service, Machine Learning, Co-occurrence Thesaurus, Matrix Factorization, Mul-

tilayer Perceptron.






INTRODUCCION

En esta investigacion, nuestro objetivo es abordar el problema de la clasificacién au-
tomatica de servicios web. La clasificacién del servicio se lleva a cabo sobre su descrip-

cion. De hecho, esto se plantea como un problema de clasificacién de texto.

La clasificaciéon automaética de servicios es ttil para programadores o ingenieros, por lo
tanto, evitan la categorizacion o clasificacion manual de los nuevos servicios web que
crean. La clasificacion de servicios en su forma manual es una tarea tan propensa a
errores como tediosa. Este hecho se debe a la gran cantidad de servicios disponibles y

tematicas que abordan.

En la web semantica, la clasificacion se lleva a cabo para identificar el dominio de los
servicios. Cada dominio define su terminologia a través de una ontologia. La termino-
logia determina el significado semantico de los servicios, y el ingeniero usa la ontologia
para anotar un nuevo servicio en el mismo dominio de otros existentes para hacerlos

compatibles entre si.

En investigaciones anteriores, la clasificacién de texto se usa para categorizar servicios.
Esto se debe a que cada descripcion del servicio suele ser un fragmento de texto breve.
Los algoritmos de aprendizaje automéatico se adoptan para clasificar tales descripciones.
Sin embargo, el texto breve en las descripciones causa problemas de concordancia de
términos, por ejemplo, sinonimia y polisemia, que reducen la exactitud de los algoritmos

de aprendizaje automatico.

El aprendizaje automatico se ha aplicado en investigaciones anteriores para clasificar
los servicios web, como se puede observar en los trabajos de Patil et al. (2004), Zhang
et al. (2005), Oldham et al. (2005), Hefl y Kushmerick (2003), Corella y Castells (2006),
Crasso et al. (2008), Mohanty et al. (2012), Katakis et al. (2009) y Sharma et al. (2016),

entre otros.

A nuestro entender, de todos estos trabajos, el de Sharma et al. (2016) supera a los
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demés en términos de exactitud. En este enfoque, los investigadores usan Omiotis
(Tsatsaronis et al., 2010) para medir la relacién seméntica entre los términos. Esto
se hace para complementar las descripciones del servicio con informacién seméantica,
entonces el resultado es el conjunto de vectores enriquecidos, donde cada vector re-
presenta una descripcion del servicio. Esos vectores son la entrada a los algoritmos de
aprendizaje automatico utilizados para clasificar los servicios. Este enfoque se evalué
con los siguientes algoritmos de clasificacién: k-vecino més cercano —k-Nearest Neigh-
bour, kNN—y Support Vector Machine,SVM. Como resultado, SVM y kNN tienen una
exactitud de 97.22 % y 94.83 %, respectivamente.

El enfoque de Sharma et al. (2016) tiene una deficiencia a pesar de que se comporta
mejor que los enfoques anteriores. El principal inconveniente es que usa Omiotis como
mecanismo para la mediciéon seméntica y depende de WordNet, que es un diccionario-
tesauro de sinonimos limitado al idioma inglés. Por otra parte, WordNet no incluye con
frecuencia la relacién semantica entre los términos de un dominio especifico, por ejem-
plo, los términos del idioma inglés orange —naranja— y machine learning —aprendizaje

automatico—, que estan relacionados en el dominio de la informatica.

En esta investigacion, enfrentamos los problemas de inconsistencia de términos mencio-
nados anteriormente. Para este fin, proponemos expandir las descripciones de los servi-
cios con nuevos términos. Recuperamos dichos términos de un tesauro de co-ocurrencia
generado automaticamente. Segin lo mejor de nuestro conocimiento, nuestra contribu-
cién es un enfoque de mejor exactitud que los propuestos en investigaciones anteriores.
Obtuvimos una exactitud del 97,92 %. Considerando SVM como linea base, teniendo en
cuenta que segun la literatura actual de aprendizaje automatico, SVM es el algoritmo
de clasificacién mas efectivo en la practica (Mohri et al., 2018, pg. 79). La exactitud
de SVM clasificando servicios del conjunto de datos usado en el presente estudio es de
94.79 %. Con nuestro enfoque contribuimos con una ganancia de exactitud del 3.3 % so-
bre SVM en comparacién con el enfoque de Sharma et al. (2016) quienes contribuyeron
con una ganacia de exactitud del 2.56 % con respecto a SVM. Ademads, nuestro enfoque
automaticamente se adapta a nuevos dominios y otros idiomas debido a que es capaz
de aprender relaciones ocultas entre términos a partir del corpus de descripciones de

Servicios.

Presentamos también, cémo se pre-procesan las descripciones de los servicios. Se des-

criben los detalles del modelo de expansion de la descripcion del servicio y su técnica de
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factorizacion de matriz subyacente adoptada en nuestro enfoque. Luego describimos el
modelo de clasificacion y la configuracion experimental utilizada para evaluar nuestro

enfoque.

La tesis estda organizada de la siguiente forma: El capitulo 1 presenta el planteamiento
del problema, en el marco del aprendizaje automatico como apoyo a la web semantica,
se plantea el problema de investigacién, como un ejercicio de clasificacién de texto y la
justificacion, a partir de la existencia y creacién de una gran cantidad de servicios web,
finalizando con la contribucion de la investigacion. El capitulo 2 incluye los objetivos
generales y especificos. El capitulo 3 muestra el marco referencial, compuesto por el
contexto, los conceptos y estado del arte donde se identifican los aspectos fundamen-
tales de Web Seméntica, descripcion de servicios web, el desarrollo de un ejercicio de
aprendizaje automatico y los trabajos relacionados con el tema, finalmente se presenta
la notacion matemaética usada. El capitulo 4 expone el tipo de investigacion experimen-
tal de los ejercicios de aprendizaje automatico, la metodologia de validacion, el conjunto
de datos, que ha sido objeto de investigaciones anteriores relacionadas con el tema y
las suposiciones y limitaciones. El capitulo 5 presenta los algoritmos de clasificacion y
expansion de servicios, que son los aspectos fundamentales propuestos en la investiga-
cién, los algoritmos de aprendizaje usados, que son, SVM y MLP. El capitulo 6 expone
los resultados y su discusion. Posterioremente se presentan las conclusiones y posibles

trabajos futuros.
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1. PLANTEAMIENTO DEL PROBLEMA

En este primer capitulo se presenta el planteamiento del problema como un ejercicio
de clasificacién de las descripciones de los servicios web, la justificacion a partir de la
existencia de grandes cantidades de servicios web y dominios en los que se clasifican

como apoyo a los conceptos de web semantica y las contribuciones de la investigacion.

1.1. PROBLEMA

Clasificar los servicios web de la manera mas exacta posible en las categorias a la que
se refiere la descripcion de los mismos, es decir, pertenencia a un dominio, ayuda en la
ontologia usada para la web semantica, el reto obedece a la gran cantidad de categorias,
la gran cantidad de servicios web desarrollados y la descripcién de los servicios realizada
con textos cortos, que ocasiona problemas en la clasificacion por la dificultad de las
relaciones semanticas entre las palabras de la descripcion de los servicios, como la
sinonimia, palabras con igual significado, por ejemplo gafas y anteojos en espanol y
flat y apartment en inglés o como la polisemia, una palabra con varios significados, por
ejemplo la palabra banco en espanol que puede denotar un objeto para sentarse o una
entidad financiera o la palabra fine en inglés que puede denotar una multa o un estado

de salud o animo de una persona.

Para el proyecto se usé un conjunto de datos sobre el cual se han realizado actividades de
. , . . . * . . . . .

interés similar, denominado OWLS-TC?2 ~, que contiene descripciones de servicios web,
fue recopilado en su momento ya que no existian conjuntos de datos estandarizados y ha

sido usado desde entonces para ejercicios de clasificacion, recuperacién o descubrimiento

*Los perfiles OWL-S de la coleccién OWLS-TC2, http://projects.semwebcentral.org/projects/owls-tc/, recupe-
rado en Octubre de 2017
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de servicios como el realizado por Klusch et al. (2006).

El problema se aborda como un reto de clasificacion de texto y aprendizaje automatico,
al ser las descripciones de los Servicios Web de texto corto, la frecuencia de los térmi-
nos usados para describir los servicios es menor que en otros dominios de clasificacion
de texto. Esto dificulta que los modelos de aprendizaje automatico estimen relaciones
entre los términos, por tales razones se han realizado esfuerzos para descubrir relacio-
nes semanticas como los hechos por Rosso et al. (2003), Sedding y Kazakov (2004),
o Shehata (2009) a partir de diccionarios seméanticos comunes como WordNet para el
inglés o HowNet para el chino, pero al usarlos para dominios especificos se dificulta la

tarea de minerfa de texto tal como lo afirma Jiang et al. (2013).

1.2. JUSTIFICACION

Con la elaboracion del modelo basado en aprendizaje automaético, se pretende mejorar
la exactitud de la clasificacion de Servicios Web, teniendo en cuenta que estos propo-
nen conceptos de interoperabilidad entre tecnologias de informacién y comunicacién, la
realizacion manual de esta actividad va en contra via de dichos conceptos y ocasiona
incertidumbre debido a la gran cantidad de dominios, servicios web y uso de estos, asi
mismo se busca disminuir la inexactitud que pueda ser ocasionada por las relaciones

semanticas no identificadas debido a las descripciones cortas.

El mejoramiento de la exactitud a través de clasificaciones automaticas, pretende evi-
tar la insatisfaccién o desconfianza de los usuarios causada por clasificaciones menos
exactas y por ende evitar que sean inducidos a realizar tareas de comprobacién de la
clasificacién de forma manual, en resumen servira para evitar la realizacién de acciones
humanas de manipulacién para que los servicios puedan ser mejor aprovechados en el
uso e integracién con otros servicios, aplicaciones o plataformas, mediante su manipula-
cion, entendida esta como cualquiera de las actividades de exposicion, descubrimiento,

recuperacion, anotaciéon y uso.

La mas exacta clasificacion de los Servicios Web, la cual pretendemos sea realizada por

el modelo a encontrar usando aprendizaje automatico, aportara en la construccién del
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concepto de Web Semaéntica, ya que dicha clasificacion es la que determina el dominio al
que se hace alusién en el servicio, que de no estar adecuadamente clasificado repercutira

en significados incoherentes en los procesamientos automatizados.

En el mejor de los esfuerzos realizado no se encontraron estadisticas de servicios web
pero teniendo en cuenta la penetracion y el crecimiento a nivel mundial del internet
publicada por Internet World Stats con estimaciones a 2018 mostradas en la Tabla 1,
donde la penetracion alcanza la cifra de 54,4 %, los valores de referencia de la pobla-
cion mundial estimada en 7.634.758.428 personas, el nimero de usuarios de internet
de 4.156.932.140 y el crecimiento de estos entre 2000 y 2018 que alcanza una cifra del
1.052 % (Internet World Stats, 2018) se puede inferir la gran cantidad de servicios web
que existen y que existiran donde los usuarios accederan cada vez mas a dichos servicios
y los proveedores de servicios cada vez mas ofreceran dichas soluciones para cubrir las
necesidades de aquellos, se hace primordial proponer clasificaciones que minimicen la
participaciéon humana para la reduccion del riesgo de una indebida clasificacion y tam-
bién para disminuir el tiempo dedicado a dichas tareas, que luego afecten negativamente

las actividades de manipulacién de los Servicios Web.

Tabla 1:

Estimacion de usuarios de Internet y poblacion mundial a 2018

Regiones Poblacién % Usuarios % Crecim. %
(2018 Est.) Po- Internet Penetra. 2000 Usuarios
blac. Dic2017 2018 Internet
Africa 1,287,914,329 16.9% 453,329,534 352% 9,941% 10.9%
Asia 4,207,588,157  55.1% 2,023,630,194 481% 1,670%  48.7%
Europa 827,650,849  10.8% 704,833,752 85.2%  570% 17.0%
LAyCaribe 652,047,996 8.5% 437,001,277 67.0% 2,318% 10.5%
MOriente 254,438,981 3.3% 164,037,259 64.5% 4,893 % 3.9%
Nor.Amér 363,844,662 4.8% 345,660,847  95.0% 219 % 8.3%
Ocean.Aus 41273454  0.6% 98,439,277 68.9%  273%  0.7%

TOTAL  7,634,758,428 100.0 % 4,156,932,140 54.4% 1,052% 100.0 %

LAyCaribe: Latino América y el Caribe. MOriente: Medio Oriente. Nor.Amér:

Norte América. Ocean.Aus: Oceania y Australia

La necesidad de identificar el dominio al que pertenece un servicio web, se puede per-
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cibir si observamos plataformas software como las redes sociales, donde los usuarios
realizan acciones tan diversas como una autenticacion, la consulta del estado del clima,
las noticias o juegos compartidos, sin percibir la interoperabilidad entre las platafor-
mas, estas aumentan su alcance poniendo a disposicién herramientas de integracién por
ejemplo las API como servicios web, para que terceros desarrollen aplicaciones y solu-
ciones, plataformas como Facebook, por ejemplo, ofrecen un conjunto de productos y
herramientas para que los desarrolladores conecten a escala global la red social, la API
principal de Facebook es Graph API, esta es la principal forma de ingresar y extraer
datos de la plataforma, estda basada en HTTP y permite entre otras acciones gestionar
—crear, actualizar, consultar, eliminar— los objetos de la plataforma como fotos, comen-
tarios, paginas, historias, anuncios, grupos, datos de los usuarios, aplicaciones, juegos,
comentarios, conversaciones, documentos, pagos, entre muchas otras (Facebook, 2018),
lo que les ha permitido alcanzar alrededor de 1,65 mil millones de usuario de los cuales
acceden alrededor de 989 millones de usuarios diariamente desde aplicaciones méviles
(Dogtiev, 2016).

La exposicién de servicios web se observa en diferentes dominios como por ejemplo
hoteleria y turismo, donde plataformas como Booking.com pone a disposiciéon API’s
para los socios proveedores, por ejemplo la Partner Supply API a través de la cual
se realizan acciones para la gestion de alojamientos, habitaciones, tarifas, politicas, in-
ventarios, restricciones de disponibilidad, reservas, entre otros (Booking, 2018). Otra
plataforma del dominio de hoteleria es Trivago.com que también pone a disposicién sus
herramientas de integracién (Trivago, 2018). En dominios como el estado del tiempo
The Weather Channel pone a disposicién la Weather API mediante la cual se puede
obtener informacién relacionada con el tiempo en imagenes, satelitales y radar, mapas,
alertas, calendarios, astronomia, datos histéricos, prondsticos, entre otros (Weather Un-
derground, 2018). En general cualquier dominio puede disponer de servicios web como
nos lo han dejado ver las poderosas Amazon, con su Amazon Web Services, AWS, acce-
sibles a través de servicios web como la Amazon API Gateway(Amazon, 2018) y Google
con sus servicios web en la nube, accesibles también a través de las herramientas Google
Developers (Google Inc., 2018).

32



1.3. CONTRIBUCION

La contribucion de la investigacién se evidencia en los siguientes aspectos:

1. El uso del descubrimiento de relaciones semanticas a través de la co-ocurrencia
de términos en el vocabulario conformado por todas las descripciones de servicios
del conjunto de entrenamiento, para ampliar las descripciones de los servicios web
de las nuevas instancias de datos, mediante la inyeccion de los términos que se
consideren similares, sin el uso de tesauros predefinidos.

2. El ejercicio experimental, de evaluacion de clasificadores de texto, con el enfoque
de inyeccién de términos donde se obtuvieron los siguientes resultados:

= La exactitud de la clasificacién de las descripciones con inyeccién de términos
mejoro con respecto a la exactitud antes de inyectar términos y con respecto
a la linea base.

= La exactitud de los modelos inducidos con redes neuronales MLP, antes y
después de inyectar términos, fue mejor con respecto a los modelos inducidos
por maquinas de vectores de apoyo SVM.

3. El modelo de clasificacién inducido de mejor exactitud.

En el siguiente capitulo se presentan los objetivos general y especificos.
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2. OBJETIVOS

Es esta capitulo se presentan los objetivos de la investigacién que plantean una mejora

de la exactitud —accuracy—

2.1. OBJETIVO GENERAL

Aumentar la exactitud de la clasificacion automaética de servicios web haciendo frente

a los problemas de polisemia dada su breve descripcién de servicios en texto libre.

2.2. OBJETIVOS ESPECIFICOS

1. Evaluar experimentalmente, si la inyecciéon de términos en las descripciones de
servicios web, las cuales son breves, aumenta la exactitud de la clasificacién au-
tomatica de dichos servicios, mediante algoritmos de aprendizaje.

2. Afinar la configuraciéon paramétrica de los algoritmos de aprendizaje automatico
adoptados en el presente estudio, utilizando validacién cruzada, como paso previo
a la evaluacién de sus respectivas exactitudes.

3. Evaluar experimentalmente la exactitud de los dos enfoques adoptados, para com-

pararlos con la linea base del estado del arte en aprendizaje automatico.

En el siguiente capitulo esta el marco referencial con los conceptos de servicios web,
web semantica, clasificacion de texto y evaluacion de clasificadores, finalizando con la

presentacion del estado del arte y la notaciéon matematica usada.
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3. MARCO REFERENCIAL

En este capitulo se presentan el marco referencial, conformado por el contextual, el
conceptual y el estado del arte, en el primero se identifican los conceptos de servicios
web, como medio para abordar los problemas de interoperabilidad entre tecnologias,
se identifican los marcos de trabajo para asociar meta informacion a la descripcion de
los servicios, para su posterior uso en acciones de web semantica, también se presenta
el proyecto como un ejercicio de clasificacion de texto a partir de las descripciones de
los servicios web, con el objetivo de mejorar la exactitud. En el estado del arte, se evi-
dencian trabajos cuyos objetivos fueron aprovechar el descubrimiento de la informacion
semantica a partir de las descripciones de los servicios web para el mejoramiento de
la clasificacion en el dominio al que pertenece, siendo el de Sharma et al. (2016), el
que presenta mejores resultados en la exactitud. Finalmente se presenta la notacion

matematica usada.

3.1. MARCO CONTEXTUAL

El proyecto estd enmarcado en el drea de conocimiento de la Ingenieria de software,
en la sublinea de ciencia de servicios, acotado al desarrollo de sistemas distribuidos
débilmente acoplados, en cuyos conceptos se basan los Servicios Web, dichos conceptos
proponen que las funcionalidades de los servicios pueden ser accedidas independiente-
mente de las caracteristicas computacionales del peticionario a través de una interfaz
que permita la descripcion, definicion y descubrimiento del servicio mediante tecno-
logias estandares (Alonso et al., 2004). Y acotado a los conceptos de web semantica,
que proponen adicionar informacién del significado y estructura del contenido web, para
afrontar la ausencia de una organizacion de la informacién de la web que permita su

procesamiento por méquinas de una forma més eficiente (Berners-Lee et al., 2001).
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Maés especificamente se enmarca en el area de la ciencia de datos, en un ejercicio de
clasificacién, a través del uso del aprendizaje automatico, que propone que un programa
de computadora se considera inmerso en un aprendizaje automatico, si a partir de
acciones o datos de entrenamiento, realiza una tarea y al medir su desempeno este

muestra un mejoramiento (Mitchell, 1997).

3.2. MARCO CONCEPTUAL

Debido al contexto, es necesario identificar que los servicios web se plantean como la
solucién a los problemas de interoperabilidad que se tenian en las aplicaciones distri-
buidas y a la necesidad que dichas aplicaciones fueran lo mas débilmente acopladas, es
decir que no fueran tan dependientes las unas de las otras, que tanto necesita la una de
la otra para realizar sus procedimientos. En los inicios de las aplicaciones distribuidas
la solucion se abordo con el concepto de capa intermedia o middleware de aplicaciones
y maquinas que sirvieran de puente, pero se desarrollaban propietariamente, lo que
no era practico ya que obligaria a las organizaciones a tener o acceder a tantas ca-
pas intermedias -ver figura 1-, como tantas fueran sus necesidades de integracién con

otras organizaciones con tecnologias diferentes (Alonso et al., 2004). Debido al objetivo

PROVEEDORES
LINUX WINDOWS OTROS

I N

LINUX WINDOWS OTROS

o n

MIDDLEWARE

CLIENTE

Figura 1: Arquitectura inicial de interoperabilidad. Fuente: Propia
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para el cual fueron creados los Servicios Web, de intercambio y procesamiento de infor-
macién entre diferentes software sin importar la forma o herramientas usadas para su
construccién e implementacién (Cerami, 2002), fueron entonces concebidos como una
tecnologia fundamentada y conformada por estandares y protocolos abiertos usados

para su estructuraciéon, comunicacion, descripcion y utilizacion.

La estructuracion se fundamenta en XML, usado para la organizacion de la informacion
a intercambiar, permite la definicién de la gramaética del lenguaje usado por los Servicios
Web que tendran sus propias estructuras orientadas al almacenamiento de informacién,

como se observa en la figura 2.

<?xml version="1.0" encoding="UTF-8"7?>
<breakfast menu>
<food>
<name>Belgian Waffles</name>
<price>55.95</price>
<description>
Two of our famous Belgian Waffles with plenty of real maple syrup
</description>
<calories»650</calories>
</food>
<food>
<name>Strawberry Belgian Waffles</name>
<price>$7.95</price>
<description>
Light Belgian waffles covered with strawberries and whipped creaﬂ
</description>
<calories>%00</calories>
</food>
<food>
<name>Homestyle Breakfast</name
<price>$6.95</price>
<description>
Two eggs, bacon or sausage, toast, and our ever-popular hash browns
</description>
<calories>»%50</calories>
</food>
</breakfast_menu>

Figura 2: Documento XML. Fuente: Propia

La transmisién se fundamenta en SOAP, a través de mensajes, en los cuales, la infor-
macion que se envia o recibe esta estructurada usando XML, en otras palabras son los
mensajes de peticiones y respuestas entre clientes y servidores, dichos mensajes se trans-
miten sobre protocolos de comunicacion tales como, SMTP, MIME y el mas utilizado
HTTP (w3.org, 2018c).

La descripcion de los servcios web se fundamenta en Web Service Description Language,
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WSDL, lenguaje para crear el documento XML que posee la descripcion del Servicio
Web, con caracteristicas tales como el nombre, datos a recibir, datos a enviar, la es-
tructura de la trama de datos, protocolos que usa, los formatos de los mensajes, entre
otros. Este documento debe ser obtenido por el objeto cliente para conocer la forma

como va a interactuar con el objeto servidor (w3.org, 2018d).

Y la utilizacion, es decir que los servicios sean conocidos o ubicados, se fundamenta en
conceptos como UDDI, donde se registran los Servicios Web ofrecidos, en formato XML,
basados en una categorizacion, el objetivo es que a partir del registro se redireccione al

servicio y sus componentes para su uso (uddi.org, 2018).

Es de la necesidad de registrar un servicio web en una categoria perteneciente a un do-
minio para el cual fue desarrollado, que se apoya el concepto de Web Semantica, el cual
plantea que la informacion de la web debe estar acompanada de meta informacién que
describa contenidos y sus relaciones, basados en estructuras y clasificaciones comunes,

con lenguajes como Resource Description Framework, RDF y Web Ontology Language,

OWL.

RDF, es un marco comun o modelo de datos, actiia como lenguaje que puede estar
fundamentado en XML para la especificacién de metadatos cuyo objetivo es represen-
tar objetos de la realidad presentes en los contenidos de la World Wide Web, wwuw,
como asociaciones de los recursos URI de esta, dichos recursos pueden ser descritos en
términos de unas propiedades y estas toman valores, como se observa en la figura 3,
este concepto central del marco, se presenta como un triple conformado por un sujeto,
un predicado y un objeto y esta orientado a representar informaciéon o recursos de la
Web que necesitan ser procesados e intercambiados por aplicaciones software (w3.org,

2018b). A continuacién se observa un ejemplo de un documento RDF.

<rdf :RDF
xmlns:rdf="http://www.w3.0rg/1999/02/22-rdf -syntax-ns#"
xmlns:contact="http://www.w3.0rg/2000/10/swap/pim/

contact#"

<contact:Person
rdf : about="http://www.w3.0org/People/EM/contact#me"
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<contact:fullName>Eric Miller</contact:fullName>
<contact:mailbox rdf:resource="mailto:em@w3.org"/>
<contact:personalTitle>Dr.</contact:personalTitle>
</contact:Person>
</rdf :RDF>

hitp:/Awwiw w3, orgf2000/10/swap/pim/contact¥Person

hitpo/fwww w3, orgM 99902722 -rdf-syntax-nsétype

hittp:fhwww.w3.org/People/EM/contact#me

ttp Mwww w3 org/200001 Ofswap/pimicontact#fullName

Eric Miller

hittp: ivewew.w 3. orgf2000M1 Oiswap/pimicontact#mailbox

mailto:em@w3.org

hittpehwwwow 3. org 200001 OVswap/pimicontact#personalTitle

Dr.

Figura 3: Grafo RDF, describiendo a una objeto Persona. Fuente:

www.w3.org/ TR /rdf-primer

OWL, es un lenguaje de marcas especificado sobre RDF, permite estructurar los datos
o términos de un sitio o servicio web mediante una descripcién formal del significado
de los mismos y sus relaciones, esta descripcién sera la representacion del significado de
la informacion dentro del dominio o area de conocimiento especifica del sitio o servicio
web, a esto se le conoce como ontologia y se especificé para que las aplicaciones software

puedan procesar la informacién de la Web de una forma automatizada (w3.org, 2018a).

RDF y OWL son los conceptos fundamentales que permiten el procesamiento por parte
de agentes de software para que estos puedan realizar actividades sofisticadas y auto-
matizadas sobre dicha informacién para el beneficio de los usuarios (Berners-Lee et al.,
2001).

La clasificacién del servicio es uno de los primeros pasos en el concepto de Web Semanti-
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ca y se va a realizar a partir de la descripcion de los servicios web, el proyecto es un
ejercicio de clasificacién de texto, que autores como Witten et al. (2011) lo definen como
la necesidad de extraer informacién relevante a través del descubrimiento de patrones
que no estan explicitamente evidentes y que dichos patrones se deben encontrar a través
de procesos y herramientas que los relacionen (Hearst y A., 1999), las cuales permiten
reconocer caracteristicas del texto de los documentos y representarlas en datos estructu-
rados o semiestructurados como por ejemplo vectores de frecuencia de términos, donde
se identifican las veces que aparece un término en un documento (Sanger y Feldman,

2007).

En general se puede considerar el proceso de mineria de texto, donde se incluye la
clasificaciéon, compuesto por dos etapas, una de preprocesamiento, representacion es-
tructurada o semiestructurada de los documentos y la otra de descubrimiento, en la
que se pretende encontrar los patrones ocultos, como se observa en la figura 4 (Tan,
1999).

o To AGRUPAMIENTO (CLUSTERING)
NTO CATEGORIZACION
BASADOEN UNA | el VISUALIZACION
FORMA INTERMEDIA
TEXTOS \ CONCEPTO MODELAMIENTO PREDICTIVO
BASADO EN UNA q DESCUBRIMIENTO ASOCIATIVO
FORMA INTERMEDIA VISUALIZACION
REFINAMIENTO DESTILACION DE
DEL TEXTO CONOCIMIENTO

Figura 4: Marco de trabajo de la minerfa de texto. Fuente: (Tan, 1999)

Como la propuesta es mejorar la exactitud de la clasificacién inyectando términos, es ne-
cesario tener en cuenta las relaciones semanticas entre los términos para poder integrar
términos que aparentemente no tienen que ver unos con otros pero que adquieren un
sentido y transmiten un significado segun el contexto, por ejemplo las palabras inteli-
gencia 'y teléfono, cuando se habla en el contexto de la comunicacién movil, esto se logra
mediante el uso de la co-ocurrencia, que plantea que dos términos son co-ocurrentes si
son usados en contextos similares, o son co-ocurrentes si los términos con que co-ocurre
uno de ellos es similar a los términos con que co-ocurre el otro, o son co-ocurrentes si
los dos términos se pueden reemplazar entre ellos en sus contextos y la verosimilitud

del contexto no cambia (Budanitsky y Hirst, 2006), entre las relaciones seménticas se
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Tabla 2:

Tabla de contingencia para la categoria Ci. Fuente:(Sebastiani, 2002)

Criterio de los expertos
Categoria (i P

SI NO
Criterio del SI  Verdaderos Positivos (VPi) Falsos Positivos (FPi)
clasificador NO  Falsos Negativos (FNi) Verdaderos Negativos (VINi)

encuentran la hiponimia; el significado de una palabra se encuentra incluido en otro
de mayor magnitud, sinonimia; varias palabras tienen el mismo significado, polisemia;
una palabra tiene varios significados, homonimia; palabras con la misma escritura o

pronunciacién con significados distintos (Paradigms Lynne Murphy, 2003).

Para la clasificacién se adoptaron técnicas supervisadas del aprendizaje automatico,
por lo cual abordamos el problema de aprendizaje segiin la definicién que manifiesta
que un programa de computador aprende si mejora el desempeno en la realizacion
de una tarea a través de una experiencia de entrenamiento (Mitchell, 1997), segin la
cual nuestra tarea es la prediccion de la clasificacién de nuevos servicios web en la
categoria del dominio a la que pertenece, la experiencia proviene del conjunto de datos
clasificados, datos histéricos, a partir del cual se nos inducira un modelo partiendo del
entrenamiento de este con dichos datos y la evaluacion del desempenio se realiza con
base en los resultados de las instancias que el modelo clasificd correctamente y las que
no (ver tabla 2).

La medida de desempeno seleccionada en este proyecto es la exactitud -accuracy-, que
se plantea como la estimacion del porcentaje, a través de la razén de los documentos
correctamente clasificados sobre el total de documentos; mas detalladamente la exacti-
tud es la razén entre la suma de documentos que son clasificados dentro de una clase
a la que realmente pertenecen -Verdaderos Positivos, VP- méas los documentos que
correctamente no fueron clasificados en dicha clase - Verdaderos Negativos, VN- con re-
lacién al total de documentos, el total incluye los VP, los VN, los que erréneamente no
se clasificaron en dicha clase -Falsos Negativos, FN- mas los que erréneamente fueron
clasificados en dicha clase -Falsos Positivos, FP- (Sebastiani, 2002).

Alaccuracy) = VP VN

VP+VN+ FP+ FN

Dentro de las técnicas usadas en ejercicios de clasificacién supervisada estda SVM, que
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en aplicacion con el truco del kernel propone aplicar técnicas lineales a problemas no
lineales, el objetivo es encontrar un hiperplano en espacios n-dimensionales que permita
la separacion de los documentos. Por ejemplo, en un plano bidimensional los datos estan
mezclados de tal forma que una solucién lineal para clasificarlos no es posible, con el
truco del kernel, de manera implicita se agrega una dimension adicional en cuyo espacio
son separables mediante un plano (Joachims, 1998).Y la técnica de MLP, fundamentada
en redes neuronales artificiales muy interconectadas que imitan neuronas humanas, con
nodos o unidades de procesamiento y vinculos que representan conexiones sindpticas,
para la separacién de los documentos en regiones de decision complejas, es decir, regiones
cerradas, convexas o de complejidad arbitraria (Witten et al., 2011), para la clasificacién
de texto, la capa de neuronas de entrada representa los términos de los documentos, las
capas ocultas procesan y la capa de salida representa las categorias de la clasificacion

(Sanger y Feldman, 2007).

3.3. ESTADO DEL ARTE

Desde hace varios anos la clasificaciéon de servicios web con base seméntica a partir de
sus descripciones, usando conceptos de aprendizaje automatico es un area de interés, se
puede observar en enfoques como el de HeB et al. (2004) en el cual se presenté una herra-
mienta denominada Automated Semantic Service Annotation with Machine Learning,
ASSAM, cuyo objetivo es generar informacién semantica para los Servicios Web de una
forma semiautomédtica de manera similar a como los ambientes de desarrollo generan
informacion descriptiva de los servicios, para esto propusieron dos componentes, el ano-
tador WSDL y OATS el algoritmo de agregacién de datos, el primer componente usa
algoritmos de aprendizaje automatico para hacer sugerencias de anotaciones semanticas
a los elementos del WSDL a partir de una clasificacion ontoldgica, partiendo de la idea
que existe una relacién semantica entre el Servicio, sus operaciones y variables, para la
clasificacion de las anotaciones semanticas se usa un algoritmo de clasificacion iterativa,
donde se caracterizan los servicios con un conjunto de variables intrinsecas que denotan
los elementos del servicios, tales como nombre y descripcion textual y las extrinsecas
que denotan las relaciones entre dichos elementos, es decir se usa como variable la clase

semantica que denota la relacién, al inicio del aprendizaje las caracteristicas extrinsecas

44



son desconocidas y son establecidas a partir de las caracteristicas intrinsecas, se usan
dos clasificadores uno para las intrinsecas y otro para las extrinsecas lo que mejora la
efectividad y la prediccién se hace por un sistema de votacion, se usa incluso un tercer
clasificador para incorporar las caracteristicas extrinsecas a partir de las variables de las
operaciones que son intrinsecas, haciendo mas robusta la prediccion ya que se combinan

resultados de los clasificadores de las intrinsecas en cada iteracion.

El segundo algoritmo de coincidencia de esquemas se usa para agregar las salidas de
datos heterogéneos en esquemas comunes, por ejemplo, dos servicios web que arrojan

la siguiente informacion sobre el estado del tiempo:

<weather>

<hi>87</hi>

<lo>56</lo>

<gusts>NE, 11 mph</gusts>
</weather>

<fcast>

<tmax>87</tmax>
<tmin>57</tmin>

<wndspd>10 mph (N)</wndspd>
</fcast>

Como principal algoritmo de aprendizaje usaron Naive Bayes, fundamentado en pro-
babilidad de posibles resultados. Se obtuvieron valores bajos en la exactitud, pero los
autores planteaban que para la época los resultados representaban mejoras hasta de

una tercera parte con respecto a otros enfoques.

En la misma época que el enfoque anterior se presenté METEOR-S Web Service An-
notation Framework, MWSAF por Patil et al. (2004), consistié en un marco de trabajo
para anotar de forma semiautomatica las descripciones de servicios web con ontologias,
mediante algoritmos para unir y anotar archivos WSDL con ontologias relevantes, usan-
do un modelo comin para representar las descripciones WSDL de los servicios y las

ontologias, luego comparar dichas representaciones y si existian coincidencias se anota-
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ba la descripcién con la ontologia del dominio al que pertenecia la descripcion. No se
presenta como un ejercicio de aprendizaje automaéatico por lo tanto no se presentaron
resultados de evaluacién del enfoque en términos de exactitud. En la misma direcciéon
Zhang et al. (2005) presentaron un marco de trabajo similar pero diferencidandose en el
uso de OWL para la representacion de las descripciones de los servicios y la ontologia a
diferencia de Patil et al. (2004) que introdujeron un modelo de representacién semanti-
co particular, el enfoque no es presentado como un ejercicio de aprendizaje autéomatico
pero incluyeron resultados de evaluacion mediante la precisiéon donde alcanzaron valores
del 96.4 %. Los dos anteriores enfoques usaron un conjunto de servicios pertenecientes
a dos dominio unicamente, geografia-estado-del-tiempo y viajes-estado-del-tiempo res-
pectivamente. Estos enfoques sirvieron para que Oldham et al. (2005) presentara una
mejora de MWSAF a partir de los conceptos de aprendizaje automaético, lo planteado
especificamente consistié en reemplazar la técnica de mapear las descripciones con las
ontologias, ante la dificultad de hacer coincidir las descripciones en WSDL y las onto-
logias principalmente en OWL, por una clasificacién realizada con el algoritmo de Naive
Bayes, la cual resulté siendo mas rapida que la técnica inicial, evaluando el modelo en

términos de exactitud donde obtuvieron valores de 68 % en algunos casos.

Maés recientemente, Yang y Zhou (2014) propusieron la exploracién de clasificadores
de Servicios Web para sentar bases que sirvan en la identificacién de dominios para
los mismos y su descubrimiento, conformacién y anotacién semantica, para esto rea-
lizan actividades de aprendizaje automatico sobre los documentos de descripcién de
los servicios del conjunto de datos OWLS-TC4. En detalle se clasifican los servicios
con base a funcionalidades similares, en categorias basadas en taxonomias. Para la in-
vestigacién los autores tomaron elementos estaticos de la descripcién, nombre de los
servicios y nombre de las operaciones de los servicios, ya que representan significados
funcionales, posteriormente prepararon los términos realizando acciones como la divi-
sion de términos, separacion de verbos y sustantivos, eliminacion de palabras de parada,
preposiciones, articulos, etc., derivacion, poner las palabras en su raiz o en infinitivo,
eliminacion de términos que no tienen significados relevantes. Finalmente se hacen vec-
tores de caracteristicas a partir del nombre del servicio, las operaciones, las entradas y
las salidas, para aplicarles varios algoritmos de aprendizaje automatico entre los cuales
se encuentran SVM, Naive Bayes, (4.5, arboles de decisién y Back Propagation Neural
Network, BPNN, redes neuronales con retro propagacion, en sus conclusiones muestran

que al tomar varios atributos de la descripcién se obtiene mejoras en la exactitud y que
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el mejor resultado de los clasificadores fue C4.5, los autores no identifican el método de

validacién del modelo, ni los parametros de los algoritmos.

También se puede observar que la clasificacion de los servicios web es de tal interés
que autores como Nisa y Qamar (2015), exploran el tema con técnicas novedosas para
el mismo, en su trabajo proponen una clasificacion basada en mineria mediante el
algoritmo de Mdzima Entropia, que busca la generacién de modelos mas uniformes
por la inclusién del concepto de restriccién, el cual ayuda a definir las caracteristicas
de la informacion, sin suponer lo desconocido. Los autores presentan el enfoque como
un ejercicio de aprendizaje automatico y realizan una conformacion y categorizacion
del conjunto de datos de forma particular. Otros autores con enfoques novedosos son
Liu et al. (2016), estos proponen una clasificacién de servicios basado en conceptos de
aprendizaje activo mediante el uso de las técnicas Latent Dirichlet Allocation, LDA
y SVM, presentando un enfoque diferente al de la representacién de los documentos
mediante vectores de términos, ya que la base del enfoque propuesto es la representacion
del contenido de los documentos, en este caso de las descripciones de los servicios web,
como un conjunto o grupo de tépicos o temas alrededor de los cuales se identifican
las palabras usadas en dichos tépicos. Los autores utilizan el conjunto de datos WS-
DREAM desarrollado para resultados de calidad del servicio -QoS-.

Finalmente en relacién directa con el enfoque que se pretende encontramos, que (Shar-
ma et al., 2016) proponen un enfoque semantico para clasificacién de Servicios Web
usando aprendizaje automatico y medidas de relaciones semanticas, para estos autores
el problema es la complejidad y la propensién al error que se presenta en la clasificacion
al momento de registrar los Servicios Web en los repositorios que permiten su publi-
cacion, busqueda y hallazgo, ocasionado por ser una tarea realizada manualmente por
varias personas, por presentarse un gran numero de categorias de las taxonomias que
permiten la clasificacién, la existencia de varios repositorios de registro y la falta de
conocimiento de las taxonomias, sus categorias, el dominio y perfil de las aplicaciones.
Asi mismo para los usuarios que pretenden reutilizar los Servicios Web que ya han si-
do publicados, se presenta el problema de escoger manualmente la categoria adecuada
con el agravante que el servicio registrado pudo no haber quedado en la categoria mas
adecuada por lo tanto las consultas de los Servicios Web registrados arrojaran resulta-
dos no deseados. Las problematicas anteriores pueden ser reducidas mediante el uso de

clasificaciones automaticas que minimicen la intervenciéon humana.
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Como solucion los autores plantean un enfoque de clasificaciéon automatizada hibrida
que integra la semantica del perfil de los Servicios Web con su informacién estadistica y
generar asi vectores semanticos para los servicios, estos seran usados para las técnicas de
clasificacién del aprendizaje automéatico. Para la transformacién del perfil y la informa-
cion estadistica de los documentos en vectores semanticos, los autores se apoyaron en un
enfoque propuesto por Tsatsaronis et al. (2010) en el cual las técnicas para deteccién de
las relaciones semanticas entre palabras fueron extendidas a textos, el enfoque incluye
la documentacion de los servicios hecha en lenguaje natural, para la clasificacién usan
procesamiento de lenguaje natural, aprendizaje automético, razonamiento enmarcado,
medicién de la relacién seméntica y mineria de texto, el otro aspecto propio del enfoque

es la inclusion de la desambiguacion de los términos.

El enfoque consiste en cuatro pasos, creacion de los vectores de los servicios, calculo de
la matriz de relaciones semanticas, enriquecimiento de los vectores con la informacién
semantica y la clasificacion de los servicios usando SVM y kNN. Obteniendo resultados
de exactitud de 97.22 %, en el mejor de nuestro conocimiento el més alto identificado

en investigaciones con objetivos similares al nuestro.

Esta propuesta al estar fundamentada en el trabajo de Tsatsaronis et al. (2010) usa el
tesauro WordNet del idioma inglés para el reconocimiento de relaciones semanticas, el

cual con frecuencia no contiene relaciones para dominios especificos.

Como vemos en la tabla 3, las técnicas usadas para la clasificacién son variadas, pero se
observa por ejemplo que SVM es una de las més usadas, por ende adoptamos este enfo-
que como referente para comparar nuestros resultados y el estado del arte. El resultado
obtenido con SVM antes de expandir las descripciones es seleccionado como linea base,
ya que se considera uno de los algoritmos de clasificacién mejor fundamentado tedri-
camente y actualmente de los mas efectivos en la practica del aprendizaje automatico
(Mohri et al., 2018). También proponemos usar MLP en nuestro estudio, debido a su
amplia adopcién en la tendencia actual de redes neuronales de aprendizaje profundo
-Deep neural network- y en el contexto actual de volimenes de datos a gran escala - Big
Data-
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Tabla 3:

Uso de algoritmos de mineria del estado del arte. Fuente:Propia

Autores Algoritmos

HeB et al. (2004) Naive Bayes

Oldham et al. (2005) Naive Bayes

Yang y Zhou (2014)  SVM, Naive Bayes,C4.5, BPNN
Nisa y Qamar (2015) Maxima Entropia

Liu et al. (2016) LDA, SVM

Sharma et al. (2016) SVM, KNN

3.4. NOTACION MATEMATICA

La notaciéon matematica usada en el presente documento es la siguiente. Las letras
en mintuscula n representan un escalar, el simbolo € indica pertenencia a conjunto,
las letras mayusculas en negrita Y indican una matriz, los vectores se representan con
letras mintusculas en negrita x, se usa la notacién R™*" para indicar un espacio vectorial
de numeros reales de m filas por n columnas, el superindice 7' denotara un arreglo
traspuesto, por ejemplo Y7 es una matriz traspuesta, los subindices i y j representan
un iésimo o jésimo elemento, por ejemplo x; es el iésimo elemento de un vector, la

expresion ||x|| indica la norma de un vector.

El contenido del siguiente capitulo es la metodologia, conformada por el tipo de investi-
gacion, el método de validacién y evaluacion, la descripcién del conjunto de datos y las
suposiciones y limitaciones. Con estos aspectos se expone, la naturaleza experimental

de los ejercicios de aprendizaje automatico.
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4. METODOLOGIA

Este capitulo contiene, el tipo de investigacion, donde se argumenta el ejercicio de apren-
dizaje automatico como experimental, al ser abordado como un conjunto de factores
y entradas que influyen en las salidas y mediante experimentos se pueden determinar
las relaciones de causa y efecto entre dichos elementos. Contiene, la metodologia de
validacién cruzada, para el mejor entrenamiento, la descripcién del conjunto de datos

y las suposiciones y limitaciones que enmarcan el ejercicio.

4.1. TIPO DE INVESTIGACION

Para entender un proceso o sistema, este se puede plantear como una combinacion
de elementos de entrada, donde factores controlables e incontrolables, transforman las
entradas en salidas o respuestas, como se muestra en la figura 5, entonces si deseamos
comprender el proceso es necesario cambiar adrede las variables y factores de entrada,
observar los cambios ocurridos en las variables de respuesta y tratar de determinar
las relaciones de causa y efecto entre los cambios, esto se conoce como experimentar
(Montgomery, 2017). En aprendizaje automadtico se realiza investigacién experimental,
debido a que el objetivo es obtener un algoritmo de software o modelo con patrones,
generalidades o relaciones, a partir de observaciones o datos de un proceso o sistema, que
pueda ayudar a entender el proceso o predecir situaciones, en especial para realidades
donde el proceso no puede ser explicado por una serie de pasos o calculos como por

ejemplo el reconocimiento del rostro de una persona.

El modelo es formalizado mediante conceptos matematicos y estadisticos denominados
algoritmos de aprendizaje los cuales tienen ciertos parametros que, junto con otros as-
pectos como la seleccién del algoritmo, el conjunto de datos usado, la representacion

de este como entrada, entre otros, se consideran factores controlables, también estan
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Figura 5: Modelo general de un proceso o sistema. Fuente: (Montgomery, 2017)

presentes factores incontrolables como el ruido en el conjunto de datos, la conformaciéon
de los subconjuntos de datos cuando se usa remuestreo, la aleatoriedad en el proceso
de optimizacién, entre otros, dichas entradas y factores son ajustados en una serie de
ejecuciones de los algoritmos sobre el conjunto de datos para encontrar la mejor confi-
guracion y asi obtener la mejor respuesta o determinar el efecto de las configuraciones

sobre la respuesta (Alpaydin, 2010).

La clasificacion de documentos de texto, como ejercicio de aprendizaje automatico,
presentan metodoldgicamente tres grandes etapas, el indexamiento, el aprendizaje y la
evaluacién, como se observa en la figura 6. En el indexamiento la intencién es obtener
una representacién del contenido del documento que pueda ser tratado por los algo-
ritmos de clasificacién. El aprendizaje, es el momento en que propiamente se induce
el modelo a partir de documentos preclasificados, donde se identifican conjuntos para
entrenamiento, validacién y pruebas. Finalmente, la evaluacién donde principalmente

se mide el desempeno del modelo por su eficacia.

INDEXAMENTO APRENDIZATE EVALUACION
{1,0,1,0} : : 0 5101520

Figura 6: Método general del aprendizaje automatico. Fuente: Propia

Como metodologia experimental, usamos como guia, los siguientes pasos o etapas pro-

puestos por Alpaydin (2010):
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Seleccionamos como objetivo del ejercicio de aprendizaje, el error esperado y la
medicién del error de clasificacién como variable de respuesta, en este proyecto
particularmente se evalia la exactitud para medir el desempeno de los modelos. La
exactitud es complementaria al error, ya que este se puede expresar como error =
1 — accuracy, entre mayor es la exactitud menor es el error.

Establecemos los factores controlables, a los cuales, deseamos encontrar la mejor
configuracion que optimice la respuesta, en este proyecto, entre los factores elegidos
tenemos.

= La representaciéon de la entrada con inyeccién de términos.

=  FEl umbral para determinar la similitud entre términos.

= El ntmero de factores latentes que expliquen la relacion entre términos.

= Los parametros de regularizacion.

= La tasa de aprendizaje.

= La cantidad de unidades ocultas de MLP.

» Los parametros asociados a cada funcion kernel para el aprendizaje con SVM.
En cuanto a estrategia de experimentacion, se eligié el diseno factorial, para que el
ajuste de todos los factores evidencie las dependencias entre los factores y la influen-
cia de los factores incontrolables, como por ejemplo la aleatoriedad del remuestreo
o de la factorizacion de matrices. Esta estrategia determina que el conjunto de da-
tos lo dividamos en tres partes, donde dos terceras partes son para entrenamiento y
validacién y la tercera para prueba o evaluacion. Para el entrenamiento y validacion
realizamos validacién cruzada que permite la generaciéon de multiples conjuntos de
entrenamiento y validacion, usados para las diferentes ejecuciones y por ende se
inducen multiples modelos intermedios que permiten tener una muestra de errores
de validacion que nos permita identificar el mejor modelo.

Para la realizacion del experimento se usaran los algoritmos de aprendizaje de la
herramienta R
Finalmente el analisis y los resultados se sustentaran con base en la medicion de

la exactitud.
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4.2. METODO DE VALIDACION Y EVALUACION

La clave de la induccién del mejor modelo es el descubrimiento de las relaciones entre
las entradas y como afectan la respuesta, por lo tanto para la etapa de entrenamiento o
aprendizaje se plantea la validacion cruzada k-fold Cross Validation que aleatoriamente
divide el conjunto de datos historico en k subgrupos, utilizando k-1 subgrupos como
datos de entrenamiento y el restante como datos de validacion, como se observa en
la figura 7, luego se repite el proceso k veces, cambiando los subgrupos de prueba y

validacion.

%:Xl T1:X2UX3UUXk
‘/QZXQ T2:X1UX3UUXk

Vk:Xk Tk:XlLJXQU"'UXk,l

La validacion cruzada se usa para mitigar el riesgo que la correlacién entre las variables
del conjunto de datos histérico quede sesgada por tomar solo una parte del conjunto
como datos de entrenamiento(Blum et al., 1999). También, mantiene los conjuntos de
entrenamiento y validacion lo suficientemente grandes para que las estimaciones de error
sean sélidas pero la superposicion de elementos sea lo mas pequena posible, igualmente
permite mantener la representacion de las clases en los subconjuntos de entrenamiento
y validacion con proporciones similares a las que tenian las clases en el conjunto antes
de dividirlo (Alpaydin, 2010).

Como lo mencionamos anteriormente, la medida de evaluacién tomada en nuestro pro-
yecto es la exactitud, la cual es la estimacion del porcentaje de la suma de los do-
cumentos que son clasificados dentro de una clase a la que realmente pertenecen —
Verdaderos Positivos, Vp— mas los documentos que correctamente no fueron clasifica-
dos en dicha clase —Verdaderos Negativos, Vn— con relacién al total de estos, sumados
con los que erréneamente no se clasificaron en dicha clase —Falsos Negativos, Fn— mas
los que erroneamente fueron clasificados en dicha clase —Falsos Positivos, Fp—, es decir,
accuracy = (Vp+Vn)/(Vp+ Vn+ Fp+ Fn) (Sebastiani, 2002).
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Figura 7: k-fold Cross Validation. Fuente: propia

4.3. CONJUNTO DE DATOS

Como fue descrito en la seccion Planteamiento del Problema, se usé el conjunto de
datos denominado OWLS-TC2, que contiene descripciones de servicios web, en el cual,

después de eliminar todas las palabras de detencién —stop words—, se tiene:

= un minimo de 3 términos por descripcion,

= 8 términos por descripcion en el primer cuartil,

= una mediana de 9 términos por descripcion,

= 11 términos por descripcion en el tercer cuartil

= en promedio 9.99 términos por descripcion,

= con una desviacién estandar de 4.07 términos, y

=  Maéaximo 50 términos por descripcion.

En la figura 8 se puede observar, que la mayoria de las descripciones de los servicios web,
estan compuestas aproximadamente por 10 términos. Solo unos pocos servicios web se
describen con mas de 30 términos y estos son valores atipicos —outliers—. El conjunto
de datos estd compuesto por 576 especificaciones de servicios en OWL-S 1.1 de siete
diferentes dominios entre los cuales se tiene educacién, atencion médica, comida, viajes,
comunicacion, economia y armamento, se recuerda que fue recopilado ya que no existian

conjunto de datos estandarizados y ha sido usado desde entonces para ejercicios de
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Figura 8: Cantidad de términos usados en la descripcién de Servicios Web. Fuente:

propia

clasificacién, recuperacién o descubrimiento como el realizado por Klusch et al. (2006).

Ademas fue el mismo conjunto de datos usado por (Sharma et al., 2016).

4.4.

SUPOSICIONES Y LIMITACIONES

Para la realizacion del proyecto se realizaron las siguientes suposiciones:

Los términos se extraen de etiquetas presentes en los perfiles OWL-S de los servicios
web.

Las expresiones textuales en dichas etiquetas se encuentran escritas bajo la con-
vencién de camel case © o pueden estar separadas por espacios o caracteres de
subrayado.

Las descripciones son textos cortos en comparacién con otros documentos como
libros o paginas web.

No se van a inferir términos desde abreviaturas presentes en las descripciones.
Aunque el modelo posteriormente puede ser adaptable se asume que el texto de
las descripciones va a estar en un solo idioma, el cual es el inglés, debido a que el

conjunto de datos fue conformado con descripciones en dicho idioma.

* 4 . . sy 1 . ’ . . .
Costumbre en el d&mbito informatico de escribir un nombre o frase, compuesto por varios términos sin espacio entre

ellos y con la primera letra de cada término en mayuscula y el resto en minisculas, por ejemplo, CamelCase
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= No se van a recopilar ni construir servicios, como se manifesté anteriormente, se
utiliza un conjunto de datos recopilado, estandarizado y usado en otras investiga-
ciones.

s No se evaluard rendimiento ni escalabilidad solo exactitud.

En el capitulo siguiente se describen los conceptos principales del proyecto, el algoritmo
para la expansién de las descripciones de los servicios y los algoritmos SVM y MLP de

aprendizaje automatico que se usaron para la clasificacién.
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5. ALGORITMOS DE CLASIFICACION Y EXPANSION DE
DESCRIPCIONES DE SERVICIOS

En este capitulo se presentan los elementos principales de la investigacion, la adopcion
de dos modelos de aprendizaje automéatico para clasificar los servicios, la maquina de
vectores de apoyo (SVM") propuesto por Cortes y Vapnik (1995) y perceptrén multica-
pa (MLP**) con propagacién hacia atras —backpropagation— (Werbos, 1974; Rumelhart
et al., 1988). Y se presenta el algoritmo de expansién de las descripciones de los servicios
web, usando la co-ocurrencia y el descubrimiento de sus factores latentes ocultos, para

determinar la similitud entre términos.

Dividimos el conjunto de datos en tres subconjuntos después de expandir cada descrip-
cion del servicio. Por lo tanto, utilizamos dos tercios del conjunto de datos para el ajuste

de parametros a través de validacion cruzada de 10 veces y un tercio para la prueba.

5.1. MAQUINA DE VECTORES DE APOYO

El algoritmo de méquina de vectores de apoyo —Support Vector Machine, SVM—, plan-
tea que, observaciones de una realidad en un conjunto de datos, que no puedan ser
separadas por una funcion lineal, pueden ser elevadas en dimensionalidad usando el
truco del kernel y en este espacio de mayor dimension se puede encontrar una superficie
lineal o hiperplano 6ptimo que permita la clasificacién de las observaciones transforma-
das (Cortes y Vapnik, 1995).

El trasfondo metodoldgico del algoritmo indica los siguientes pasos:

*SVM es la abreviatura de Support Vector Machine, también conocido como Support Vector Networks

**MLP es la abreviatura de Multilayer Perceptron
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Un conjunto de datos D, no separable linealmente en un espacio vectorial R",
en el cuerpo de los reales, es mapeado a otro espacio de mayor dimensionalidad
R™ m > n a través de una transformacién ¢ obteniéndose un D’ linealmente

separable(Eric Kim, 2019), como se muestra en la figura 9 y figura 10

Data projected to R™2 (nonseparable)
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Figura 9: Datos no separables linealmente. Fuente: (Eric Kim, 2019)
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Figura 10: Datos separables linealmente en una dimensién superior. Fuente: (Eric
Kim, 2019)

Con D’ se puede entrenar un modelo usando los planteamientos mateméticos linea-
les de los algoritmos de SVM y encontrar un limite de decision que es un hiperplano
que separe las clases, como se muestra en la figura 11.

El conjunto de pruebas que no ha sido visto por el modelo durante el entrenamiento,

también serd transformado, pero usando el truco del kernel.



Data in R~ 3 (separable w/ hyperplane)

¢ . bie [0
5 5
Se, 00 & %6
10 1 P, % osa g% 3 i
"goe° P Sl Y
000 ° e o S
H B $

08 1 . o e @ . o
8

1°2qe1 Z

0.2 7

1.0
05 40 .
Ylapg — ~-10 -1.0

Figura 11: Hiperplano lineal de separacion. Fuente: (Eric Kim, 2019)

= Al proyectar el limite de decision o hiperplano encontrado en R™ al espacio original,

R" se producira un limite de decision no lineal, como se muestra en la figura 12.

Data projected to R*2 (hyperplane projection shown)
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Figura 12: Proyeccién no lineal de separacién. Fuente: (Eric Kim, 2019)

Para lograr lo planteado por el enfoque de SVM, este se fundamenta principalmente en

los siguientes conceptos:

= La seleccién del hiperplano 6ptimo, que permita la separacion de las observaciones
en las clases a las que pertenecen, usando pocos datos del conjunto de entrenamien-
to denominados vectores de soporte, el trasfondo de estos, es que hay observaciones
que siguen el mismo patrén del hiperplano, por ende con estos se puede realizar la
busqueda y seleccion del mayor margen posible entre el hiperplano y las observa-

ciones de las clases mas cercanos al hiperplano, como se muestra en la figura 13.
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El mejor hiperplano, sera entonces el que permita el mayor margen. Entonces si a
partir de pocos datos —vectores de soporte— se puede construir el hiperplano épti-
mo, la capacidad de generalizacion del modelo sera alta, incluso para espacios de

altas dimensiones.

OBSERVACIONES
X DELACLASEX

OBSERVACIONES O
DE LACLASE O

v

VECTORDE SOFORTE MARGEN OPTIMO

-7

HIPERPL ANO OPTIMO

Figura 13: Hiperplano y margen 6ptimo. Fuente: Cortes y Vapnik (1995)

El uso de las funciones kernel, que permite obtener el valor del producto punto
de las instancias del conjunto de datos —vectores— de dimension original sin trans-
formar al espacio de nivel superior, posteriormente transformar el resultado del
producto punto al espacio de dimensién superior, lo que permite el uso eficiente de
los recursos computacionales y no incrementa de forma desmesurada el tiempo de
entrenamiento.

El margen suave, que consiste en la identificacion del mayor margen posible entre
los vectores de las clases, pero permitiendo algunos errores en la clasificacion, este
concepto es un parametro de regularizacion. Para valores pequenos, el margen
aumenta, los errores aumentan, podria sub entrenarse el clasificador underfitting
y para valores grandes, el margen disminuye, los errores disminuyen, podria sobre

entrenarse el clasificador overfitting.



5.2. REDES NEURONALES ARTIFICIALES

Los algoritmos de aprendizaje denominados Redes Neuronales Artificiales RNA, basan
su concepto en el cerebro humano, en la forma como esta compuesto por una gran can-
tidad de neuronas, consideradas cada una, como unidades de procesamiento conectadas
unas con otras, pero operando de manera paralela, en esto se cree que radica su gran

poder para realizar y aprender operaciones de diversa indole.

Para las RNA, el Perceptréon, mostrado en la figura 14, representa el elemento bésico
de procesamiento de forma similar a la neurona para el cerebro y tiene los siguientes

elementos:

» [Entradas, datos de entrenamiento a partir de los cuales se induce el modelo. z; € R,
j=1,..,d

= Pesos, que se aplican a las entradas, son los que el aprendizaje debe descubrir.
w; € R

= La funcién que representa el hiperplano de separacién de las clases y la funcién de
activacion que permite expresar la salida como una respuesta binaria 1 o 0.

= Salidas, que pueden ir a otros perceptrones

Xy
1’.,

W,
X, —, — V= f(Z;) |—

Wy
x”
b.
)

Figura 14: Perceptréon. Fuente: (Torres, Jordi, 2018)

1+e~2

Para el proyecto hemos usado una red neuronal perceptrén multicapa MLP” con pro-

*MLP es la abreviatura de Multilayer Perceptron
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pagacién hacia atras backpropagation, teniendo en cuenta que un perceptron solo puede
aproximarse a funciones lineales por lo tanto no puede realizar clasificacion o regresion
para observaciones no separables linealmente, pero aprovechando que un modelo lineal
puede ser usado para una aproximacion polinomial, MLP propone una red neuronal por
capas, las cuales son, una capa de entrada, unas capas ocultas y una capa de salida,

como se observa en la figura 15: Donde las capas estdn compuestas por varios percep-

Capa Capas ocultas Capa
salida

entrada

N

N

Figura 15: Multilayer Perceptrén. Fuente: (Torres, Jordi, 2018)

trones, en las capas ocultas se implementa una transformacion lineal desde un espacio
d-dimensional a un espacio k-dimensional superior o inferior k > d o k < d y en la capa
de salida se implementa la clasificacién o regresion en la nueva dimensionalidad me-
diante un hiperplano lineal. La red es entrenada teniendo en cuenta la pérdida —error—
entre la prediccién y el valor real, regresando a ajustar los pesos de las capas ocultas
proporcionalmente segin la contribucion de sus neuronas a la salida. Todo lo anterior

permite implementar clasificacién o regresiéon no lineal(Alpaydin, 2010).

El trasfondo metodoldgico para MLP con retropropagacién, indica los siguientes pasos,

que se pueden observar de forma general en la figura 16:

= Los datos de entrenamiento deben cruzar toda la red neuronal, produciendo una
prediccién, esto se conoce como propagacion hacia adelante Forward Propagation

= Calcular la pérdida —error— con base en una funciéon de pérdida, mediante la com-
paracién entre la prediccién y el valor real.

= Propagar la pérdida a todas las neuronas de la capa oculta que contribuyan a la
salida, pero en proporcion relativa a su contribucién Back Propagation

= Ajustar los pesos de las interconexiones entre las neuronas.

Con lo anterior se busca minimizar el error y el método adoptado en esta investigacién
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Figura 16: Aprendizaje MLP-B. Fuente: (Torres, Jordi, 2018)

para lograrlo es el gradiente descendente, el cual mediante el calculo del gradiente —
primera derivada— de la funcién de pérdida y el valor que le corresponde de dicho
gradiente a cada neurona, los valores de los parametros son ajustados en direccion
opuesta a la indicada por el gradiente, teniendo en cuenta que la opuesta es la direccion
a la que tiende a reducirse la funcién de pérdida, este comportamiento se puede observar

en la figura 17.

Loss

Weight

Figura 17: Gradiente descendente. Fuente: (Torres, Jordi, 2018)

5.3. EXPANSION DE DESCRIPCIONES A TRAVES DEL TESAURO
DE CO-OCURRENCIA

En primer lugar, llevamos a cabo el paso de preproceso sobre el corpus o conjunto de

datos, extraemos cada término de las etiquetas:

65



<profile:serviceName> y <profile:textDescription>.

Se recuerda que suponemos que las etiquetas se han codificado de acuerdo con la con-
vencién camel case, es decir, la practica de escribir un identificador compuesto por
varios términos, donde cada uno comienza con una letra mayuscula, por ejemplo,
NonNegativeMatrixFactorization. Ademds, suponemos que cada término del texto

en la primera etiqueta puede estar separado por espacios o caracteres de subrayado.

Después de eso, eliminamos tanto las puntuaciones como los simbolos, cambiamos todos
los términos a mintsculas, aplicamos el origen de cada término stemming y eliminamos

todas las palabras de parada stop words.

Finalizado el preprocesamiento, adoptamos la frecuencia de términos —Term Frequency—
y la frecuencia inversa de documento —Inverse Document Frequency— TF-IDF Salton
et al. (1975) para calcular la matriz de términos de documentos Y € R"™*" donde m y

n son el nimero de documentos y terminos, respectivamente.

Con la matriz Y, generamos el tesauro mediante el célculo de la Matriz de Similitud de
Términos —Terms Similarity Matriz— C = Y'Y, donde C € R**" y cada componente
C;; representa el grado de similitud entre los términos ¢; and ¢;. La similitud entre dos
términos sintacticamente diferentes depende del grado en que ambos términos aparecen
juntos o coinciden en varias descripciones del servicio web. En este modelo, nuestro
objetivo es estimar los factores latentes ocultos en estas co-ocurrencias de términos.
A continuacién, calculamos los factores latentes de cada fila vector de esta matriz,
factorizandola, en la siguiente seccién describiremos el modelo de factorizacién matricial
a continuacion, para obtener W € R™" y X € R™*" tal que C = XW, y r es el niimero
de factores latentes que explican la relacién entre los términos. La cantidad de factores
latentes r debe ser menor que el nimero de términos en el vocabulario n. Sea D un
conjunto de términos utilizados en la descripcion del servicio, y sea V' un conjunto
de términos utilizados para describir todos los servicios, también conocido como un
vocabulario. Agregamos cada término t; € V — D del tesauro en la descripcién D
si sim(x;,x;) > 6 —ver Ecuacién 1-, donde ¢; € D, y ambos x; y x; corresponden
al i"" y j'* filas de la matriz X, respectivamente. El pardmetro  es el umbral. Esto
indica el valor minimo de similitud tomado en cuenta para decidir si dos términos estan

relacionados entre si. Este parametro se elige experimentalmente.
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XT X;

sim( %) = Tl @

Algorithm 1 Algoritmo para expandir la descripcion de los servicios a través del

tesauro de co-occurrencia

Input: X, D, V, 6
Output: D,
1. Initialize the expanded description D, <— D
2. for (t; e DNYV)
a) for (t; e V — D) If cos(x;,x;) > 6 then D, < D, U {t;}
3. Return: D,

Nosotros expandimos la descripcién de los servicios con el algortimo 1. La entrada de
este algoritmo incluye la matriz de factores X, los términos de la descripcion del servicio
D y el vocabulario V', y el parametro . El algoritmo devuelve la descripcion expandida
D..

5.4. MODELO DE FACTORIZACION MATRICIAL

Adoptamos un modelo de aprendizaje automatico para hacer frente al problema de
factorizacion matricial antes mencionado. Para este fin, estimamos ambas matrices de
factores W y X minimizando la funcién de error, E(W, X), definida como la norma al
cuadrado de Frobenius de la matriz de errores de aproximacién, |XW — C||%, como

sigue:

/ 1 A
min B(W. X) = S |XW = Cllz + S(IX[l} + W) (2)

donde X es el parametro de regularizacion utilizado para evitar que la norma Frobenius
de cada matriz de factores alcance grandes magnitudes. Todos los términos son al
cuadrado para tener un minimo global éptimo, es decir, para tener una funcién de error
convexa. Esto es 1util porque el gradiente descendente puede usarse mas alla del minimo
global en lugar de heuristicas mas costosa, tal como el recocido simulado —simulated

annealing— o los algoritmos genéticos. Por lo tanto, para minimizar la funciéon de error,
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calculamos el gradiente descendente estableciendo la derivada de la funcién de error con

respecto a W como sigue:

XT(XW — C) + \W (3)

Como resultado, el gradiente descendente es:

W+ W — n(XT(XW — C) + A\W) (4)

donde n la tasa de aprendizaje. Usamos esta regla de actualizacién para estimar W.
Por otro lado, para obtener X, tomamos la derivada de la Equacién 2 con respecto a

X y la establecemos igual a cero de la siguiente manera:

X = CWI(WWT + A1)~} (5)

Usamos esta ecuacion para calcular X, mientras que actualizamos W con la regla en la

Ecuacién 4.

Algorithm 2 Algortimo de factorizacién de matrices basado en la minimizar la funcién

de error
Input: C, r, 19, A\, maxlter

Output: W and X

1. Initialize the r x n matrix W to small random values

2. for (i in l:maxIter)

a) X<+ CWI(WWT 4+ AI)!

b) m <1/ (L + noAi)

¢c) W+ W —n(XT(XW —C) + \W)
3. Return: W and X

El algoritmo 2 estima ambas matrices de factores. La entrada del algoritmo esta com-
puesta por la matriz objetivo C, el nimero de factores latentes r a estimar, el niimero
de iteraciones max [ter utilizado para encontrar el minimo global, la tasa de aprendizaje
inicial 79, y el parametro de regularizacién A. El algoritmo comienza a inicializar W' a

valores aleatorios —ver paso 1 — En el paso 2.a dentro del ciclo, la representacion del
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factor latente para los documentos (X) se calcula aplicando la solucién analitica de la
Ecuacion 5, con W fija en la versién conocida en la iteracién actual dada por la variable
llamada ¢. La tasa de aprendizaje n se actualiza en el paso 2.b. para ir més rapido hacia
la direccién del gradiente al principio, pero es mas pequeno con cada iteracion para
evitar oscilaciones o divergencias. La tasa de aprendizaje que se utiliza en este enfoque
es una tasa decreciente que depende del niimero de iteraciones, el parametro de regula-
rizacion y el factor de aprendizaje inicial (Bottou, 2010). En el paso final de este ciclo
—ver paso 2.c—, W se actualiza de acuerdo con la regla presentada en la Ecuacion 4,
con X fijo en la ultima versién conocida. Finalmente, la salida de este algoritmo esta

compuesta por las matrices de factores como se muestra en el paso 3.
Para lo anterior, ajustamos los siguientes parametros:

= El umbral 0 en el Algoritmo 1.

=  El nimero de factores latentes r, el parametro de regularizacion A, y la tasa de
aprendizaje inicial 7y en el Algoritmo 2.

= La cantidad de unidades ocultas y el parametro de regularizacion de MLP.

= El parametro de regularizacion en la formulacion de Lagrange de SVM. Ademas,
los parametros asociados a cada funcién kernel, por ejemplo, el radio v en el kernel

Gaussiano.

Finalmente, programamos cada modelo probado en R. En la siguiente capitulo presen-

tamos los resultados de la evaluacion y su discusién o anélisis.
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6. RESULTADOS Y DISCUSION

6.1. RESULTADOS

Como se menciond anteriormente, ajustamos los parametros a través de validacion
cruzada de 10 veces, asi que usamos la mejor configuracion de parametros para probar

los siguientes modelos:

1. Modelo con el algoritmo de Maquina de Vectores de Apoyo, SVM con varias funcio-
nes de kernel, es decir, lineales, gaussianas y sigmoideas, aplicadas en descripciones
de servicios no expandidos. En la Tabla 4 mostramos que SVM con kernel sigmoide
funciona mejor que SVM con otros kernels.

2. Modelo con algoritmo de Redes Neuronales Artificiales MLP aplicado en las des-
cripciones de servicios no expandidos. En la Tabla 4 mostramos que MLP supera
a SVM.

3. Los clasificadores SVM y MLP aplicados sobre descripciones de servicios expandi-

das. Tabla 5 mostramos que MLP supera a los otros modelos.

Tabla 4:
Prueba de Exactitud de los modelos de aprendizaje automatico aplicados en la

coleccion de descripciéon de servicio original

Modelo Prueba de exactitud

SVM con kernel lineal 93.23 %

SVM con kernel Gaussiano  93.23 % (v = 107%)

SVM con kernel sigmoide 94.79 %

MLP 95.83 % (30 unidades ocultas y pardmetro

de regularizacién igual a 1072)

En la Tabla 6 resumimos los resultados de la prueba. Nuestros hallazgos son:
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1. El MLP supera a SVM en ambos casos, es decir, cuando se aplican en descripciones
ampliadas o en las originales,

2. La expansion de la descripcion del servicio aumenta la prueba de exactitud de los
modelos de aprendizaje automatico, y

3. Hasta donde sabemos, el MLP aplicado en las descripciones ampliadas supera el
mejor enfoque en el estado de la técnica propuesto por Sharma et al. Sharma et al.
(2016).

Tabla 5:
Prueba de Exactitud de los modelos de aprendizaje automatico aplicados en la

descripcion del servicio ampliado

Funcién Kernel Umbral (#) Factores Prueba de exactitud
Latentes

SVM con kernel lineal 95 % 120 94.79 %

SVM con kernel sigmoide 95 % 80 95.83 %

SVM con kernel Gaussiano 97 % 30 96.35 % (y=10"%)

MLP 97 % 120 97.92 % (90 unida-

des ocultas y parame-

tro de regularizacién

igual a 1)
Tabla 6:
Resumen del resultado de la investigacion
Modelo Prueba de Ganancia
exactitud
SVM (linea base) 94.79 % -
MLP 95.83 % 1.09 %
SVM aplicado sobre descripciones de servicios ex- 96.3 % 1.6 %
pandidas
Sharma et al. (2016) 97.22% 2.56 %

MLP aplicado sobre descripciones de servicios ex- 97.92% 3.3%
pandidas
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6.2. DISCUSION

El objetivo general del proyecto fue el mejoramiento de la exactitud en la clasificacion
de servicios web a partir de la inyeccion de términos en las descripciones de los mismos,
teniendo en cuenta las relaciones semanticas entre los términos, debido a que los pocos
términos usados y la omisién de las relaciones semanticas, inciden en el resultado de la
clasificacién apoyada por métodos de aprendizaje automatico, que otros autores como
Rosso et al. (2003), Sedding y Kazakov (2004), o Shehata (2009), han planteado y

propuesto superar.

Respecto al mejoramiento del desempeno por inyeccién de términos, los mejores valores
de exactitud antes de expandir las descripciones para el clasificador basado en SVM
fueron, con kernel lineal 93.23 %, con kernel Gaussiano 93.23 % y con kernel sigmoide
94.79 %. Mientras que después de expandir las descripciones, los valores de la exactitud
mejoraron, con kernel lineal 94.79 %, con kernel sigmoide 95.83 % y con kernel Gaus-
siano 96.35 %. Para el clasificador basado en MLP, antes de expandir las descripciones
el valor de la exactitud fue 95.83 % y después de expandir las descripciones el valor fue
97.92 %, con una ganancia de exactitud de 3.3 % sobre la linea base, y superando la
ganancia de exactitud de 2.56 % del estado del arte (Sharma et al., 2016) con respecto
a la linea base, cuya exactitud fue 97.22 %. Lo anterior corrobora que el descubrimiento
de las relaciones semanticas y a partir de estas, inyectar términos en las descripciones
mejora el ejercicio de clasificacion ya que ambos métodos de aprendizaje SVM y MLP

muestran valores de exactitud superiores después de expandir las descripciones.

Los resultados evidencian que el aumento de términos en las descripciones, lo cual es un
aumento de la dimensionalidad del conjunto de datos antes del proceso de clasificacion,
permite una mejor induccién de las relaciones entre las entradas y las salidas, lo que
indica que el espacio original no es el mas conveniente, ya que, ain cuando a través de
los métodos de kernel y SVM se aumenta la dimensionalidad (Cortes y Vapnik, 1995) o
en el método MLP con propagacién hacia atras se disminuye (Werbos, 1974; Rumelhart
et al., 1988), se obtienen mejoras en la exactitud, indicando que el conjunto de datos

original contiene ruido.

La mejor exactitud obtenida de 97.92 % mediante MLP con propagacién hacia atrds,

manifiesta que en esta investigacién el enfoque de reducir dimensionalidad después de
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la inyeccién de términos, es mas conveniente para la clasificacién, que el enfoque de

aumentarla con el truco del Kernel sobre SVM.

La construccién de un tesauro basado en la similitud de sus términos para identificar
sus relaciones semdnticas (Budanitsky y Hirst, 2006), es un método vélido para el
mejoramiento de la clasificacién y adaptable a cualquier idioma o al uso de tesauros
donde no estén explicitas las relaciones semanticas, lo que es una ventaja con respecto
al enfoque propuesto por Sharma et al. (2016) con el uso del diccionario de sinénimos
del idioma inglés denominado WordNet, con relaciones semanticas de caracter general
para dicho idioma y puede no contener relaciones para dominios especificos, que si
pueden ser detectadas en enfoques como el nuestro, por ejemplo para el dominio del
emprendimiento el término startup y el término company son sinénimos, teniendo en
cuenta que el primer término frecuentemente hace referencia a una compania con un
modelo de negocio escalabe que se encuentra en sus primeras etapas, como nos lo deja
apreciar Ries (2011), mientras que en WordNet, el término hace referencia al acto de
poner en funcionamiento algo o al acto de iniciar una nueva operacién (princeton.edu,
2019). Otra ventaja de nuestro enfoque, es la capacidad de aprender las relaciones
semanticas a partir de la similitud de términos segiin el grado en que aparecen juntos
en las descripciones y sus factores latentes ocultos, lo anterior se logra mediante el

algoritmo de factorizacién de la matriz de similitudes.

Los fundamentos de las redes neuronales artificiales, proponen la optimizaciéon mediante
la minimizacion de la funcién de pérdida, a través de la bisqueda del mejor minimo
local —ver figura 18— mediante el algoritmo de gradiente descendente (Werbos, 1974;
Rumelhart et al., 1988), aunque otros algoritmos de optimizacién pueden ser usados, lo
anterior causa que no siempre se obtenga la solucién méas éptima, por eso la bisqueda de
la mejor configuracién de parametros implica muchas validaciones costosas en términos
de tiempo y computo. A diferencia de las maquinas de vectores de apoyo, que plantean
el problema de optimizacién por minimizacién de una funcién objetivo convexa (Cortes
y Vapnik, 1995) y al encontrar la mejor configuracién de parametros los resultados de

la validacién y prueba siempre son los mismos en términs de exactitud —ver figura 19-.

Lo anterior presenta una aparente contradiccion, el modelo basado en MLP arroja
mejores resultados en la exactitud que el modelo basdo en SVM, a pesar que MLP
puede converger en un minimo local que no necesariamente es el mas 6ptimo, debido a

que la funcion de pérdida tiene varios minimos locales como muestra la figura 18.
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Figura 18: Funcién de pérdida para MLP. Fuente: Propia
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Figura 19: Funcién de pérdida para SVM. Fuente: Propia
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Presentamos que el mejor comportamiento de las redes neuronales, se sustenta en la si-
nergia; el todo es més que las partes, en este caso de las unidades neuronales, o neuronas
artificiales —perceptrones—, interconectadas a través de la red, emerge un comportamien-
to inteligente capaz de clasificar servicios con mayor exactitud, que una sola neurona
artificial e incluso mejor que las maquinas de vectores de apoyo, que se sustentan en
el prinicipio de La Navaja de Ockham, el cual plantea, que la explicacion mas sencilla
es probablemente la explicacion correcta, cuando Vapnik principal exponente de SVM,
plantea como principio, nunca resolver un problema mas complejo, como primer paso
para resolver un problema actual, con este enfoque podriamos estar dejando de lado
comportamientos del sistema que se presentan por sinergia. Una evidencia en nuestro
enfoque es que en la capa oculta se descubre un espacio seméantico entre las descripcio-
nes de los servicios que el modelo basado en las maquina de soporte vectorial no alcanza

a descubrir.
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CONCLUSIONES

La clasificacién en el dominio al que pertenecen las descripciones de los servicios web del
conjunto de datos OWLS-TC2 a partir de la inyeccién de términos similares presentes
en las etiquetas -serviceName- y -textDescription-, donde esta similitud representa
la relacién seméantica entre ellos, identificadas a partir del descubrimiento de factores
latentes entre los términos y posteriormente con las descripciones enriquecidas, obtener
una representacién en forma de vectores de cada descripcion para usarlos como con-
junto de entrenamiento y validacién del clasificador mediante el método de validacion
cruzada e inducir modelos a partir de los algoritmos de aprendizaje automaticos SVM
y MLP, evaluados con la exactitud como indicador de desempeno, nos permitié obtener
resultados que confirman el mejoramiento del indicador al expandir las descripciones

de los servicios.

Nuestro enfoque contribuye a los ejercicios de clasificacién de textos cortos, principal-
mente por proponer la inclusién de términos en las descripciones de los servicios a partir
del descubrimiento de las relaciones semanticas de los términos del vocabulario confor-
mado por los términos de todas las descripciones. Para lo cual se descubre la similitud
entre términos y sus factores latentes ocultos, que evidencien la relacién. Los aspec-
tos anteriores permiten proponer ejercicios de clasificacion adaptables a vocabularios
libres y de diferentes idiomas a diferencia de otros enfoques que usan un vocabulario

controlado o tesauro predefinido de un idioma especifico.
La realizacion de la investigacién nos permitio identificar los siguientes hallazgos:

1. La ganancia de exactitud de nuestro método, obtenida por el modelo inducido con
MLP, con respecto a SVM como linea base, el cual es considerado como uno de los
mejores métodos de clasificacién en tiempos recientes (Mohri et al., 2018, pg. 79),
es de 3,3 %; mientras que la ganancia de exactitud del estado del arte (Sharma et
al., 2016) es de 2,56 % sobre la linea base.

2. Lasredes neuronales tienen mayor exactitud que SVM en esta investigacion, a pesar
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que presentan una reduccion de dimensionalidad ya que la cantidad de salidas de
la capa de entrada es menor a la cantidad de entradas de la misma capa.

3. Los algoritmos de clasificacién usados tienen mayor exactitud sobre las descripcio-
nes expandidas que sobre las originales.

4. En SVM con el kernel Gaussiano o radial se tiene mejor exactitud clasificando
servicios que SVM con el kernel sigmoidal y lineal -solo SVM-. Lo cual refleja que
aunque este es un problema de clasificacién de texto, las descripciones de servicios
son muy breves y por ende el espacio original de caracteristicas no es conveniente
para clasificacién.

5. El hecho que la mejor configuracion paramétrica para el modelo inducido con MLP,
donde las salidas de la capa oculta es menor que el niimero de dimensiones del
espacio de caracteristicas de entrada, implica que las caracteristicas que describen

a cada servicio tienen presencia de ruido.

Es notable que MLP es mas exacto que SVM, a pesar que este modelo se presenta
como un problema de optimizacién convexa con una tnica solucion éptima, es decir un
minimo global, mientras que MLP tiene varias soluciones suboptimas, donde solo una es
la mas optima. Esto se debe a que la funcién de error definida en MLP tiene un espacio
de buisqueda mas amplio presentdndose varios minimos locales. Una posible explicacion
de estos resultados podria ser que la capa oculta del MLP reduce la dimensionalidad
del espacio de entrada original, por lo tanto, se elimina el posible ruido en el conjunto

de datos aunque las descripciones de los servicios sean breves.

Finalmente, los resultados revelan que nuestro enfoque es mas exacto que el mejor en
investigaciones previas, segin lo mejor de nuestro conocimiento, propuesto por Sharma
et al. (2016). Este enfoque, como lo discutimos en la seccién Introduccién se basa en
Wordnet. Por lo tanto, no puede adaptarse a otro dominio o idioma, mientras que
el tesauro de sinénimos de co-ocurrencia generado automaticamente si puede. Este
ultimo aprende relaciones especificas entre términos en dominios particulares. Como
consecuencia, nuestro enfoque se adapta automaticamente a un contexto especifico,
incluido otro idioma. Por ende, nuestro enfoque no se limita a las relaciones entre los

términos en inglés.
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TRABAJOS FUTUROS

A partir de este proyecto presentamos varias posibilidades de investigaciones futuras

que podemos abordar, tales como:

1. Teniendo en cuenta que tanto antes de expandir las descripciones como después
de expandirlas con ambos enfoques, SVM y MLP, se obtiene una mejora en la
clasificacién, se podria explorar si esta situacién se mantiene en ejercicios con otros
conjuntos de datos, donde se tengan presente las relaciones semanticas descubiertas
por co-ocurrencia entre términos de documentos breves.

2. Realizar ejercicios de clasificacion con expansién de términos mediante el descubri-
miento de relaciones semanticas, para diferentes idiomas.

3. Estudiar el impacto de la exactitud en la clasificacion, cuando el tesauro de co-
ocurrencia se genera a partir de un corpus més amplio, por ejemplo, Wikipedia.
Finalmente,

4. Debido al posible ruido en el conjunto de datos, se puede estudiar el impacto en
la exactitud por adoptar la indexacién semantica latente para descubrir relacio-
nes semanticas entre documentos y luego realizar la clasificacion con SVM, para
determinar si se obtienen mejores resultados que MLP.

5.  Experimentar el uso de otras arquitecturas de redes neuronales profundas, con mas

capas ocultas, usando redes neuronales recurrentes y autoencoder.
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